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Résumé

La reconnaissance de l'écriture manuscrite est aujourd'hui un domaine de re-

cherche très actif et le spectre de ses applications est trèslarge. L'objectif de cette

thèse est d'élaborer un système de reconnaissance de mots manuscrits pouvant être

appris et appliqué sur di�érents styles d'écriture.

L'approche utilisée est une approche analytique : les mots sont découpés en sous-

parties (caractères ou graphèmes) à modéliser. Le découpage est e�ectué de manière

implicite par l'utilisation de fenêtres glissantes. Celles-ci permettent de transformer

les images de mots en séquences. La méthode choisie pour apprendre les modèles

de caractères utilise les modèles de Markov cachés (HMMs), qui sont à ce jour l'un

des outils les plus puissants pour la modélisation de séquences. Chaque caractère

est représenté par un HMM de type Bakis, ce qui permet d'absorber les variations

d'écriture entre scripteurs. Les mots sont reconstruits ensuite par concaténation des

modèles qui les composent.

Dans cette thèse, le choix est fait de chercher à améliorer lamodélisation HMM de

caractères en agissant au coeur même des modèles. A cette �n,une nouvelle approche

est proposée, qui utilise l'aspect contextuel pour la modélisation : un caractère est

modélisé en fonction de son contexte (le caractère précédent et le caractère suivant)

et son modèle est nommé trigraphe.

La prise en compte de l'environnement d'un caractère pour samodélisation per-

met de construire des modèles plus précis et plus performants. Cependant, elle im-

plique une multiplication des paramètres HMMs à apprendre sur un nombre souvent

restreint de données d'observation. Une méthode originalede regroupement de pa-

ramètres est proposée dans ces travaux : le clustering d'états par position à l'aide

d'arbres binaires de décision. Ce type de clustering, inédit dans les systèmes de

reconnaissance de l'écriture, a l'avantage non seulement de réduire le nombre de

paramètres mais aussi de permettre au système de conserver l'un des principaux at-

traits des HMMs : l'utilisation d'un lexique de décodage indépendant du vocabulaire

d'apprentissage.

L'amélioration apportée par la modélisation en contexte est montrée sur trois

langues et deux types d'écriture di�érents : le français, l'anglais et l'arabe.
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Abstract

O�-line handwriting recognition has become lately a very popular research area

and the number of its possible applications is very large. This thesis aims at elabo-

rating a new handwritten words recognition system that can be learned and applied

on any handwriting style and any alphabet.

An analytic approach is used. Words are divided into subparts (characters or

graphemes) that have to be modelled. The division is made implicitly thanks to

sliding windows, which transform the word images into sequences. Hidden Markov

Models, widely known as one of the most powerful tools for sequence modelling, are

chosen to model the characters. A Bakis-type HMM representseach character. This

enables the model to absorb variations in handwriting. A word model is built by

concatenating its compound characters models.

In this thesis, the choice is made to strengthen the HMM modelling by acting

directly within the models. To this end, a new approach is proposed, using context

knowledge : each character model depends on its context (itspreceding and following

characters). This new character model is named trigraph.

Taking into account the characters environment allows moreprecise and more

e�ective models to be built. However, this implies a multiplication of HMM para-

meters to be learned (often on a restricted number of observation data). An original

method for parameter grouping is proposed in this thesis to overcome this issue : a

state-based clustering, performed on each state position and based on binary deci-

sion trees. This type of clustering is new in the handwritingrecognition �eld. It has

many advantages, including parameter reduction. Moreover, the use of decision trees

allows the HMMs to keep one of their most interesting attributes : independence

between training and testing lexicon.

Context-dependent character modelling has shown to give anincrease of per-

formance. In this thesis, results are reported on three di�erent databases and two

di�erent alphabets, latin and arabic.
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Introduction

La reconnaissance de l'écriture manuscrite connaît un regain d'activité depuis

quelques années et est devenue un domaine de recherche très actif. Le spectre de ses

applications est très large. Les logiciels de reconnaissance de montants sur les chèques

ou de reconnaissance d'adresse postale en sont les deux applications historiques

[60, 127, 128, 157, 30, 147, 16, 15]. Plus récemment, la reconnaissance automatique

de l'écriture a permis par exemple aux grandes entreprises d'améliorer leur processus

de traitement automatique de courrier entrant. En�n, la reconnaissance d'écriture

manuscrite est utilisée dans de plus en plus de projets de numérisation et d'analyse

de documents historiques.

La multiplication de projets français, européens et internationaux ces dernières

années pour mutualiser la recherche en traitement automatique de document est la

preuve du dynamisme et de l'engouement suscité par ce domaine. Par exemple, le

projet ANR Digidoc [138] a été lancé en 2011 à la suite du projet ANR Navidomass

[120] (2007-2010) pour la valorisation du patrimoine écrit français. Ces deux projets

sont inscrits dans la même optique que les initiatives internationales Europeana [73]

et Gallica [69]. Tous ont pour but de numériser, analyser et mettre à disposision du

grand public le contenu d'archives françaises et européennes. La tâche est d'autant

plus ardue que le nombre de documents à traiter est colossal :par exemple dans le

projet Gallica, 1; 5 millions de documents ont été numérisés, un document pouvant

être entre autres un livre ou un manuscrit de plusieurs pages. La reconnaissance

d'écriture sur documents anciens a d'ailleurs d'autres applications, par exemple la

généalogie [72]. Mais les récents travaux dans le domaine ne se sont pas uniquement

concentrés sur les documents historiques. Ainsi, des projets concernant la défense

nationale ou le renseignement militaire tels le projet MADCAT (Etats-Unis) [ 74]

pour la reconnaissance de l'écriture manuscrite arabe ou encore le projet MAURDOR

(France) pour le traitement et la reconnaissance de documents multilingues montrent

que les applications de ce domaine de recherche sont très étendues.
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L'état de l'art de la reconnaissance d'écriture manuscriteest en constante amé-

lioration depuis le milieu des années 2000. L'organisationfréquente de compétitions

de systèmes de reconnaissance permet aux acteurs du domainede se comparer régu-

lièrement et de proposer des systèmes de plus en plus performants. Ainsi ont déjà eu

lieu depuis 2005, entre autres, quatre compétitions de reconnaissance de mots isolés

français (campagnes Rimes 2006 [4], 2008 [63], 2009 [64] et 2011), quatre compéti-

tions de reconnaissance de noms de villes arabes (campagnesIFN-Enit 2005 [106],

2007 [104], 2009 [38] et 2010 [105]) et une compétition de reconnaissance de mots

manuscrits arabes dans une base de très grande taille (compétition OpenHart 2010

[167], dans le cadre du projet MADCAT). Ces compétitions assurent le dynamisme

de ce domaine de recherche et permettent d'élever progressivement les performances

a�n d'obtenir, à la �n, des logiciels �ables de reconnaissance d'écriture, adaptables

à tous langages et à tous types de documents.

L'objectif de cette thèse est d'élaborer un système de reconnaissance de mots

manuscrits pouvant être appris et appliqué sur di�érents styles d'écriture.

Le choix de reconnaître de mots isolés est motivé par le fait que la reconnaissance

de lignes ou de paragraphes peut se baser sur un classi�eur demots grâce à une

segmentation explicite en mots et à l'utilisation de modèles de langage. Ce point a

été largement illustré dans les systèmes de reconnaissancede la parole [156, 17, 149]

et les modèles de langage ont déjà prouvé qu'ils pouvaient être utilisés avec succès

pour la reconnaissance de l'écrit [111, 108, 159].

Il existe deux approches pour la reconnaissance de mots manuscrits : l'approche

globale et l'approche analytique. L'approche globale (ou approche holistique) consiste

à apprendre et reconnaître un mot dans son ensemble. Souventutilisée pour des

tâches de reconnaissance à vocabulaire restreint, elle estpeu robuste face à des

tâches plus di�ciles où le vocabulaire contient plus d'une centaine de mots. Nous

n'avons pas envisagé l'utilisation de l'approche globale dans nos travaux car notre

système de reconnaissance de mots s'inscrit dans un projet de traitement global de

documents, nécessitant un vocabulaire de travail très grand. L'approche analytique

quant à elle propose de segmenter le mot en sous-parties (caractères ou graphèmes)

à modéliser. Les mots sont reconstruits ensuite par concaténation des modèles qui

les composent : cela permet l'utilisation de lexiques libres, à condition qu'ils soient

basés sur l'alphabet (ou les graphèmes) appris. Pour segmenter les images de mots,

il est possible de procéder à un découpage explicite � sujet àerreurs � ou à une seg-

mentation implicite. C'est cette dernière approche que nous avons choisie, illustrée
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par l'utilisation de fenêtres glissantes parcourant les images de mots dans le sens de

lecture a�n de les transformer en séquences.

La méthode choisie dans notre système pour apprendre nos modèles de carac-

tères utilise les modèles de Markov cachés [139] (en anglaisHidden Markov Models,

HMMs). Leur utilisation se justi�e par le fait que les HMMs sont à ce jour l'un

des outils les plus puissants pour la modélisation de séquences. Chaque caractère

est représenté par un HMM de type Bakis (modèle gauche-droità saut d'état auto-

risé), ce qui permet d'absorber les variations de longueur des séquences rencontrées

au �l des données : les scripteurs n'écrivent pas tous de la même manière ni avec

la même amplitude, ainsi la segmentation implicite d'un motpeut associer entre 5

et 15 fenêtres glissantes à un même caractère, selon la personne qui a écrit et les

conditions d'écriture. De plus, les HMMs pro�tent d'algorithmes d'apprentissage et

de décodage très performants, largement éprouvés et optimisés au �l des années :

algorithme EM (Expectation-Maximisation) ou Baum-Welch pour l'apprentissage [7]

et, pour le décodage, algorithme de Viterbi par exemple [164]. Toutes ces raisons

nous ont motivés à choisir les HMMs pour notre modélisation.

A�n d'être modélisés par le système HMM, les images de mots sont donc segmen-

tées implicitement à l'aide de fenêtres glissantes. Dans chaque fenêtre, des valeurs

numériques censées représenter mathématiquement le comportement des pixels et

des formes présents dans la fenêtre sont extraites : ce sont les vecteurs de caracté-

ristiques. L'ensemble de ces vecteurs forme les séquences d'observations modélisées

par les HMMs de caractères. Les valeurs extraites peuvent représenter des caracté-

ristiques haut niveau (présence de boucles, de jambages, detraits dans la fenêtre

par exemple) ou bas niveau (statistiques des pixels : moyenne, variance, centre de

gravité des pixels d'écriture de la fenêtre entre autres).

Récemment, les e�orts se sont concentrés sur l'élaboration de caractéristiques

plus �ables [39, 142, 19] et sur l'hybridation de HMMs avec d'autres modèles tels

les des réseaux de neurones [141, 5, 44] entre autres. Peu de systèmes proposent

d'agir au niveau même de la modélisation HMM, même si des améliorations ont

été proposées comme l'adaptation de la topologie des HMMs à la longueur des

caractères [171, 146], la modélisation de silences intra-mots (pour l'arabe [33]) ou

encore l'apprentissage de modèles HMMs de bi-lettres [35].

Nous pensons que toutes les améliorations possibles au coeur de la modélisation

HMM n'ont pas été explorées alors qu'il est certain qu'une modélisation plus précise

et plus robuste permettrait aux systèmes HMMs de gagner en performance.
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A cette �n, nous proposons dans nos travaux de recherche une nouvelle approche

de reconnaissance de mots manuscrits par HMMs avec l'utilisation de contextes pour

la modélisation des caractères. Ainsi, nous faisons le choix de modéliser des carac-

tères en fonction de leur voisinage, représenté pour chaquecaractère par ses deux

caractères adjacents (le caractère précédent et le caractère suivant). Nous nommons

ces nouveaux modèles les trigraphes. La prise en compte de l'environnement d'un

caractère pour sa modélisation nous permet de construire des modèles plus précis et

plus performants. L'amélioration qu'ils apportent est montrée sur trois langues et

deux types d'écriture di�érents : le français, l'anglais etl'arabe.

La présentation de cette thèse se déroule en cinq chapitres.

Dans le premier chapitre une introduction à la reconnaissance d'écriture manus-

crite avec HMMs est proposée. Nous montrons d'abord commentenvisager la recon-

naissance de mot isolé dans le cadre plus large de traitementde document entier.

Puis la transformation des images de mots est discutée, notamment l'extraction de

caractéristiques avec une présentation de l'état de l'art des caractéristiques pouvant

être extraites. En�n, nous présentons en détail le fonctionnement des HMMs et pro-

posons une étude comparative des systèmes de reconnaissance d'écriture manuscrite

les utilisant.

Le deuxième chapitre présente notre système générique à base de HMMs (indé-

pendants du contexte), optimisé pour la modélisation de caractères. L'extraction de

caractéristiques que nous proposons mutualise les connaissances de l'état de l'art.

A�n de rendre compte des liens entre les fenêtres glissantesconsécutives, nous pré-

sentons l'intérêt du calcul d'une régression sur les vecteurs de caractéristiques pour

la modélisation plus précise de caractères. En�n, dans le souci de construire des

modèles de caractères optimaux, nous proposons une manièreoriginale d'adapter la

topologie des HMMs à la longueur des caractères. Ce chapitreprésente donc l'éla-

boration d'un système de reconnaissance de mots à partir de HMMs de caractères

et propose des idées originales a�n d'améliorer la modélisation.

Le troisième chapitre présente la principale contributionde cette thèse : la modé-

lisation de caractères dépendants de leur contexte, que nous nommons les trigraphes.

Ce chapitre part du système et des idées proposées au Chapitre 2 et poursuit les

travaux de recherche vers une stratégie de modélisation de plus en plus précise.

L'utilisation de modèles de trigraphes est d'abord discutée puis, constatant que

cette modélisation est synonyme de multiplication de paramètres HMMs à calculer,

une méthode de regroupement de paramètres est proposée : le clustering d'états par



A-L. Bianne Bernard 5

position à l'aide d'arbres binaires de décision. Ce type de clustering, inédit dans les

systèmes de reconnaissance de l'écriture, a l'avantage nonseulement de réduire le

nombre de paramètres (et donc de construire des modèles robustes) mais aussi de

permettre au système de conserver l'un des principaux attraits des HMMs : l'utili-

sation d'un lexique de décodage indépendant du vocabulaired'apprentissage.

Dans le quatrième chapitre, nous menons des expériences surtrois bases de don-

nées représentant trois langues, deux styles d'écriture etdeux alphabets. A travers

ces expériences, nous montrons que notre modélisation contextuelle non seulement

améliore les performances d'un système générique de HMMs decaractères mais sur-

tout qu'elle est généralisable à plusieurs langages et types de données. Ceci montre

la robustesse de notre approche. Dans ce chapitre d'expériences, nous introduisons

aussi deux méthodes de post-traitement pour améliorer les performances : la com-

binaison de systèmes de reconnaissance et l'utilisation demodèles de langage pour

le décodage de lignes. Ces méthodes ont permis à notre système original à base de

HMMs contextuels d'être présent en première ou en deuxième place des dernières

compétitions internationales de reconnaissance d'écriture [64, 38, 74].

Dans le cinquième chapitre, nous introduisons le principe d'adaptation au scrip-

teur et évaluons son in�uence sur notre système contextuel.L'adaptation au scrip-

teur est l'une des approches les plus utilisées en reconnaissance de la parole pour

améliorer les performances d'un reconnaisseur HMM. Nous verrons dans ce chapitre

qu'elle a sa place en reconnaissance de l'écriture, à condition de disposer de données

su�santes en nombre pour s'adapter aux scripteurs.

Le document se termine par un chapitre de conclusion qui reporte les travaux de

cette thèse et a�rme l'intérêt de la modélisation contextuelle. Des perspectives sont

données sur l'utilisation des HMMs pour la reconnaissance d'écriture manuscrite,

notamment l'adaptation aux scripteurs. Les conclusions données dans ce chapitre

nous permettent d'élaborer un plan de recherches pour nos travaux futurs.
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Chapitre 1

Introduction à la reconnaissance de

mots manuscrits

Introduction

Dans nos travaux, nous nous intéressons à la reconnaissancede mots manuscrits.

Cette tâche s'inscrit au sein d'une plus grande problématique qui est la reconnais-

sance de documents numérisés en général, c'est-à-dire savoir décrire et transcrire

toutes les informations contenues dans une image de document, composé d'une ou

de plusieurs pages, contenant des graphiques, des paragraphes d'écriture et d'autres

informations. Aujourd'hui, s'il est possible d'analyser la structure d'un document

et de reconnaître l'écriture manuscrite et imprimée sur desimages pré-segmentées,

la construction d'un système global de traitement de document n'est pas encore un

problème résolu.

Notre travail de reconnaissance de mots manuscrits s'inscrit dans le cadre de

l'élaboration d'un système de traitement de documents générique et e�cace. En

construisant un classi�eur de mots robuste, le chemin vers un reconnaisseur de lignes

(et donc de paragraphes) est très proche : l'utilisation systématique de modèles de

langage pour la reconnaissance de la parole par exemple montre que la reconnais-

sance de phrases est une application directe pour un classi�eur de mots. La trans-

cription des données contenues dans un document permet ensuite sa classi�cation

et facilite son traitement. Dans ce chapitre, nous présenterons comment passer d'un

document manuscrit aux images de mots qui seront traitées par notre système (Sec-

tion 1.1). Puis dans la Section1.2 nous verrons comment transformer les images de
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mots obtenues a�n que le classi�eur puisse les traiter.

Pour la construction d'un classi�eur robuste, nous avons envisagé dans nos tra-

vaux une approche utilisant des modèles de Markov cachés (Hidden Markov Models

en anglais, soit HMMs), où chaque caractère est modélisé parun HMM. L'avan-

tage de cette approche est que les HMMs permettent d'absorber les disparités entre

les données (un mot est écrit di�éremment selon le scripteurou sa place dans la

phrase). De plus, cette modélisation permet l'utilisationde lexiques libres, à partir

du moment où ils sont basés sur l'alphabet appris. Nous discutons en Section1.3

de l'état de l'art des classi�eurs existant aujourd'hui basés sur les HMMs pour la

reconnaissance de mots manuscrits. Ceci nous permet d'introduire notre approche,

présentée dans les Chapitres 2 et 3.

1.1 Le prétraitement des images

Les premières étapes d'un système de reconnaissance d'écriture manuscrite consis-

tent le plus souvent à prétraiter les données. Les prétraitements e�ectués sur une

image facilitent l'étape suivante d'extraction de caractéristiques. Ils permettent en

outre d'améliorer signi�cativement les résultats de reconnaissance. Une grande va-

riété de prétraitements existent, par exemple :

� découpage d'une image de texte (courrier, page de livre, etc.) en lignes et/ou

en mots (voir Section1.1.2),

� binarisation (Section 1.1.3),

� extraction des lignes de base (Section1.1.4),

� correction de la pente et de l'inclinaison des caractères (Section1.1.5),

� normalisation de la taille des mots (Section1.1.6).

Lorsque c'est nécessaire, ces prétraitements sont précédés ou accompagnés d'un

nettoyage d'image : pour des images de documents historiques dont le fond est

dégradé (taches, pages rongées ou vieillies) ou pour des images dont le fond n'est

pas uniforme (page de cahier avec lignes ou quadrillage) parexemple (voir Figure

1.1). En général, le nettoyage est e�ectué par un �ltrage de l'image : �ltre passe-

haut pour éliminer les taches ou les trous sur les documents (Feldbach [47]), �ltre

de Kalman pour éliminer des lignes (Likforman-Sulem [95]) ou encore techniques

à base de �ltres et d'ondelettes pour éliminer les caractères du verso visibles par

transparence (Lamouche et Bellissant [88], Tann et al. [158]).
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(a) extrait d'une page manuscrite
ancienne de recensement français :
le papier est rongé

(b) extrait d'une page manuscrite arabe sur un papier
avec lignes et marge

Fig. 1.1 � Exemples d'images dégradées nécessitant un nettoyageavant d'être pré-
traitées.

Dans le cadre de notre travail, nous utilisons des images propres (écriture sur fond

blanc). Si nous n'avons pas besoin de nettoyer nos images, ilnous faut cependant les

transformer a�n de pouvoir les traiter. Nous présentons donc dans cette Section les

principaux prétraitements utilisés en reconnaissance de l'écriture. Certains d'entre

eux sont utilisés pour notre tâche de reconnaissance de motsmanuscrits.

1.1.1 Notations

Dans nos travaux de recherche, nous utilisons des images en niveau de gris. La

valeur des pixels varie de0 à 255. Plus la valeur est proche de zéro, plus le pixel est

foncé et, inversement, plus la valeur est haute, plus le pixel est clair. Nous nommons

pixel inversedu pixel pix le pixel de valeur255� pix. Les pixels inverses permettent

d'accentuer l'in�uence des pixels les plus foncés (pixels d'écriture, contenant l'infor-

mation utile) et sont utilisés dans certains calculs des Sections suivantes.

Nous notons une imageI . I est de taillenl lignes etnc colonnes. Un pixel sur la

ligne j et la colonnei est noté I (i; j ). i = 1 représente la colonne de pixels la plus

à gauche eti = nc la colonne la plus à droite. Parallèlement,j = 1 représente la

rangée de pixels la plus haute de l'image etj = nl la rangée de pixels la plus basse.

1.1.2 De la page au mot

De manière générale, le but d'un système de reconnaissance d'écriture est, pour

une image scannée de texte en entrée � que ce soit une page d'unlivre ancien ou

bien un courrier envoyé à une entreprise � de retranscrire intégralement le texte écrit
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a�n, ensuite, de pouvoir le traiter. A�n d'être traitées, les images sont analysées et

découpées en blocs de texte, puis en mots ou en lignes, qui sont les entités utilisées

par les systèmes de reconnaissance d'écriture.

Sur la Figure 1.2 sont représentées les di�érentes étapes pour passer d'une page

manuscrite à des images de mots. La page est extraite de la base de données Rimes

dont le scénario est celui du courrier entrant d'une entreprise. On peut consta-

ter que cette image contient plusieurs blocs de texte : l'adresse du client, la date,

l'objet du courrier, la signature (encadrés en bleu) et le texte principal (encadré

en rouge). Une première étape est donc de séparer ces blocs detexte a�n de les

traiter un par un. Suite à cette étape, on peut extraire les lignes des blocs détec-

tés. Plusieurs algorithmes d'analyse de structure de document (DLA : Document

Layout Analysis) existent à ce jour qui atteignent de bonnes performances pour

la distinction de blocs. Un état de l'art se trouve dans Cattoni et al. [21] ou Mao

et al. [103]. Certains algorithmes de DLA extraient même directement les lignes de

texte de l'image sans passer par une découpe préalable de l'image en blocs (Liet al.

[94], O'Gorman [125], Nagy et al. [117]). Pour les documents imprimés, l'utilisation

d'histogrammes de projection est en général su�sante pour la détection de lignes

(Plamondon et Srihari [132]). Pour l'écriture manuscrite, des méthodes à base de

projection peuvent aussi être utilisées (Manmatha et Srimal [102], Marti et Bunke

[108]) mais, lorsque l'orientation globale du texte n'est pas horizontale au départ,

un prétraitement par transformation de Hough doit être appliqué avant le calcul

des projections (Shapiroet al. [151]). La méthode de Hough [68] est d'ailleurs sou-

vent utilisée pour la détection de lignes droites dans une image (Likforman-Sulem

et al. [97]). D'autres méthodes peuvent encore être citées pour la détection de lignes,

comme les méthodes de groupement de composants (Likforman-Sulem et Faure [96])

ou encore les méthodes à base d'étalement (en anglaissmearing methods, voir Wong

et al. [166], LeBourgeoiset al. [90]). Les di�cultés de la détection de lignes dans un

document manuscrit sont clairement explicitées dans Likforman-Sulemet al. [98],

où l'on voit d'ailleurs que la liberté d'écriture dans un système cursif est souvent

synonyme de lignes non horizontales, voire courbes. Récemment, des compétitions

de segmentation de texte en lignes ont été conduites (Gatoset al. [53]) ; les excel-

lents résultats de certains systèmes (Shiet al. [152, 153]), y compris sur des images

di�ciles, montrent que les méthodes de l'état de l'art sont aujourd'hui compétentes

pour régler cette tâche.

Le découpage d'une ligne en mots peut ensuite se faire de plusieurs façons et,



A-L. Bianne Bernard 11

Analyse du
 document

Extraction des
 zones de texte

Découpage 
du corps
de texte
en lignes

Découpage des lignes
en mots

Fig. 1.2 � Illustration des étapes pour passer d'une page manuscrite à des images
de mots.
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binarisation

Fig. 1.3 � Illustration de la binarisation d'une image en niveauxde gris.

dans certains systèmes de reconnaissance d'écriture, les lignes peuvent même être

directement utilisées en entrée (Natarajanet al. [118], Vinciarelli et al. [159]). Notre

système est construit pour la reconnaissance de mots. Cetteapproche a été motivée

par le fait que nous souhaitions construire d'abord un reconnaisseur robuste, et que

cela commence avec la reconnaissance de mots isolés. De plus, le grand nombre de

bases de données d'images de mots disponibles et référentespour l'état de l'art des

systèmes de reconnaissance d'écriture manuscrites nous ont permis de nous assurer

la robustesse de notre reconnaisseur. Nous verrons cependant au Chapitre 4 que

l'utilisation de modèles de langages lui permet aussi de reconnaitre des lignes.

La projection horizontale des pixels de la ligne ou bien le regroupement des

composantes connexes (un regroupement = un mot) sont les deux méthodes les plus

utilisées aujourd'hui pour la découpe d'une ligne en mots (Marti et Bunke [109]).

D'autres méthodes existent cependant mais leur description n'est pas l'objet de ce

travail. Une récente compétition de segmentation de lignesde texte en mots (Gatos

et al. [53]) permet d'avoir un bon aperçu de l'état de l'art actuel des méthodes de

segmentation de lignes.

On peut donc découper une image de texte manuscrit libre en images de mots,

a�n de traiter celles-ci directement avec le classi�eur. Nous décrivons dans les Sec-

tions suivantes (1.1.3à 1.1.6) quelles normalisations peuvent être appliquées lors de

la découpe ou bien directement sur les images de mots.

1.1.3 Binarisation

Binariser une image en niveaux de gris consiste à la transformer en une image

en noir et blanc en associant à chaque pixel un label 0 ou 1 (0 pour blanc et 1 pour

noir). Ceci est illustré sur la Figure1.3.

On peut distinguer deux types de binarisation d'images, globale et locale. La

binarisation globale trouve un seuil valable pour toute l'image, tel que les pixels

dont la valeur est au-dessus du seuil sont considérés comme l'arrière-plan (blanc)



A-L. Bianne Bernard 13

et les autres comme l'information utile (appartenant aux mots écrits) (noir). La bi-

narisation globale a l'avantage d'être rapide et, pour certains travaux comme ceux

e�ectués sur la base Rimes, elle peut être amplement su�santequand les images

utilisées sont très propres. Un algorithme très connu et amplement utilisé est l'al-

gorithme de séparation de classes d'Otsu présenté dans [126]. Pour appliquer cet

algorithme, on calcule l'histogramme des valeurs des pixels en niveau de gris. L'al-

gorithme Otsu sépare cet histogramme en deux classes (foncéet clair) à partir des

moments des deux premiers ordres.

Il existe cependant des types d'images pour lesquels une binarisation globale n'est

pas possible ou donne des résultats désastreux, comme par exemple des images de

documents historiques dont le fond est taché : si le niveau degris de la partie endom-

magée est faible, il peut être en dessous du seuil de binarisation ; la partie dégradée

est ainsi considérée comme de l'information utile, alors qu'elle correspond au fond

de l'image. Des algorithmes de binarisation utilisant des seuils locaux ont donc été

proposés (Niblack [121], Sauvola et Pietikäinen [145], Kim et al. [84]), permettant

de traiter des images extrêmement bruitées et de régler le problème de contraste de

luminosité sur une même page. Des compétitions de binarisation d'images ont régu-

lièrement lieu (Gatoset al. [54], Pratikakis et al. [137]), permettant de comparer les

derniers systèmes publiés. Ainsi, en 2009 et en 2010, le mêmesystème est sorti vain-

queur, basé notamment sur un calcul local de seuils et une estimation d'arrière-plan

(Su et al. [155]).

En fonction de la base de données de travail, il est possible de choisir une méthode

de binarisation particulière. Dans le cadre de cette thèse,nous utilisons des images

relativement propres donc une binarisation globale nous su�t. Nous utilisons dans

nos travaux la méthode dérivée de l'algorithme d'Otsu [126].

1.1.4 Calcul des lignes de base

Les lignes de base d'une image de mot sont les deux lignes qui délimitent la

partie haute et la partie basse du corps central d'un mot. On peut considérer que

ces lignes suivent la forme du mot ou bien les approximer par deux droites, comme

illustré sur Figure 1.4.

Il est souvent utile de calculer les lignes de base d'une image de mot (ou de

ligne) car elles peuvent être ensuite utilisées pour la correction de pente d'un mot,

la normalisation de l'image en taille ou bien le calcul de caractéristiques. Les lignes
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image d'origine

- calcul du profil
- calcul du seuil Otsu
- détection des zones
  possibles

les lignes de base
p j

*

Fig. 1.4 � Calcul des lignes (droites) de base d'un mot avec la méthode de [160].

de bases permettent en outre de repérer les caractères ascendants et descendants :

ce sont les caractères ayant des parties non situées dans le corps central des lignes

de base (par exemplel est ascendant etg descendant).

Il existe plusieurs méthodes pour extraire ces lignes, souvent basées sur l'analyse

de l'histogramme de projection horizontale des pixels de l'image sur un axe verti-

cal, comme les algorithmes présentés par Blumensteinet al. [13] ou Vinciarelli et

Luettin [ 160]. Dans nos travaux, nous utilisons [160] et avons adapté cet algorithme

(initialement développé pour des images binaires) à des images en niveau de gris de

la manière suivante : le pro�l horizontal de l'image en entrée est calculé. Pour la

ligne numéroj de l'image,pj est la valeur moyenne des valeurs des pixels inverses

de la ligne, normalisée entre 0 et 1 :

pj =
1
nc

ncX

i =1

255� I (i; j )
255

Grâce à l'algorithme de séparation de classes d'Otsu [126] appliqué sur l'histo-

gramme despj , 1 � j � nl , un seuil critique p�
j est trouvé, qui divise les lignes en

deux classes : les lignes potentiellement entre les deux lignes de base, et les autres.

Ce seuil est illustré sur la Figure1.4 par la ligne rouge verticale. Les lignes consé-

cutives dont le pro�l pj est supérieur au seuilp�
j sont détectées (zones vertes sur

la Figure) et la zone contenant le plus de lignes consécutives f pj > p �
j g est la zone

dé�nissant les lignes de base.
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image d'origine calcul de la pente correction de la
  pente et
calcul de l'angle
  d'inclinaison

image finale

Fig. 1.5 � Correction de la pente et de l'angle d'inclinaison d'unmot

1.1.5 Correction de la pente d'écriture et de l'angle d'incli-

naison des caractères

Un exemple de correction de la pente d'un texte (en anglaisskew) et de l'angle

d'inclinaison de l'écriture (en anglaisslant) est donné sur la Figure1.5. Ces deux

normalisations d'images sont nécessaires pour réduire la variabilité des images lors

de l'apprentissage et de la reconnaissance.

En général, les méthodes de correction de pente utilisent uncalcul de lignes de

base non horizontales puis redressent l'image (par une rotation) jusqu'à ce que les

lignes soient horizontales (Bozinovic et Srihari [14], Senior et Robinson [150]). Ces

algorithmes sont cependant très dépendants du calcul de lignes de base penchées

et donc potentiellement fragiles. D'autres méthodes utilisent une maximisation de

l'histogramme de projection horizontale sur un axe vertical des pixels de l'image

tournée selon di�érents angles (Côtéet al. [26], Vinciarelli et Luettin [ 160]). Ces

dernières, plus robustes grâce à leur indépendance vis-à-vis du calcul des lignes de

base, sont celles utilisées dans nos travaux. Une fois l'image tournée pour avoir une

ligne d'écriture horizontale, les lignes de bases sont recalculées (si ce n'est pas déjà

fait avec l'algorithme) et on peut calculer l'angle d'inclinaison des caractères.

Les algorithmes d'estimation d'inclinaison e�ectuent souvent une moyenne d'an-

gles d'inclinaisons locaux, estimés sur des parties ascendantes ou descendantes de

caractères (Bozinovic et Srihari [14], Senior et Robinson [150], El-Yacoubi et al.

[41], Marti et Bunke [111]). L'inconvénient de ces méthodes réside dans le fait qu'elles

nécessitent une bonne estimation au préalable des ascendants et descendants et ne

sont pas robustes aux changements de stylos ou de style d'écriture. Pour pallier à

cela, Buseet al. [18] et Vinciarelli et Luettin [ 160] proposent d'utiliser le pro�l de

la projection verticale des pixels de l'image sur l'axe horizontal. Pour notre travail,
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nous avons choisi la méthode [18] qui traite directement les images en niveau de gris

et ne nécessite donc pas de binarisation.

Pour un angle� donné,� 45° < � < 45°, l'image en entrée est cisaillée (en anglais

sheared), c'est-à-dire que la nouvelle imageI � (x; y) est décalée de l'image d'origine

I (x; y) selon les équations suivantes :

x � = x � y:tan(� )

y� = y

Le pro�l horizontal de chaque imageI � est calculé : pour la colonne numéroi

de l'image, pi est la valeur moyenne normalisée des niveaux de gris de la colonne

(
P

i pi = 1) :

pi =
1
C

pi
� avec pi

� =
n l;�X

j =1

255� I � (i; j )
255� nl;�

et C =
nc;�X

i =1

pi
�

On calcule alors pour chaque� la valeur H � :

H � = �
nc;�X

i =1

pi � log(pi )

où (nl;� ; nc;� ) est la taille (nombre de lignes, nombre de colonnes) de l'image I � .

L'angle � � qui minimise H � est l'angle d'inclinaison des caractères. MiniminerH �

revient en e�et à choisir une image contenant un maximum de colonnes de pixels

unies � c'est à dire des colonnes de fond ou des colonnes d'écriture (dans ce cas,pi

est très proche de 0 ou de 1, et doncpi log(pi ) est proche de zéro). Ainsi les images

pour lesquelles les traits issus des ascendants et des descendants sont verticaux sont

favorisées : c'est le but de l'algorithme.
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image prétraitée
+

extraction des
lignes de base

image normalisée
en hauteur

(1/4 - 1/2 - 1/4)

Fig. 1.6 � Normalisation de la taille des images par reproportionnement des zones
au-dessus, entre et en dessous des lignes de base.

1.1.6 Normalisation de la taille des images

La normalisation de la taille des images cherche à réduire les variations entre

images dues à la taille des mots a�n d'améliorer les performances du reconnaisseur.

En général, la normalisation consiste à forcer les images à avoir une hauteur identique

([33, 82]). Certains systèmes ([31]) proposent en plus de reproportionner les images

avec l'aide de leurs lignes de base comme illustré sur la Figure 1.6. Les proportions

de la normalisation ont pour e�et d'accentuer l'importancede la zone entre les lignes

de base par rapport à sa taille initiale. Sur la Figure1.6, les proportions sont 1/4 -

1/2 - 1/4.

1.1.7 Discussion

Cette Section a montré comment passer d'un problème de reconnaissance de

document entier à un problème de reconnaissance de mots manuscrits isolés. Nous

avons également présenté di�érentes formes de normalisation possibles pour une

image, par exemple la binarisation, la correction de pente et d'inclination des ca-

ractères ou la modi�cation de la taille des images. Ces normalisations sont utilisées

dans la majorité des systèmes de l'état de l'art. Pourtant nous nous demandons si

elles sont toutes utiles.

Par exemple, la binarisation rend parfois les contours des caractères très brui-

tés. De plus, le classement des pixels en deux classes (noir et blanc) donne moins

d'information qu'une distribution de valeurs de pixels sur256 niveaux. De la même

manière, la normalisation en hauteur des caractères est souvent utilisée mais elle

dépend du calcul des lignes de base. Or des erreurs sont possibles lors de ce calcul,
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ainsi la normalisation rendrait l'image en entrée � illisible � pour un oeil humain et

donc a fortiori pour un système de reconnaissance. De plus, trop de normalisation

peut faire perdre des informations précieuses, comme pour des tâches de reconnais-

sance de scripteur : si les données en entrées sont trop semblables, il devient di�cile

de discriminer des scripteurs.

Ainsi nous verrons dans le Chapitre 2 que nous avons choisi d'utiliser le plus

possible les pixels des images non modi�ées (en niveau de gris), a�n de conserver le

maximum d'information contenue dans l'image pour notre extraction de caractéris-

tiques et de n'utiliser l'image binarisée que pour certainstypes de caractéristiques.

De plus, nous ne normalisons pas la taille de nos images en entrée mais utilisons

plutôt des caractéristiques dépendantes des lignes de base. Cela nous permet de

conserver les proportions originales de l'image tout en disposant des informations

sur les ascendants et descendants éventuellement présentsdans le mot.

1.2 Extraction de caractéristiques

1.2.1 Présentation

Avant de pouvoir être interprétées par un système de reconnaissance d'écriture

manuscrite, les images sont transformées. La retranscription correspond à un en-

semble decaractéristiquesextraites des images ou de parties des images.

Il existe plusieurs façons d'extraire des caractéristiques d'une image de mot, soit

par fenêtre glissante, soit par segmentation explicite de l'image (en graphèmes),

soit directement sur l'image complète. Quelle que soit la manière de segmenter les

images, des propriétés des fragments d'image sont ensuite évaluées et représentées

numériquement dans un vecteur de taillen. On dit alors que le nombre de caracté-

ristiques extraites estn. L'ensemble des vecteurs extraits d'une image est appeléla

séquence de vecteurs de caractéristiques de l'image.

Le principe de segmentation explicite d'une image est illustré sur la Figure 1.7.

Un algorithme permet d'isoler des fragments de mots appelésgraphèmes (parties

de caractères ou caractères entiers) à partir de points particuliers du contour. Le

principe de la fenêtre glissante est illustré sur les Figures 1.8 et 1.9. Une fenêtre

glissante est une fenêtre de largeur �xe qui parcourt l'image de gauche à droite

(ou de droite à gauche) telle que deux fenêtres consécutivesse chevauchent. En

général, la hauteur de la fenêtre est �xe et égale à la hauteurde l'image comme
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Fig. 1.7 � segmentation
explicite en graphèmes
(ou caractères)

Fig. 1.8 � segmenta-
tion implicite par fe-
nêtres glissantes de taille
�xe

Fig. 1.9 � segmenta-
tion implicite par fe-
nêtres glissantes de taille
variable

illustré sur la Figure 1.8 (El-Hajj et al. [40], Rodriguez et Perronnin [142], Dreuw

et al. [33], Wieneckeet al. [165]). Certains systèmes font évoluer la hauteur de leur

fenêtre glissante avec la hauteur des caractères de l'image(Figure 1.9), par exemple

Vinciarelli et al. [159].

Les caractéristiques extraites peuvent être debas niveau: certains systèmes uti-

lisent directement les pixels de la fenêtre comme caractéristiques, d'autres utilisent

la distribution des pixels dans la boîte ou la fenêtre et analysent la géométrie qu'ils

forment. Elles peuvent être aussi dehaut niveau, c'est à dire qu'elles rendent compte

globalement de la forme des pixels dans la boîte d'extraction, comme par exemple

la présence de jambages et d'ascendants ou le nombre de caractères dans la fenêtre.

Dans cette Section, nous avons choisi de ne présenter qu'un nombre limité de

caractéristiques que nous jugeons représentatives de l'ensemble des caractéristiques

utilisées aujourd'hui dans l'état de l'art de la reconnaissance de mots manuscrits.

Nous avons séparé les caractéristiques présentées en deux types, sachant que toutes

sont de bas-niveau : les caractéristiques géométriques et statistiques basées sur l'ana-

lyse de pixels et de leur con�guration et les caractéristiques directionnelles issues des

descripteurs SIFT (en anglaisScale Invariant Feature Transform). Les SIFT sont

des descripteurs d'image indépendants de variations possibles telles la translation,

la rotation, l'homotétie d'une partie de l'image, etc. (Lowe [99]).

1.2.2 Caractéristiques géométriques et statistiques

Plusieurs systèmes de l'état de l'art utilisent des caractéristiques que nous qua-

li�ons de statistiques. Ces caractéristiques dépendent directement de la distribution

des pixels dans la fenêtre glissante. Par exemple, Dreuwet al. [33], Keyserset al.

[82] appliquent un �ltre dérivatif de Sobel horizontal et vertical à une image préala-

blement forcée à une hauteur de16pixels et font glisser une fenêtre de largeurw = 1
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pixel sur les images dérivées. Les valeurs des pixels des images dérivées sont utilisées

directement en tant que caractéristiques (ou après une de réduction de dimension

par analyse en composantes principales).

Dans Vinciarelli et al. [159], l'image est binarisée puis une fenêtre de hauteur

variable (qui suit la distance entre le pixel noir le plus haut et le pixel noir le plus

bas de la fenêtre, cf Figure1.9) est divisée en4� 4 cellules chevauchantes. Dans chaque

cellule, le nombre de pixels noirs est calculé et les16 valeurs obtenues dé�nissent le

vecteur de caractéristiques.

Les caractéristiques statistiques ont l'avantage d'être robustes face au bruit ou à

la variabilité de l'écriture car elles utilisent des valeurs réelles au lieu de décrire des

formes. De plus elles sont souvent normalisées par une division par la taille de l'image

ou de la fenêtre d'extraction : ceci permet de se passer de la normalisation en taille

des images et donc d'éviter une étape de prétraitement (saufpour [33]). Cependant,

il est intéressant d'avoir dans le vecteur de caractéristiques des informations sur la

géométrie des pixels présents. Ainsi Marti et Bunke [111] proposent un ensemble de9

caractéristiques géométriques pour images binarisées, extraites de fenêtres glissantes

de largeur1 pixel :

� le nombre de pixels noirs et les moments du premier et du second ordre de ce

nombre,

� la position des contours supérieur et inférieur, ainsi queleur dérivée au premier

ordre,

� le nombre de transitions noir/blanc dans la colonne de pixels,

� le nombre de pixels noirs entre les contours haut et bas.

Il a été montré que l'utilisation d'un mélange de caractéristiques statistiques

et géométriques permet d'améliorer considérablement les performances du système

de reconnaissance De Oliveiraet al. [28], El-Hajj et al. [39]. Dans leurs travaux

[39, 40], El-Hajj et al. utilisent des fenêtres glissantes de hauteur égale à la hauteur

de l'image et de largeurw pixels, w > 1. Les fenêtres parcourent l'image de gauche

à droite pour l'écriture latine et de droite à gauche pour l'écriture arabe. Elles

sont divisées verticalement en cellules de même hauteur. Dans chaque fenêtre sont

extraites w + 20 caractéristiques, dont certaines dépendent de la positiondes lignes

de base. Nous notons (geo) et (stat) les caractéristiques respectivement géométriques

et statistiques :

� 2 comptent le nombre de transitions caractère/arrière-plan : l'une dans la

fenêtre, l'autre au-dessus de la ligne de base basse(geo).
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Pixel d'écriture

Pixel de fond

Pixel central

Pixel libre

Fig. 1.10 � Con�gurations de pixels comptées dans les caractéristiques géométriques
de El-Hajj et al. [39]

� 12 sont reliées aux concavités présentes dans la fenêtre. Les 6 con�gurations

de pixels sont illustrées sur la Figure1.10. Pour chacune des con�gurations,

le nombre de pixels de la fenêtre glissante lui correspondant est compté ainsi

que le nombre d'occurrences entre les lignes de base haute etbasse (geo).

� 3 sont liées à la position du centre de gravité : l'une donne la zone du centre

de gravité dans la fenêtre (au-dessus de la ligne de base haute, en dessous de

la ligne de base basse ou entre les deux). Une autre donne sa position par

rapport à la ligne de base basse (en terme de distance de pixels). La dernière

en�n est dérivative (di�érence des positions verticales ducentre de gravité de

deux fenêtres consécutives) (geo et stat).

� w caractéristiques correspondent aux moyennes des valeurs des pixels desw

colonnes de la fenêtre glissante (stat).

� les 3 dernières caractéristiques sont reliées directement aux densités de pixels :

la densité globale de pixels dans la fenêtre et les densités au-dessus et en

dessous de la ligne de base basse (stat).

Grâce à l'ajout de caractéristiques dépendantes des lignesde base, des informa-

tions morphologiques sont ajoutées sur les données en entrée du système (détection

de jambages et ascendants notamment). Ainsi El-Hajjet al. [39] proposent des ca-

ractéristiques alliant données statistiques et données géométriques et leur approche

permet d'éviter des étapes de prétraitement comme la normalisation de la taille

d'une image ou bien son reproportionnement. Cet ensemble decaractéristiques est

l'un des plus robustes et représentatif des images initiales en ce qui concerne les

caractéristiques statistiques et géométriques.
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image originale image pré-traitée

- calcul des dérivations
par Sobel, et
- division de la fenêtre
glisante en 4*4 cellules

calcul de la
magnitude
et de l'angle
du gradient

Fig. 1.11 � Extraction des caractéristiques d'histogramme de gradient présentées
dans [142] : extraction des gradients des pixels

1.2.3 Caractéristiques directionnelles

En 1999 puis en 2004, Lowe [99] présente l'algorithme SIFT pour la détection

d'invariants entre deux images. Brevetée depuis, l'idée dedescripteurs robustes à

diverses variations subies par une image a été utilisée dansde nombreux domaines

du traitement d'image, dont la détection d'objets ou encorela recherche d'image par

contenu. Récemment, Rodriguez et Perronnin [142] ont proposé des caractéristiques

d'histogramme de gradient poursuivant cette idée de descripteurs invariants pour la

détection de mots dans une image.

L'extraction de ces caractéristiques est schématisée sur les Figures1.11 et 1.12

et est expliquée brièvement ici. Une fenêtre glissante de largeur w = 16 pixels et

de hauteur �xe (la hauteur de l'image) traverse l'image de gauche à droite. Cette

fenêtre est divisée en4� 4 cellules de taille identique et dans chacune de ces cellules

sont extraites 8 valeurs décrites ci-dessous, donnant un total de4 � 4 � 8 = 128

caractéristiques.

Pour un pixel donné, la magnitude et l'angle du gradient sontcalculés :

m(x; y) =
q

I D h (x; y)2 + I D v (x; y)2

� (x; y) = arctan(
I D h (x; y)
I D v (x; y)

)

où I D h (resp.I D v ) est l'image originale dérivée par un �ltre Sobel horizontal ( [� 1; 0; 1])

(resp. vertical ([� 1; 0; 1]T )).

L'espace des angles[� �; � [ étant discrétisé dans 8 valeurs comme illustré sur
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Fig. 1.12 � Extraction des caractéristiques d'histogramme de gradient présentées
dans [142] : calcul de l'histogramme

la Figure 1.12, � (x; y) est forcément compris entre deux de ces valeurs (ou égal à

une). L'apport du pixel (x; y) à l'histogramme de ces8 directions est alors de va-

leur m(x; y), distribué proportionnellement sur les deux valeurs entourant � comme

schématisé sur la Figure1.12. Pour chaque cellule de la fenêtre glissante, la somme

des contributions des pixels sur les8 directions est calculée. Une fois les128carac-

téristiques calculées, elles sont normalisées pour chaquefenêtre d'extraction a�n de

sommer à1.

1.2.4 Bilan

Nous avons choisi de ne pas faire une liste exhaustive des caractéristiques utili-

sées actuellement dans l'état de l'art car elles sont trop nombreuses pour être toutes

citées. L'extraction de caractéristiques est un sujet encore brûlant aujourd'hui car

aucun concensus n'a été trouvé parmi les di�érentes approches existantes. Une uni-

formisation des caractéristiques en reconnaissance de l'écriture telle qu'elle existe en

parole (les MFCCs) paraît pour l'instant peu probable.

Pourtant, il est admis aujourd'hui que les caractéristiques extraites d'une image

suivant certaines propriétés (comme les caractéristiquesissues du mélange statistique-

géométrique ou encore celles dérivées des SIFT) donnent de meilleurs résultats. C'est

peut-être une première piste vers une uniformisation des méthodes d'extraction.
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1.3 Les méthodes de reconnaissance de mots ma-

nuscrits à base de modèles de Markov cachés

Nous présentons dans cette Section quelques-unes des méthodes de l'état de l'art

en reconnaissance d'écriture manuscrite, que nous jugeonsappropriées pour être

comparées à notre travail. Nous insistons particulièrement sur les méthodes à base

de Modèles de Markov Cachés (HMMs), présentés en Section1.3.1, parce que ce

sont les méthodes les plus utilisées aujourd'hui et qu'elles atteignent les meilleures

performances. Les systèmes de l'état de l'art les utilisentseuls ou bien dans des

systèmes hybrides, comme nous le verrons dans la Section1.3.2. A la �n de cette

Section, nous discutons (Section1.3.3) d'autres méthodes qui n'utilisent pas de

HMMs a�n de proposer un état de l'art le plus représentatif possible des méthodes

actuelles.

1.3.1 Méthodes HMMs : généralités

Les modèles de Markov cachés sont une méthode utilisée depuis longtemps pour

la modélisation de séquences. Leur simplicité s'applique avec succès à une grande

diversité de tâches : la reconnaissance de la parole, la reconnaissance de l'écriture

manuscrite ou imprimée ou encore la bio-informatique [6].

Principe. Les modèles de Markov cachés sont un processus doublement stochas-

tique, largement utilisé pour modéliser statistiquement des séquences. D'une part,

la dynamique de la séquence à modéliser est représentée par une chaîne de Markov,

c'est-à-dire un ensemble d'états et de transitions entre états ; la particularité des

chaînes de Markov d'ordre 1 est l'hypothèse que la probabilité de se trouver dans

un état donné à un instant donné ne dépend que de l'état à l'instant précédent.

D'autre part, des densités de probabilité sont associées aux états a�n de modéliser

les observations. La dénomination � modèles de Markovcachés� vient du fait que

la séquence d'états correspondant aux données observées est inconnue de l'obser-

vateur, qui n'a accès qu'aux observations elles-mêmes. Ainsi, par construction, les

HMMs ne peuvent pas fournir la séquence exacte d'états qui génère la séquence

d'observation OT = o1o2 : : : oT mais il est possible de calculer la séquence d'états la

plus vraisemblable selon les données observées.
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Un modèle HMM discret1, que nous notons� = f N; M; A; B; � g, est dé�ni par :

� le nombre d'états N du modèle. Les états sont nomméss1; s2; : : : sN et qt est

l'état au temps t. QT est la séquence d'étatsq1; q2; : : : qT .

� le nombre d'observations par étatM , nomméesv1; v2; : : : vM .

� la matrice des probabilités de transition d'état à état A = f aij g, où aij =

P(qt = sj jqt � 1 = si ) et 1 � i; j � N . Par dé�nition, 0 � aij � 1 et
P N

j =1 aij =

1.

� la distribution de probabilité B = f bj (k)g des symboles observés dans l'état

j , où bj (k) = P(ot = vk jqt = sj ).

� la distribution des états à l'instant initial � = f � i g où � i = P(q1 = si ).

Les HMMs continus , très utilisés dans les systèmes de reconnaissance de l'écrit

ou de la parole, di�èrent des HMMs discrets dans le sens où il est imposé aux

bj une forme continue. Ainsi on ne parle plus de la probabilité d'émission d'un

vecteur d'observations mais de la vraisemblance qu'un tel vecteur soit émis alors

que le système est dans un état donné. Dans le casclassique, une loi normale multi-

gaussienne est utilisée et lesbj sont de la forme :

bj (ot ) =
MX

m=1

cjm N (ot ; � jm ; U jm )

où M est le nombre de gaussiennes,cjm est le coe�cient de la gaussienne numéro

m associée à l'étatsj et � jm ; U jm sont respectivement sa moyenne et sa matrice

de covariance. D'autres systèmes cependant utilisent des lois di�érentes, comme par

exemple la loi de Bernouilli [57, 58] :

bj (ot ) =
KX

k=1

� jk

DY

d=1

potd
jkd (1 � pjkd )1� otd

où � jk est le coe�cient du k �eme mélange etpjk son prototype de Bernouilli,K le

nombre de mélanges etD la dimension des caractéristiques.

En général, les systèmes de reconnaissance d'écriture manuscrite utilisent des

HMMs gauche-droit (de type Bakis), qui imposent des contraintes sur A, comme

1les observations en sortie appartiennent à un espace discret et �ni
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Fig. 1.13 � HMM de type Bakis

illustré sur la Figure 1.13 :

aij = 0 si

(
j < i ou

j > i + 2

La première condition signi�e qu'il n'y a pas de transition d'un état vers un

état antérieur (modèle gauche-droite) et la seconde signi�e que d'un état on ne peut

passer que vers lui-même, vers l'état suivant ou bien celui qui suit le suivant (modèle

de Bakis). Sachant cela, on impose aussi une contrainte sur� : la séquence d'états

doit commencer par l'état 1 et terminer par l'étatN , donc � 1 = 1 et � i = 0 si i 6= 1.

Les HMMs semi-continus , quant à eux, sont des HMMs continus dont les pa-

ramètres sont partagés. Cette modélisation est avantageuse par rapport aux HMMs

classiques continus car elle permet d'apprendre moins de paramètres avec autant

de données et d'éviter les phénomènes de suraprentissage qui nuisent à la capacité

de généralisation du modèle. En général, les HMMs semi-continus dé�nissent un

ensemble de gaussiennes et l'ensemble des états partagent ces gaussiennes. Nous

verrons au Chapitre 3 que des partages de paramètres plus intéressants peuvent être

e�ectués, qui améliorent considérablement les performances du système.

L'un des principaux avantages d'utiliser les modèles de Markov cachés est que

leur apprentissage ainsi que le décodage sont basés sur des algorithmes performants

et éprouvés, présentés ci-dessous.

Apprentissage. Il n'existe pas d'algorithme pour estimer les paramètres opti-

maux du modèle mais il est possible de trouver un maximum local, notamment à

l'aide de l'algorithme EM (Espérance-Maximisation, en anglais Expectation- Maxi-

misation). Les paramètres du modèle� sont itérativement ajustés pour maximiser

la probabilité P(Oj� ) d'avoir généré les données observées avec le modèle. A chaque

itération, on dispose du modèle précédemment calculé� et on cherche�̂ tel que
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P(Oj�̂ ) > P (Oj� ).

Dans le cas de l'algorithme Baum-Welch [7] (ou algorithme Forward-Backward),

�̂ est trouvé par maximum de vraisemblance, c'est-à-dire en maximisant la fonction

auxiliaire Q(� ; �̂ ) :

Q(� ; �̂ ) =
X

QT

P(q1q2 : : : qT jO; � )log[P(O; q1q2 : : : qT j �̂ )]

Le calcul deQ(� ; �̂ ) est l'étapeE de l'algorithme EM et la maximisation deQ(� ; �̂ )

est l'étapeM . La procédure EM est répétée jusqu'à ce queP(Oj�̂ ) � P(Oj� ) < �

pour � faible ; le modèle trouvé maximise la vraisemblance.

L'algorithme Baum-Welch est à ce jour largement utilisé pour l'apprentissage des

modèles HMMs. Il introduit deux probabilités : la probabilité avant � t (i ) (forward)

et la probabilité arrière � t (i ) (backward). � t (i ) est la probabilité de la séquence

d'observation partielle o1; o2; : : : o t d'être dans d'état si à l'instant t et � t (i ) est

la probabilité d'observer la séquence partielle de symboles ot +1 ; o t +2 ; : : : o T en

supposant être à l'étatsi à l'instant t. L'algorithme Baum-Welch se résume en trois

étapes : d'abord une passe avant (forward) puis une passe arrière (backward) suivie

d'une passe de lissage.

L'étape forward consiste à calculer par récurrence les� t (i ) à partir de t = 1. La

récurrence s'initialise :

� 1(i ) = pour 1 � i � N

Puis le passage de� t à � t+1 s'e�ectue avec le calcul suivant :

� t+1 (j ) = f
P N

i =1 � t (i )aij gbj (ot +1 ) pour 1 � j � N

t = 1 : : : T � 1

Durant l'étape backward, on calcule les� t (i ) par récurrence inverse (en commen-

çant à t = T). L'initialisation est donnée en posant :

� T (i ) = 1 pour 1 � i � N
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et le passage de� t+1 à � t se calcule :

� t (i ) =
P N

j =1 aij bj (ot +1 )� t+1 (j ) pour 1 � i � N

t = T � 1: : : 1

Les probabilités avant et arrière sont ensuite combinées pour obtenir la probabi-

lité d'être dans l'état si à l'instant t :

P(qt = si jO; � ) =
� t (i )� t (i )
P(Oj� )

: (1.1)

Cette probabilité est dite lissée car elle utilise les connaissances avant et arrière

pour son calcul. Les probabilités� t (i ) et � t (i ) sont en�n utilisées dans le calcul de

la probabilité d'être dans l'état si à l'instant t et dans l'état sj à t + 1 :

P(qt = si ; qt+1 = sj jO; � ) =
� t (i )aij bj (ot +1 )� t+1 (j )

P(Oj� )
: (1.2)

Avec les deux valeurs dé�nies dans les équations1.1 et 1.2, il est ensuite possible de

ré-estimer les paramètresaij et bj (t) du modèle HMM � .

Décodage. Le but du décodage de modèles HMMs est de choisir la séquence

d'états QT = q1q2 : : : qT optimale correspondant aux données observéesOT =

o1o2 : : : oT sachant qu'on dispose du modèle� . La séquenceQ�
T est celle qui maximise

P(OT ; q1q2 : : : qT j� ).

Il ne serait pas correct de calculerQ�
T en prenant, pour chaque instantt, l'état

s� qui maximiseP(qt = sjO; � ). En e�et, les états q�
t seraient individuellement les

plus probables mais la séquence qu'ils produiraient ne serait pas viable car elle ne

prendrait pas en compte, entre autres, les probabilités de transition possibles entre

états.

La séquenceQ�
T se construit alors par récurrence. Supposons qu'à l'instant t on

connaisse la meilleure séquence d'étatsQ�
t (les états de1 à t) et que celle-ci �nisse

par l'état si au temps t. On dé�nit alors � t (i ), la vraisemblance que la séquence

d'observationso1; o2; : : : o t soit produite par cette séquence d'états optimale. Pour

chaque étape de la récurrence, on conserve le souvenir de la séquenceQ�
t dans la
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variable � t (i ). La récurrence s'initialise alors :

� 1(1) = 1

� 1(i ) = 0 si i > 1 (HMMs de Bakis)

Le passage de l'instantt à l'instant t + 1 se calcule ensuite :

� t+1 (j ) = max
1<i<N

j� t (i )aij jbj (ot )

� t (j ) = arg max
1<i<N

j� t (i )aij j

La terminison s'obtient en�n :

q�
T = arg max

1<i<N
j� T (i )j

L'algorithme de Viterbi se termine en e�ectuant un parcoursen arrière sur les

états optimaux. Pour chaque instantt < T , q�
t s'obtient :

q�
t = � t+1 (q�

t+1 )

Les modèles de Markov cachés en reconnaissance d'écriture. L'utilisation

massive des HMMs dans les systèmes de reconnaissance de l'écriture se justi�e par

l'énonciation du problème : pour une image donnée,OT représente l'ensemble des

vecteurs de caractéristiques (en anglais,frames) extraits de cette image. Etant donné

que l'on dispose des données observéesOT , on cherche ensuite à trouver la séquence

de symbolesŵ qui maximise la probabilité a posteriori d'avoir émisw sachant que

l'on dispose des donnéesOT , P(w jOT ). Grâce à la loi de Bayes, on peut écrire :

ŵ = argmax
w

P(w jOT )

= argmax
w

P(w)P(OT jw )
P(OT )

= argmax
w

P(w)P(OT jw )

P(w ) est la modélisation des séquences possibles de symbolesw . P(OT jw ) est

la probabilité d'observer la séquence de vecteurs de caractéristiquesOT sachant le

modèle d'écriture, que les algorithmes Baum-Welch (pour l'apprentissage) et Viterbi
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Fig. 1.14 � Le modèle d'un mot est la concaténation des modèles HMMs des carac-
tères le composant.

(pour le décodage) permettent de déterminer.

Dans le cas de la reconnaissance de mots,w est une séquence de caractères et

P(w ) représente le lexique ou le modèle de langage ; un HMM modélise un caractère

et le modèle d'un mot est la concaténation des modèles de caractères le composant,

comme illustré sur la Figure1.14.

1.3.2 Etat de l'art des méthodes à base de HMMs

On peut regrouper sous trois catégories les systèmes de reconnaissance de mots

manuscrits : les méthodes holistiques, celles à base de segmentation explicite d'un

mot en graphèmes et les méthodes à segmentation implicite.

Les méthodes holistiques considèrent un mot comme une entité. Les caracté-

ristiques sont extraites sur le mot sans le décomposer et chaque mot correspond à

un modèle unique appris. Ces méthodes ont été appliquées avec succès à des tâches

très précises, comme la reconnaissance de montant sur les chèques ou bien la re-

cherche de mot-clef dans un document mais leur utilisation reste limitée. En e�et,

ce type de méthode ne passe pas à l'échelle d'un plus grand lexique et exige que le

nombre d'exemples d'apprentissage soit élevé pour chaque modèle, ce qui n'est sou-

vent pas réaliste dans le cadre de la reconnaissance de mots en général. Cependant,

l'utilisation d'une classi��cation à base de méthode holistique peut permettre pour

certaines tâches de réduire le lexique de test en amont (Madhvanath et Govindaraju

[101]) ou encore d'aider au nettoyage d'images dégradées (Lavrenko et al. [89]).

Les méthodes à base de segmentation explicite d'un mot découpent un

mot en sous-parties, les graphèmes, puis des caractéristiques sont extraites sur ces
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graphèmes. Les graphèmes peuvent être soit des caractères,soit des parties de ca-

ractères. Pour chaque mot, une ou plusieurs segmentations sont conduites en même

temps et certains graphèmes peuvent être regroupés entre eux pour former des ca-

ractères. Les mots peuvent être modélisés de deux façons. Soit un classi�eur de

caractère isolé modélise (puis reconnaît) chacun des caractères proposés dans cha-

cune des segmentations [46, 83, 41, 86]. Dans ce cas, la phase d'apprentissage et

de décodage se simpli�e à un classi�eur de caractères isolés, pour lequel l'état de

l'art atteint actuellement d'excellentes performances. Le décodage peut d'ailleurs

être guidé par un lexique a�n d'avoir un nombre de mots autorisés �ni. De plus, il

est possible d'appliquer un modèle de langage sur lesn meilleures sorties du classi-

�eur pour chaque graphème a�n d'améliorer les performances. Une autre façon de

modéliser les mots est d'utiliser des HMMs pour les décomposer en une séquence de

graphèmes [60, 5, 113]. L'inconvénient majeur de méthodes à base de segmentation

explicite est que la segmentation en elle-même est périlleuse. En e�et, les méthodes

de segmentation en graphèmes utilisent des heuristiques basées sur des intuitions

humaines et non des règles automatiques. Ainsi il est impossible de véri�er que la

segmentation en graphèmes est correcte (aucun graphème ne doit être partagé par

deux caractères) ou bien que, dans toutes les segmentationset regroupements de

graphèmes proposés, la segmentation en caractères est bonne [35].

Les méthodes séquentielles, à base de segmentation implicite, sont à ce

jour les méthodes les plus utilisées en reconnaissance de l'écriture manuscrite et

produisent la plupart des meilleurs systèmes. Elles sont utilisées avec des modèles

de Markov [159, 100, 15, 40, 134, 143, 58] ou bien avec des réseaux de neurones

par exemple [44]. Ces méthodes ont l'avantage de ne pas nécessiter de segmentation

explicite des images en entrée, aussi l'utilisation de modèles statistiques permet

d'être peu sensible aux variations de forme des caractères ou au bruit qui les entoure.

De plus, ces méthodes ont une grande �exibilité vis-à-vis dela longueur des modèles,

ce qui est un avantage pour la reconnaissance de l'écriture,où la taille des mots d'un

document à un autre peut varier grandement. En�n, ces méthodes considèrent les

mots écrits comme des observations séquentielles, c'est-à-dire une suite d'éléments

ordonnés : c'est sans doute la modélisation la plus naturelle.

Le tableau 1.1 dresse une liste non exhaustive de classi�eurs aujourd'huiconsi-

dérés comme à l'état de l'art et qui utilisent l'une de ces trois méthodes. Cette

liste insiste plus sur les méthodes à base de modèles de Markov cachés étant donné
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que c'est ce que nous utilisons dans notre système. Cette sélection est donnée par

ordre de parution des systèmes � si les systèmes ont été améliorés depuis, la dernière

publication le concernant (à notre connaissance) est dans le tableau. On peut voir

que de nouvelles méthodes à base de segmentation explicite des mots en graphèmes

n'apparaissent plus, alors que les travaux de recherche surles méthodes à base de

segmentation implicite sont toujours d'actualité.

Dans le tableau1.1, nous utilisons certaines abbréviations explicitées ci dessous :

� HMM signi�e que la méthode utilise des Modèles de Markov Cachés. Il existe

plusieurs types de HMMs, comme les HMMs discrets, continus,semi-continus

ou encore les HMMs à distribution de Bernouilli, comme nous l'avons décrit

dans la Section1.3.1.

� NN veut dire Réseau de Neurones (Neural Network) et les sigles RNN et SNN

signi�ent que les méthodes utilisées dérivent respectivement des Réseaux de

Neurones Récurrents et des Réseaux de Neurones Segmentaux.

1.3.3 Discussion

Nous avons présenté en Section1.3.2 un état de l'art général de systèmes de

reconnaissance de mots manuscrits à base de HMMs, dont les principes ont été

développés en Section1.3.1. Dans cette Section, nous approfondissons l'étude de la

Section 1.3.2. Des méthodes citées dans le tableau1.1, nous retenons3 courants

principaux pour les classi�eurs à base de HMMs, décrits ci-dessous.

Les HMMs continus sont très répandus dans les systèmes de l'état de l'art de

la reconnaissance de mots manuscrits. Ils sont le plus souvent utilisés accompagnés

d'améliorations annexes. Ainsi le système de l'Universitéde Aachen [33, 34, 32]

utilise un classi�eur à base de HMMs gaussiens mais pratiqueun apprentissage

discriminant a�n d'améliorer ses performances. De plus, pour l'écriture arabe, des

modèles de silence intra-mots permettent à leur système d'être à l'état de l'art lors

de récentes compétitions. De même, El-Hajjet al. [39] utilise des HMMs classiques ;

l'élaboration de caractéristiques géométriques (cf Section 1.2) ainsi qu'une combinai-

son des sorties de trois classi�eurs HMMs à l'aide de Réseaux de Neurones donne de

bons résultats. En�n, le système utilisé par Marti et Bunke [111], qui utilise aussi des

HMMs gaussiens classiques, modélise chaque caractère en fonction de sa longueur, ce

qui permet d'augmenter les performances du système. En�n, si toutes ces méthodes
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Système / Méthode Caractéristiques, options, Article(s)
Exploitant utilisée optimisations, etc de référence
A2iA segm. Système hybride : segmentation Gorski et al. [60], 2001

explicite explicite et reconnaissance de Augustin [5], 2001
+ hybride graphèmes par NN puis passage de Menasri [113],2008
HMM/NN graphèmes à mots par HMMs

Concordia combin. Reconnaissance et segmentation de El-Yacoubi et al. [41], 1999
University, HMMs et mots avec HMMs et caractéristiques Koerich et al. [86], 2006
Montréal NNs haut niveau. Reco. lettres par SNN

segm. et caract. bas niveau
IAM - Bern HMMs La longueur des modèles dépend Marti et al. [111], 2001

du caractère. Décodage avec Bertolami et al. [11], 2007
modèle de langage Vinciarelli et al. [159], 2004

BBN HMMs HMMs semi-continus + modèles de Natarajan et al. [119], 2001
Technologies caractères en contexte. Décodage Cao et al. [20], 2010

avec modèle de langage MacRostieet al. [100], 2010
TU HMMs Reconnaissance d'adresses avec Brakensieket al. [15], 2004
München n-grams de caractères et

adaptation au scripteur
University HMMS Approche holistique de reconnais- Lavrenko et al. [89], 2004
of Massa- -sance de documents historiques
chusetts dégradés monoscripteur pour le

nettoyage d'images
UOB et HMMs Caractéristiques géométriques et El-Hajj et al. [39], 2005
Télécom combinaison de classi�eurs par El-Hajj et al. [40], 2005
ParisTech réseaux de neurones
TU HMMs HMMs semi-continus. La longueur Wieneckeet al. [165], 2005
Dortmund des modèles dépend du caractère Plötz et al. [133], 2008

Plötz et al. [134], 2009
University HMMs Caractéristiques d'histogramme de Rodriguezet al. [142], 2008
of Leeds gradient. Localisation de mots Rodriguezet al. [143], 2009

sur une page avec des HMMs
semi-continus

University HMMs Modèles pour les espaces intra- Dreuw et al. [33], 2008
of Aachen mots (arabe) + apprentissage Dreuw et al. [34], 2009
(RWTH) discriminant (adaptation des Dreuw et al. [32], 2009

modèles)
University HMMs Mélanges de distributions de Gìmenezet al. [59], 2008
of Valencia Bernoulli dans les HMMs Gìmenezet al. [57], 2009
(UPV-DSIC) Giménezet al. [58], 2010
University hybride : Système hybride : un perceptron España-Boqueraet al. [45],
of Valencia HMMs + mutli-couches estime les proba. 2009, España-Boquera
(UPV-DSIC) NNs d'émission des états des HMMs et al. [44], 2010

Tab. 1.1 � Sélection de systèmes à base de HMMs pour la reconnaissance de mots
manuscrits
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utilisent des mélanges multi-gaussiens pour probabilité d'émission, d'autres lois de-

puis ont été proposées et évaluées, comme la loi de Bernoulli, utilisée par Giménez

et al. [58]. Le caractère même des distributions de Bernouilli permetde recevoir

en entrée du système directement les pixels de l'image binarisée et donc d'éviter

de passer par une extraction de caractéristiques. Comme discuté dans la Section

1.2.4, l'extraction de caractéristiques d'images pour l'apprentissage de modèles ou

la classi�cation n'est pas un problème résolu. Ainsi, des systèmes qui ne nécessitent

pas une extraction explicite de caractéristiques mais qui incluent une phase d'ex-

traction automatique et implicite, par exemple par apprentissage automatique, nous

semblent prometteurs.

Les HMMs semi-continus attirent plus spécialement notre attention car ils se

répandent depuis peu dans la reconnaissance d'écriture manuscrite. Le partage de

paramètres permet de mieux apprendre chaque modèle, en particulier si le nombre

de données d'apprentissage n'est pas élevé. Ce partage (quece soit un partage de

distributions gaussiennes entre tous les états ou bien un partage d'états entre dif-

férents HMMs de caractères) permet aussi d'élaborer des modèles plus complexes

et plus précis, comme par exemple les modèles de caractères dépendants de leur

contexte, qui sont au coeur de notre système de reconnaissance de mots manuscrits

(voir Chapitre 3).

Les systèmes hybrides HMMs / NN sont très intéressants car la combinaison

des deux méthodes permet d'éviter certains problèmes d'uneméthode en utilisant

l'autre. Par exemple, les réseaux de neurones peuvent être utilisés pour calculer les

probabilités d'émission des états des HMMs [5, 113]. Cela permet de faire de l'ap-

prentissage discriminant et de remplacer le calcul des mélanges gaussiens dans les

HMMs classiques par un réseau de neurones, plus rapide lors du décodage. Aussi,

en reconnaissance de l'écriture en ligne, les réseaux de neurones à convolution per-

mettent de dépasser le problème de l'extraction de caractéristiques que rencontrent

les systèmes HMMs en général [135]. En e�et, l'extraction est e�ectuée par le réseau

directement sur les pixels et ce type de système permet d'apprendre les caractéris-

tiques à extraire, au lieu de forcer le système à travailler avec des caractéristiques

choisies.
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Nous ne pouvons clore cette Section de discussion sans évoquer une dernière

méthode, qui n'utilise pas de HMMs mais obtient de très bons résultats en recon-

naissance d'écriture manuscrite :les Réseaux de Neurones Récurrentssont en e�et

à ce jour le système de référence de l'état de l'art (voir Grosicki et El-Abed [64]). Ils

sont présents dans le monde de l'apprentissage depuis plusieurs années (Hochreiter

et Schmidhuber [67]) et le développement récent de réseaux LTSM (long-short term

memory) a permis leur application récente à la reconnaissance de laparole (Eck

et al. [36]) et de l'écrit (Graves et Schmidhuber [62]). Contrairement aux HMMs, les

RNNs utilisent un apprentissage discriminant et les caractéristiques qui représentent

les données sont adaptatives (apprises sur les données). Deplus les RNNs ne font

pas l'hypothèse de l'indépendence entre les observations,contrairement aux HMMS.

Nous comparerons donc dans le Chapitre 4 (Expériences) notre système original à

d'autres systèmes HMMs, ainsi qu'aux RNNs.

Conclusion du chapitre 1

Dans ce premier chapitre, nous avons présenté une introduction à la reconnais-

sance de documents manuscrits. Nous avons vu en premier lieuque le traitement

d'un document manuscrit se fait en plusieurs étapes : d'abord la structure du docu-

ment est extraite et ensuite les paragraphes isolés sont analysés un à un ; les lignes

les composant sont détectées, a�n que les mots qui les composent soient reconnus.

Avant de procéder à la lecture de lignes, nous avons vu qu'il est nécessaire de prétrai-

ter les images. Certains documents manuscrits sont en e�et bruités et les systèmes

de reconnaissance peuvent en être a�ectés.

Dans la deuxième partie de ce chapitre, nous avons décrit comment transformer

une image a�n qu'elle soit interprétée par un système : c'estl'extraction de carac-

téristiques. Plusieurs types de caractéristiques peuventêtre extraites d'une image

selon le système de reconnaissance choisi. Elles peuvent être haut niveau, bas ni-

veau, liées aux statistiques des pixels ou bien à la forme descaractères présents dans

l'image. Pour extraire les caractéristiques d'une image, plusieurs approches sont

possibles : l'approche à segmentation explicite où l'imaged'un mot est découpée en

sous-parties (graphèmes), l'approche holistique et l'approche à segmentation impli-

cite. Cette dernière est l'approche que nous choisissons. Elle a l'avantage d'éviter

les di�cultés de segmentation de la première et permet au classi�eur d'apprendre
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un plus grand nombre de modèles que la deuxième. Une segmentation implicite des

images de mots est caractérisée par une extraction de caractéristiques par fenêtres

glissantes. Nous avons présenté dans ce chapitre les caractéristiques rencontrées le

plus fréquemment dans l'état de l'art pour les systèmes à base de fenêtres glissantes.

Nous avons réutilisé certaines d'entre elles dans notre système, comme nous l'expli-

querons dans le Chapitre 2.

En�n, ce premier chapitre a permis d'introduire l'utilisation de modèles de Mar-

kov cachés pour la reconnaissance de mots manuscrits. Les HMMs représentent à ce

jour la technique la plus utilisée pour cette tâche. Ceci s'explique grâce à certaines

de leurs propriétés, notamment leur capacité à modéliser des séquences de longueur

variable. Nous avons donné un aperçu des techniques à base deHMMs utilisées dans

l'état de l'art de la reconnaissance de l'écriture manuscrite. Trois courants majeurs

se dégagent : les systèmes HMMsclassiques, où chaque caractère est représenté

par un HMM dont les états sont modélisés par des distributions de probabilité in-

dépendantes d'un état à un autre, les systèmes HMMshybrides, où le calcul des

probabilités d'observation se fait avec des réseaux de neurones et en�n les systèmes

HMMs semi-continus. Ces derniers attirent plus précisément notre attention car ils

permettent une modélisation plus �ne des caractères tout encontrôlant la multipli-

cation des paramètres que cette modélisation implique. Le système original que nous

présenterons au Chapitre 3 se base sur cette idée tout en proposant une nouvelle

façon de partager les paramètres des modèles HMMs a�n d'améliorer le système.

L'état de l'art des systèmes de reconnaissance de mots manuscrits que nous avons

présenté dans ce chapitre reste dans le périmètre des systèmes à base de HMMs. Il

nous faut pourtant évoquer qu'il existe d'autres types de classi�eurs, appliqués avec

succès à cette tâche, comme les classi�eurs à base de réseauxde neurones. Lors

de la présentation de nos résultats au Chapitre 4, nous reviendrons sur ces autres

classi�eurs, qui atteignent des performances comparablesà celles des HMMs.
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Chapitre 2

Système de reconnaissance de mots

manuscrits à base de HMMs

Gaussiens indépendants du contexte

Introduction

La plupart des méthodes de reconnaissance de mot manuscritsprésentées dans

le chapitre précédent partagent la même vision des images demots en entrée du

système : elles convertissent ces images en séquence d'observations. L'approche sé-

quentielle de la reconnaissance d'écriture manuscrite estaujourd'hui la méthode qui

fonctionne le mieux car elle respecte la nature même des données. Avant d'aborder

les modèles en contexte au Chapitre 3, qui représentent une approche originale de

l'application de HMMs à la reconnaissance de l'écriture, nous présentons dans ce

chapitre un système HMM classique. L'élaboration de ce système garantit la mise

en place d'un reconnaisseur HMM classique robuste, qui poseles bases du reconnais-

seur avec modèles en contextes. Le système présenté dans ce chapitre pro�te en outre

d'apports originaux, comme les caractéristiques dynamiques ou encore l'adaptation

du nombre d'états à la longueur des caractères.

Le chapitre est organisé ainsi : la Section2.1 présente les caractéristiques uti-

lisées dans nos systèmes HMM (classique et en contexte). La Section 2.2 explicite

notre façon d'utiliser les algorithmes d'apprentissage etde décodage des HMMs pour

l'élaboration de nos modèles. En�n, la Section2.3 propose une technique originale

d'amélioration de performances, optimisant le nombre d'états du HMM de chaque
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caractère appris.

2.1 Extraction de caractéristiques

La première étape d'un système à base de HMMs est de prétraiter, normaliser et

transformer en un signal interprétable (séquence de vecteurs de caractéristiques ou

séquence de sous-parties de l'image) les images en entrée. Nous avons présenté dans le

Chapitre 1 di�érents prétraitements applicables aux images, comme la binarisation,

la correction d'angle et de pente de l'écriture ainsi que la normalisation des images

en hauteur. Dans notre système, nous avons choisi de conserver les images dans leur

niveau de gris initial a�n de ne pas perdre d'information et de ne pas modi�er la

taille des images. Le seul prétraitement que nous appliquons est la détection d'angle

et de pente, a�n d'harmoniser le parcours des fenêtres glissantes lors de l'extraction

des caractéristiques.

Nous avons aussi présenté au Chapitre 1 les caractéristiques les plus utilisées

pour la reconnaissance d'écriture manuscrite. Nous présentons ici les caractéristiques

que nous utilisons (voir Section2.1.1), qui sont une combinaison des caractéristiques

géométriques (cf Section1.2.2) et des caractéristiques d'histogrammes de gradient (cf

Section1.2.3). Dans cette Section, nous présentons aussi les ajouts et changements

que nous avons appliqués aux caractéristiques que nous utilisons, a�n d'améliorer

notre système : calcul d'une régression (voir Section2.1.2) et analyse en composantes

principales (voir Section2.1.3).

2.1.1 Caractéristiques utilisées dans le système HMM Gaus-

sien

Caractéristiques géométriques : L'avantage des caractéristiques géométriques

présentées par El-Hajjet al. [39] (cf Section1.2.2) est qu'elles dépendent des lignes

de base, ainsi une normalisation de la taille des images n'est pas nécessaire. Ces

caractéristiques modélisent des comportements géométriques des caractères. Nous

utilisons donc cet ensemble mais nous avons ôté trois des caractéristiques proposées :

les 2 correspondant au nombre de transitions arrière-plan /écriture (dans la fenêtre

glissante et entre les lignes de base) et la caractéristiquede position du centre de

gravité de la fenêtre glissante (au-dessus des lignes de bases, en dessous ou entre les

deux). Ces trois caractéristiques ont été enlevées car leurs valeurs sont discrètes et ne
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pourraient être modélisées correctement par des distributions Gaussiennes. Ceci nous

permet d'éliminer le paramètrencells de l'extraction de caractéristiques, dont seules

2 de ces 3 caractéristiques éliminées dépendaient. Ainsi, les caractéristiques que nous

calculons ne dépendent plus que de la largeur de la fenêtrew et du chevauchement

� (et, par dé�nition, des lignes de base de l'image).

Nous avons modi�é les calculs proposés par El-Hajj pour l'extraction sur images

binaires a�n de travailler avec les niveaux de gris. Soitr (i ) la somme des pixels

inverses (c'est-à-dire 255 - pixel) de la lignei de la fenêtre courante :

r (i ) =
wX

j =1

255� I (i; j ) (2.1)

On utilise les pixels � inverses � a�n de donner plus de poids aux pixels d'écriture,

foncés, dont la valeur en niveau de gris est faible par rapports aux pixels de fond,

clairs, dont la valeur est proche ou égale à 255.

L'ensemble des caractéristiques géométriques et statistiques calculées est dé�ni

ci-après (d'après le paragraphe 3.4.1 du manuscrit de Thèsede El-Hajj [2]) :

f 1 : densité des pixels d'écriture dans la fenêtre.

f 1 =
1

nl � w

n lX

i =1

r (i ) (2.2)

f 2 : di�érence de position verticale entre le centre de gravitég de la fenêtre

courante et celui de la fenêtre précédente. Pour la premièrefenêtre la di�érence se

calcule avec la position de la ligne de base basse.

f 3 : di�érence de position verticale entre le centre de gravitég de la fenêtre

courante et la position de la ligne de base basse.

Le calcul du centre de gravitég d'une fenêtre s'e�ectue ainsi :

g =
P n l

i =1 i � r (i )
P n l

i =1 r (i )
(2.3)

Si i lb est la position verticale de la ligne de base basse, on a donc :

f 2 = g(t) � g(t � 1) (2.4)

f 3 =
g � i lb

nl
(2.5)
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f 4 : densité des pixels d'écriture au-dessus de la ligne de basebasse.

f 5 : densité des pixels d'écriture en-dessous de la ligne de base basse.

f 4 =
1

nl � w

i lbX

i =1

r (i ) (2.6)

f 5 =
1

nl � w

n lX

i = i lb +1

r (i ) (2.7)

f 6 à f 11 : caractéristiques de con�gurations locales (concavités)relatives à l'en-

semble de la fenêtre.

f 12 à f 17 : caractéristiques de con�gurations locales relatives auxpixels entre les

lignes de base haute et basse.

Les caractéristiques de con�gurations loncales, ou concavités, sont calculées en

comptant, dans la zone concernée, le nombre de pixels correspondant à certaines

con�gurations (représentées sur la Figure2.1) et en normalisant par la hauteur de

la zone. Ainsi, sif 6 est la caractéristique représentant le nombre de con�gurations

haut-gauchedans la fenêtre etf 15 est celle pour le nombre de con�gurationsbas-droit

entre les lignes de base alors, après une binarisation de l'image par la méthode Otsu

[126], on compte :

Chg;fen = nombre de pixels dans la fenêtre correspondant

à la con�guration haut-gauche

Cbg;med = nombre de pixels dans la zone comprise entre les lignes de base

correspondant à la con�guration bas-gauche

(2.8)

Puis :

f 6 =
Chg;fen

nl
(2.9)

f 15 =
Cbg;med

i ub � i lb
(2.10)

(i ub est la position verticale de la ligne de base haute)

f 18 à f 18+ w� 1 : densité des pixels d'écriture dans chaque colonnej de la fenêtre
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Pixel d'écriture

Pixel de fond

Pixel central

Pixel libre

haut-gauche haut-droit bas-droit

bas-gauche vertical horizontal

Fig. 2.1 � Con�gurations locales proposées par El-Hajj [39] pour le calcul de carac-
téristiques géométriques.

(1 � j � w).

f 18+ j � 1 =
1
nl

n lX

i =1

255� I (i; j ) (2.11)

Caractéristiques directionnelles : Nous avons souhaité apporter une dimension

statistique à notre extraction de caractéristiques en associant aux caractéristiques

géométriques un autre type de caractéristiques : les histogrammes de gradient. Ces

caractéristiques, présentées dans la Section1.2.3, calculent l'histogramme des di-

rections des gradients de cellules découpées dans la fenêtre glissante. Discrétisant

l'espace des angles[� �; � [ dans8 directions possibles, le nombre de caractéristiques

extraites est donc égal à8 fois le nombre de cellules de la fenêtre. Etant donné

que les caractéristiques géométriques sont déjà nombreuses, nous avons choisi de ne

pas découper la fenêtre en cellules et donc d'accumuler dansun seul histogramme

l'ensemble des directions présentes dans la fenêtre. Ces deux types de caractéris-

tiques sont extraites avec des fenêtres glissantes di�érentes dans les travaux qui les

présentent. Nous avons donc ajusté le parcours de la fenêtredes caractéristiques

d'histogramme de gradient a�n qu'il suive celui des caractéristiques géométriques.

Résumé : Ainsi, pour une fenêtre de largeurw pixels, de hauteurnlines pixels (la

hauteur de l'image) et de décalage avec la fenêtre suivante� pixels, les caractéris-

tiques sont :
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� 17 + w caractéristiques géométriques (lesw caractéristiques correspondent à

la valeur moyenne des pixels dans chaque colonne de la fenêtre)

� 8 caractéristiques d'histogrammes de gradient.

Nous obtenons donc un ensemble de25 + w caractéristiques extraites par le

système de fenêtres glissantes sur les images. Nous avons tracé sur la Figure2.2

la distribution empirique de chacune des caractéristiques. Les distributions ont été

calculées sur les caractéristiques extraites des images demots la base Rimes [70]

(environ 50000images) avec une fenêtre glissante de largeurw = 9. D'après leur

allure, il semble raisonnable d'approximer ces densités avec des mélanges de distri-

butions Gaussiennes. Ainsi ces caractéristiques sont cohérentes avec notre approche

utilisant des HMMs gaussiens.

2.1.2 Caractéristiques dynamiques : régression du premier e t

du second ordre

Le principe des fenêtres glissantes pour extraire des caractéristiques d'une image

permet de capturer le côté séquentiel de l'écriture. Les fenêtres étant choisies chevau-

chantes en général, les liens inter et intra-caractères sont aussi pris en compte mais

de manière réduite. Nous avons alors souhaité augmenter l'importance de l'informa-

tion sur l'environnement d'un caractère avec une dérivation temporelle, c'est-à-dire

au niveau de la succession des fenêtres lors du parcours de l'image. La dynamique

des fenêtres glissantes entourant la fenêtre courante est prise en compte par le calcul

de caractéristiques dynamiques.

Certains systèmes de l'état de l'art utilisent aussi le principe de la dérivation

dans l'extraction de caractéristiques. Par exemple [33] calcule la di�érenceot � ot � 1

et l'ajoute à son vecteur de caractéristiques. L'approche que nous proposons utilise

une régression au lieu d'une simple dérivation. La régression permet d'obtenir plus

précisément lapente du gradient et est plus robuste [9].

Notonsp l'abscisse en pixels de la fenêtre courante etK le nombre de fenêtres par-

ticipant au calcul des caractéristiques dérivées. La dérivation prend alors en compte

les fenêtres situées aux positionsp� � � i et p+ � � i , pour 1 � i � K , comme illustré

sur la Figure 2.3. La dérivation est calculée par une régression (K représente donc

la profondeur de la régression). En reconnaissance de la parole, les régressions du

premier et du second ordre sont connues respectivement comme les coe�cients delta

et delta-delta des caractéristiques cepstrales.
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Fig. 2.2 � Distribution des valeurs des 25+w caractéristiques (w = 9). Les caractéris-
tiques 1 à 5 et 18 à 26 sont statistiques, les caractéristiques 6 à 17 sont géométriques
(caractéristiques de concavité) et les caractéristiques directionnelles sont celles de
27 à 34.
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Fig. 2.3 � Illustration du calcul de la régression sur les caractéristiques extraites par
fenêtres glissantes.

Soit oj le vecteur de caractéristiques de la fenêtre courante ( à la position p) et

oj + i (resp. oj � i ) celui de la fenêtre décalée dei � � (resp. � i � � ) pixels, située à

l'abscissep + i � � (resp. p � i � � ). La régression du premier ordre du vecteur de

caractéristiquesoj s'écrit :

� oj =
P K

i =1 i (oj + i � oj � i )

2
P K

i =1 i 2
: (2.12)

2� K vecteursok sont donc pris en compte pour le calcul des caractéristiquesdyna-

miques.

La régression du second ordre�� oj se calcule simplement à partir de celle du

premier ordre, en remplaçantoj par � oj dans l'équation2.12 :

�� oj =
P K

i =1 i (� oj + i � � oj � i )

2
P K

i =1 i 2
: (2.13)

Le vecteur de caractéristiques �nal~oj , en entrée du système, est alors la conca-

ténation du vecteur initial oj et de ses régressions :
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~oj =
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2.1.3 Analyse en composantes principales

Nous avons présenté dans cette Section les caractéristiques que nous utiliserons

dans notre système de reconnaissance de mots manuscrits. Nous verrons, lors de la

présentation de notre modélisation, que nous supposons queles dimensions des ca-

ractéristiques sont indépendantes entre elles (matrice decovariance diagonale pour

les HMMs, voir Section2.2). Cette hypothèse impose une restriction très forte sur

nos caractéristiques. Un moyen répandu d'assurer l'inter-indépendance et l'orthogo-

nalité des dimensions de notre système est d'appliquer une analyse en composantes

principales (ACP ; en anglaisPCA, Pincipal Component Analysis) sur nos données.

L'ACP a en outre l'avantage de réduire la dimension des données en perdant le

moins d'information possible : les observationsoj , de dimensionn, sont projetées

sur un sous-espace de dimensionn0 < n dont chaque dimension correspond à une

combinaison linéaire des dimensions de l'espace de départ.Chaque dimension choisie

pour la projection est unecomposante principaleet on peut choisir leur nombre. Les

composantes sont rangées par ordre d'importance d'information qu'elles contiennent

et les plus faibles sont éliminées en priorité. Nous verronsau Chapitre 4 qu'il est

possible de diviser par deux le nombre de dimensions tout en conservant plus de

90% de l'information utile.
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"v"
"o"

"i"

"s"
"n"

"i"

Fig. 2.4 � Le modèle d'un mot est la concaténation des modèles HMMsdes carac-
tères le composant.

2.2 Apprentissage et décodage avec des HMMs gaus-

siens

Les modèles de Markov cachés sont une méthode depuis longtemps éprouvée et

connue pour la modélisation de séquence, comme présenté dans la Section1.3.1.

Dans ce chapitre, nous présentons notre manière d'utiliserdes HMMs continus pour

la reconnaissance de mots manuscrits. Ceci nous permet de poser les bases d'un

système robuste à partir desquelles nous développerons au prochain chapitre notre

système original de modèles en contexte. Nous utilisons le logiciel HTK [169] pour

l'apprentissage et le décodage de nos modèles.

Dans notre système, nous utilisons une approche par segmentation implicite et

les HMMs modélisent des caractères. Les modèles de mots sontconstruits en conca-

ténant les modèles des caractères qui les composent, comme illustré sur la Figure2.4.

Cette modélisation permet une fois unalphabetappris (comme le latin, l'arabe ou le

cyrillique) d'utiliser n'importe quel lexique pour le décodage, pourvu qu'il soit basé

sur le même alphabet. Ainsi, contrairement aux méthodes holistiques pour lesquelles

le lexique de mots est prédé�ni (et de taille restreinte), lelexique dans notre cas est

libre. En général, on suppose que les données (de dimensionn : n caractéristiques

sont extraites) ont leurs dimensions indépendantes entre elles. Ainsi les matrices de

covariance utilisées sont diagonales.

2.2.1 Apprentissage

Tous les modèles de caractères suivent la topologie de BakisavecS états émet-

teurs (transitions gauche-droite et saut d'état autorisé). Cette topologie est illustrée
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Fig. 2.5 � Illustration de la topologie de type Bakis utilisée pour nos modèles, où
chaque état est représenté par un mélange de distributions gaussiennes.

sur la Figure 2.5.

La densité de probabilité des observations est un mélange dedistributions gaus-

siennes. Le nombre optimalNG de gaussiennes dans les mélanges est calculé sur une

base de validation. Le mélange �nal est obtenu par incrémentation du nombre de

gaussiennes dans chaque état, depuis 1 gaussienne par état jusqu'à NG. A chaque

étape d'augmentation du nombre de gaussiennes, une fois quele nombre désiré de

gaussiennes a été ajouté, les paramètres sont ré-estimés avec l'algorithme Baum-

Welch.

La procédure d'ajout de gaussienne(s) à un mélange est décrite dans les Al-

gorithmes 1 et 2. Dans l'Algorithme 1, � m représente la racine carrée des termes

diagonaux de� m : pour i 2 [1: : : n], � m;i =
p

� m;i;i (n est le nombre de caractéris-

tiques extraites des images).

Algorithme 1 : ProcédureAjout1Gaussienne pour ajouter une gaussienne à

un mélange contenantn gaussiennes

Trouver la gaussiennem : N (� m ; � m ) au poidswm le plus fort parmi lesn1

gaussiennes

m = arg max
j 2 [1:::n ]

wj

Scinder la gaussiennem en deux gaussiennesm1 et m22

m1 : N (� m + 0:2� m ; � m ) et m2 : N (� m � 0:2� m ; � m )

wm1 ; wm2  wm=2

Supprimer m et ajouter m1 et m2 au mélange3
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Algorithme 2 : Procédure d'apprentissage avec incrémentations successives

du nombre de gaussiennes par mélange
Initialisation : n  1

tant que n < N G faire

si n < 10 alors
Ajout1Gaussienne

n  n + 1

Ré-estimation des paramètres avec l'algorithme Baum-Welch
sinon si n < 20 alors

répéter
Ajout1Gaussienne

jusqu'à n  n + 2

Ré-estimation des paramètres avec l'algorithme Baum-Welch
sinon

répéter
Ajout1Gaussienne

jusqu'à n  n + 4

Ré-estimation des paramètres avec l'algorithme Baum-Welch
�n

�n

2.2.2 Décodage

Le décodage se fait avec l'algorithme de Viterbi, présenté en Section1.3.1. Etant

donné que nous travaillons sur une tâche de reconnaissance de mots, nous choisis-

sons de ne donner aucune connaissance a priori sur la vraisemblance des mots du

vocabulaire. Ainsi, les mots du test ont tous la même probabilité.

2.3 Adaptation du nombre d'états par caractère à

la morphologie du caractère

Nous présentons dans cette Section une dernière amélioration de notre système

à base de HMMs sans contextes : l'adaptation de la morphologie du modèle HMM

à la longueur du caractère.
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La Figure 2.6 illustre le problème discuté ici : la taille d'un caractère peut être

plus ou moins grande et les majuscules ne sont pas les seuls caractères larges. Ainsi,

les lettres m de � mois � et C de � Cliente � sont très longues, alors que les

lettres i de � mois � et de � Cliente � et l de � Cliente � et de � la � sont au

contraire très courtes. Il ne serait donc pas justi�é de modéliser les caractèresC et

m avec le même nombre d'états quei ou l.

Fig. 2.6 � Illustration des di�érences de longueurs des caractères latins

Les HMMs à durée variable ont été introduits par Chenet al. [22] et Kundu

et al. [87] pour des systèmes de reconnaissance de mots à base de segmentation en

caractères. Depuis, ils ont été introduits dans les reconnaisseurs HMMs sans seg-

mentation [171, 146, 33]. On peut déterminer de plusieurs manières la morphologie

des HMMs des caractères.

Empiriquement, il est possible de calculer la longueur moyenneL(C) (en nombre

de vecteurs d'observation) d'un caractèreC dans la base de données et de dire que

le nombre d'états de ce caractère est égal à sa longueur moyenne.

Soient wordsC l'ensemble des mots contenant au moins une fois le caractère

C, jwC j le nombre de caractèresC dans le mot w, w 2 wordsC (il peut y avoir

0, 1 ou plusieurs caractèresC dans un même mot) etjwj et L(w) sa longueur

(respectivement en termes de nombre de caractères et de vecteurs d'observation).

jCj est le nombre total de caractèresC dans la base de données. Alors :

L(C) =
1

jCj

X

w2 words C

L(w) jwC j
jwj

(2.14)

Ce calcul donne une bonne idée des statistiques de la base de données de travail

et permet de retrouver les valeurs observables graphiquement, comme par exemple

de fortes valeurs pour les caractèresm et C et faibles pouri et l (cf Figure 2.6). Il

est souvent utilisé pour la modi�cation de longueur de modèle. Ainsi, Zimmermann
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et Bunke [171] décrivent deux méthodes basées sur ce calcul empirique pour une

topologie HMM sans saut d'état. Cette topologie leur permetd'établir un nombre

d'états minimal pour chaque caractère. Les deux méthodes calculent L(C) pour

chaque caractère, puis la première choisit une fraction de ce nombre (dont la valeur

est optimisée sur une base de validation) pour déterminer latopologie des modèles,

alors que la deuxième utilise des quantiles. Ces deux méthodes, par leur utilisation

d'une topologie sans saut d'état, choisissent cependant mal les topologies des carac-

tères les plus courts. Dreuwet al. [33], quant à eux, utilisent directement les valeurs

L(C) obtenues pour leur topologie et permettent les sauts d'états a�n de faciliter la

modélisation des caractères courts.

Itérativement, il est aussi possible de déterminer les variations des longueurs

des caractères. Ainsi Schambach [146] initialise les HMMs de ses caractères avec un

nombre d'états identiques. Puis, à chaque itération, chaque modèle est dupliqué dans

trois sous-modèles : l'un est identique, le deuxième a un état en plus et le troisième un

état en moins. A la �n de l'itération, le sous-modèle ayant laprobabilité d'émission

la plus forte est choisi. Même si cette méthode donne de bons résultats, elle a le

désavantage d'être très fastidieuse.

Statistiquement, en�n, on peut déterminer la longueur optimale d'un modèle

HMM de caractère. Nous proposons ici une méthode similaire àcelle de [146] mais

dont la convergence est beaucoup plus rapide. Cette solution maximise directement

la morphologie des HMMs au lieu de travailler d'abord sur lescaractères, comme la

solution empirique.

Les HMMs des caractères sont d'abord initialisés avec un nombre d'états iden-

tiques (topologie de Bakis et 1 seule Gaussienne par état) etplusieurs itérations de

l'algorithme Baum-Welch sont e�ectuées a�n d'obtenir des modèles stables. Durant

la dernière itération de l'algorithme d'apprentissage, les statistiques de passage dans

chaque état sont conservées :

�( s) =
TX

t=1


 s(ot ): (2.15)

où 
 s(ot ) est la probabilité a posteriori que l'observationot soit générée par l'états.

La somme est e�ectuée sur l'ensembre des observations disponibles,OT = o1; : : : ; oT .
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Nous notonsSC l'ensemble des états du HMM du caractèreC. La longueur statis-

tique du caractère,L s(C), se calcule :

L s(C) =

P
s2 SC

�( s)

jCj
(2.16)

Le nombre d'états du caractèreC est alors modi�é et égal à la valeur entière

de L s(C). En une itération, on obtient donc directement les nouvelles longueurs de

modèles pour chaque caractère. Cette manipulation est alors répétée, jusqu'à ce que

le changement de topologie ne soit plus signi�catif (S � L s(C) < � , � étant choisi

sur une base de validation).

Conclusion du chapitre 2

Nous avons présenté dans ce chapitre un système de reconnaissance de mots ma-

nuscrits basé sur des HMMs gaussiens pour modéliser des caractères. Une première

étape consiste à extraire les caractéristiques des images par des fenêtres glissantes.

Les caractéristiques extraites sont un mélange de caractéristiques géométriques, sta-

tistiques et directionnelles pour à la fois intégrer les particularités de l'écriture mais

aussi les caractéristiques des distributions de pixels dans une image. Nous avons

introduit par la suite des caractéristiques dynamiques parl'ajout de régression aux

caractéristiques initiales. Ceci nous a permis d'ajouter des informations sur les fe-

nêtres avoisinantes dans la fenêtre courante. Ensuite, nous avons proposé d'e�ec-

tuer une analyse en composantes principales de l'espace descaractéristiques a�n

de projeter les données sur un nombre réduit de dimensions etdonc de réduire la

dimensionnalité du problème ainsi que d'assurer la légitimité de l'utilisation d'une

matrice de covariance diagonale dans les HMMs gaussiens (inter-indépendance des

dimensions des observations). L'ACP assure une réduction de complexité tout en

conservant un maximum d'information.

Dans une deuxième partie, nous avons présenté notre procédure d'apprentissage

incrémental des HMMs de caractères, ainsi que le décodage. Les observations en en-

trée du système sont alors soit les caractéristiques calculées sur les images, soit leur

projection post-ACP. En�n, nous avons proposé dans une troisième partie d'amé-

liorer notre modélisation en adaptant de manière originalele nombre d'états pour

chaque HMM de caractère.
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Dans ce chapitre, nous avons donc mis en place un système à base de HMMs

sans contexte et avons travaillé sur les caractéristiques et l'apprentissage a�n de

l'optimiser. Ce système est notre système de référence. Il sert à la fois de base pour

la construction de notre système original à base de modèles de caractères en contexte

présenté au chapitre suivant mais aussi de point de comparaison avec ce dernier.
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Chapitre 3

Système de reconnaissance de mots

manuscrits à base de HMMs

Gaussiens en contexte

Introduction

Pour notre système de reconnaissance d'écriture manuscrite, nous avons choisi

l'approche analytique à base de HMMs gaussiens et l'utilisation de fenêtres glissantes

pour l'extraction des caractéristiques. Dans le Chapitre 2, nous avons présenté un

systèmegénériquede reconnaissance de mots manuscrits à base de HMMs gaussiens

de monographes : un modèle HMM modélise un caractère. Nous avons cherché à

optimiser ce système en agissant sur les caractéristiques,la morphologie des modèles

et le calcul des mélanges de distributions gaussiennes danschaque état.

Dans ce chapitre, nous proposons une nouvelle optimisationdu système, en utili-

sant une méthode originale pour a�ner les modèles de caractères : modéliser chaque

monographe en fonction de son contexte dans le mot. Le contexte d'un caractère

est représenté par les deux caractères l'entourant : le caractère le précédant et le

caractère le suivant. Les nouveaux modèles sont appelés trigraphes. Avec cette ap-

proche, nous cherchons à augmenter le degré de précision desmodèles. Une telle

modélisation implique cependant une augmentation considérable du nombre de pa-

ramètres à calculer pour le système. Celui-ci nécessite alors un très grand nombre de

données d'apprentissage a�n d'estimer correctement tous les contextes de tous les

caractères. En pratique, cela n'est pas toujours possible.Si certains contextes sont
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très fréquents (par exemple le caractèreq est � presque � toujours suivi d'un u en

français), la plupart d'entre eux ne possèderont pas assez d'exemples dans l'ensemble

d'apprentissage pour être appris correctement.

Plusieurs solutions existent pour contourner ce problème,toutes basées sur le

principe de regroupement de certains paramètres des modèles. Dans notre système,

nous proposons un partage de paramètres au niveau des états.L'originalité de ce

partage est qu'il est e�ectué non pas par calcul de distancesentre les données mais

avec l'aide entre autres choses de nos connaissances sur la morphologie des contextes

(en anglais,knowledge-driven clustering). Ces connaissances nous ont permis de créer

un ensemble de questions binaires pour le latin et pour l'arabe. Celles-ci servent à la

construction d'arbres de décision dont les feuilles correspondent aux clusters d'états

partagés.

Ce chapitre est consacré à la description des étapes de construction de notre

système original. Nous présentons dans un premier temps notre principe de modéli-

sation de caractères en fonction de leur contexte (Section3.1), puis nous discutons

en détail de la contruction et de l'utilisation des trigraphes (Section3.2). Les arbres

binaires de décision pour le clustering d'états, au coeur denotre système, sont pré-

sentés en détail dans la Section3.2.2et leur intérêt pour le décodage de mots avec

un lexique indépendant de l'ensemble d'apprentissage est discuté en Section3.2.3.

3.1 Les trigraphes ou modèles en contexte

3.1.1 Intérêt de la modélisation en contexte

Notre objectif étant de construire des HMMs de caractère de plus en plus précis,

nous avons dans un premier temps souhaité évaluer la précision de la modélisation

par monographes. Pour cela, nous avons calculé la variance de la vraisemblance des

monographes. Une vraisemblance très variable est un indicateur d'un modèle peu

précis de monographe et nous souhaitons éviter ce cas de �gure dans notre système.

Dans le paragraphe qui suit, nous avons évalué cette variance sur les caractères latins

appris sur la base Rimes.

Les vraisemblances de chaque caractère sont calculées par alignement avec l'al-

gorithme de Viterbi de chaque monographe sur les données. Lavariance de vraisem-



A-L. Bianne Bernard 55

blance d'un monographeC est calculée de la manière suivante :

� 2
L C

=
1

jCj

jC jX

j =1

(L j;C � L̂C )2 (3.1)

jCj est le nombre de fois où le caractèreC est rencontré dans l'ensemble d'appren-

tissage,L j;C est la vraisemblance duj �eme exemple deC (L j;C est normalisée par le

nombre de vecteurs d'observations associés auj �eme exemple) etL̂C est la moyenne

empirique des vraisemblances deC.

La Figure 3.1.a montre le nombre d'exemples de chaque monographe dans l'en-

semble d'apprentissage. La Figure3.1.b donne quant à elle la variance de la vraisem-

blance des monographes de la base d'apprentissage de Rimes (avec les monographes

rangés dans le même ordre que ceux de la Figure3.1.a). L'observation de la Figure

3.1 permet de comprendre que la variance de la vraisemblance d'un monographe

n'est pas nécessairement liée au nombre d'exemples de celui-ci. Ainsi, le caractère

57 (qui correspond àg) a une forte variance (environ45) comparativement à d'autres

monographes avec un nombre d'exemples similaires (environ300) : j , f et le symbole

de l'apostrophe (sur la Figure3.1, monographes 55, 56 et 58) ont une variance trois

fois plus faible (environ17).

Cette étude motive notre choix de modéliser plus �nement lesmonographes. Il

reste cependant à choisir quels modèles privilégier pour une nouvelle estimation. En

e�et, alors qu'il serait par exemple intéressant de modéliser plus �nement le carac-

tère g a�n d'obtenir des � sous-modèles � plus précis (à variance devraisemblance

plus faible), on ne souhaiterait pas démutliplier les modèles des caractères avec peu

d'exemples (moins de50), même s'ils ont une très large variance (plus de100pour

les monographes5 et 9, correspondant àW et q).

On ne peut donc directement utiliser les données collectéespar l'étude de la

variance de la vraisemblance pour choisir les monographes àmodéliser plus �nement.

Nous proposons plutôt d'agir à un niveau plus précis pour ce choix : au niveau des

états des HMMs de caractères. La méthode que nous présentonsdans les Sections

suivantes permet d'établir quels états de quels HMMs nécessitent plus de précision.
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Fig. 3.1 � Comparaison de la variance des monographes (b) et de leur nombre
d'exemples dans la base d'apprentissage (a). Les monographes sont rangés dans le
même ordre dans (a) et (b).
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(a) i et n dans le mot Mon-
sieur

(b) i et n dans le mot distingué

Fig. 3.2 � Illustration de l'in�uence du contexte d'un caractèreen écriture. Les mots
Monsieur et distingué ont été écrits par la même personne mais, dans chacun, la
forme des caractèresi et n change en fonction des caractères adjacents.

3.1.2 Présentation

Nous avons vu dans la Section2.1.2comment introduire une notion de contexte

au niveau des caractéristiques avec une régression. Nous souhaitons maintenant ex-

ploiter l'observation présentée sur la Figure3.2 : un caractère a une forme variable

suivant sa position dans un mot et les lettres qui l'entourent. Le système présenté ici

prend en compte cette idée en modélisant un caractère en fonction de son contexte

gauche et droit : untrigraphe.

Une telle modélisation est utilisée en parole pour simuler l'e�et de co-articulation

et les modèles sont nommés triphones [91]. Mais, comme nous l'avons mentionné

dans l'introduction, très peu de travaux de reconnaissancede l'écriture abordent

les modèles en contexte et explorent leurs avantages. Il estvrai que l'inconvénient

majeur de la modélisation des caractères en fonction de leurcontexte est que le

nombre de paramètres des HMMs de tous les trigraphes possibles à modéliser est

très élevé et que, pour un vocabulaire de taille moyenne (4000 mots), le manque

de données pour l'apprentissage devient un problème patent. Il existe pourtant des

méthodes pour réduire ce nombre, basées sur le partage des paramètres entre modèles

ou entre états par exemple. Nous avons choisi d'utiliser uneméthode de clustering

sur les positions d'états a�n de pallier ce problème et d'inclure e�cacement des

trigraphes dans notre système.

Le prétraitement des images en entrée et l'extraction des caractéristiques (géo-

métriques, statistiques et dynamiques) sont identiques à ceux du système générique

décrit dans le Chapitre 2. L'apport majeur de notre système,outre la modélisation

de caractères en fonction de leur contexte, est l'usage d'unprocessus de partage de

paramètres utilisant un clustering d'états basé sur des arbres de décision binaires.



58 Chapitre 3

Ces derniers sont construits à partir de questions originales que nous avons dé�-

nies pour le latin et pour l'arabe après observation de la morphologie des caractères

présents dans les lexiques dont nous disposions.

3.1.3 Modélisation des caractères en contexte

Le principe de modélisation de caractères en fonction de leur contexte est assez

naturel car il nous paraît logique que la forme d'un caractère varie en fonction des

lettres qui l'entourent. Cette modélisation consiste à dé�nir un mot non pas comme

une succession de caractères mais comme une succession de caractères avec leur

contexte. Les monographes du Chapitre 2 sont remplacés par des trigraphes, où le

caractère central est in�uencé par le caractère le précédant ( contexte précédentou

contexte gauche en latin) et celui le suivant (contexte suivantou contexte droit en

latin). D'un point de vue syntaxique, nous notons uncontexte précédentavec un

signe moins '-' et uncontexte suivantavec un signe plus '+'. Sur la Figure3.2.a, le

modèle dun de Monsieur devient le modèle du trigrapheo-n+s.

Pour commencer l'apprentissage de ces nouveaux modèles, l'ensemble des tri-

graphes de la base d'apprentissage est listé. Typiquement,pour un lexique d'ap-

prentissage latin de l'ordre de4000mots, on peut compter plus de5000trigraphes

di�érents. L'apprentissage des modèles de trigraphes pourrait être e�ectué direc-

tement à partir des trigraphes précédemment listés, chacunétant appris sur les

exemples qu'il possède dans la base d'apprentissage. Cependant, cela s'avère di�cile

car certains trigraphes ont trop peu d'exemples pour être appris correctement. De

plus, le nombre de paramètres à calculer croît lorsque le nombre de Gaussiennes dans

les mélanges des densités de probabilités augmente. Ainsi,pour une base d'appren-

tissage avec5000trigraphes di�érents environ, si la topologie de modèles est de S

états émetteurs etNG Gaussiennes dans chaque mélange avecS et NG de l'ordre de

10, le nombre de paramètres à calculer monte à presque un demi-million, ce qui est

tout à fait prohibitif étant donné la quantité de données disponibles dans la plupart

des bases de données publiques d'écriture manuscrite. C'est pourquoi nous considé-

rons dans notre système le partage de paramètres par un clustering d'états : celui-ci

permet de pallier à la fois le problème du manque de données d'apprentissage ainsi

que celui du trop grand nombre de modèles à calculer.
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duplication :
modèles de
trigraphes

ré-estimation
des paramètres
(Baum-Welch)

clustering
sur les

positions d'état

augmentation
du nombre de
Gaussiennes

monographes appris
(1 distribution Gaussienne
par état)

trigraphes finaux avec
états partagés (N 
distributions gaussiennes
par état)

nb mixtures < N

nb mixtures = N

ré-estimation
des paramètres
(Baum-Welch)

ré-estimation
des paramètres
(Baum-Welch)

Fig. 3.3 � Présentation générale du système à base de HMMs de caractères en
contexte.

3.2 Apprentissage des trigraphes et partage des pa-

ramètres HMMs

3.2.1 Présentation générale

Dans cette Section, nous présentons en détail notre systèmeparamétrant les

HMMs de caractères en fonction de leur contexte, schématisésur la Figure3.3. Nous

détaillons les étapes de mise en place du partage des paramètres entre trigraphes

précédant le processus �nal d'apprentissage.

Le premier apprentissage est celui des monographes du lexique d'apprentissage.

Les monographes sont initialisés avec une seule distribution Gaussienne associée à

chaque état, puis plusieurs ré-estimations sont e�ectuéesavec l'algorithme Baum-

Welch. Les trigraphes sont alors eux-mêmes initialisés en copiant les modèles appris

des monographes : pour un monographe donné, tous les trigraphes de la base d'ap-

prentissage centrés sur ce caractère sont listés et le HMM dumonographe est copié

pour correspondre au modèle initial de chacun des trigraphes. Ensuite, une première

ré-estimation (avec 2 itérations) Baum-Welch detous les trigraphes est e�ectuée.

Durant cette étape, nous avons choisi de partager les matrices de transition entre

trigraphes avec même caractère central. Nous avons en e�et observé qu'une fois la

topologie d'un modèle choisie des modi�cations sur les coe�cients de la matrice de

transition ont une très faible in�uence sur la phase de reconnaissance. Considérant
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cette information, nous avons alors imposé que les trigraphes ayant le même carac-

tère central (tous les� � C + � pour chaque caractèreC appartenant à l'alphabet)

partagent leur matrice de transition. Ainsi, le nombre de matrices à calculer se réduit

au nombre initial de monographes.

La seconde étape de notre système est le clustering d'états appliqué aux tri-

graphes. Le principe du clustering état par état est que, pour les trigraphes associés

à une lettre centrale donnée, tous les états correspondant àune même position dans

le modèle HMM sont soumis à un clustering. Cette étape est illustrée plus en détails

sur la Figure 3.4.

Fink et Plötz [48] et Natarajan et al. [118] ont montré l'e�cacité du regroupement

de paramètres au niveau des états pour la modélisation de caractères contextuels.

Tous deux calculent un nombre prédé�ni de gaussiennes (codebook) pour chaque

position d'état de chaque caractère central. Les états piochent ensuite dans le co-

debook leur étant associé pour élaborer leur modèle. L'attribution des gaussiennes

se fait par minimisation de distance euclidienne entre le modèle d'état initial du

trigraphe et les gaussiennes du codebook (data-driven clustering). Si cette modéli-

sation leur permet de gagner en performance, le gain obtenu n'est cependant pas

rentable comparativement à l'augmentation en complexité de leur système (tous les

trigraphes ont des modèles di�érents).

Nous di�érons de ce qui est proposé dans [48, 118] de deux manières. D'une part,

nous calculons des clusters d'état pour chaque position d'état de chaque caractère

central donné. Cela nous permet d'adapter le nombre de gaussiennes à dé�nir au

nombre réel nécessité. SoitC le caractère central considéré.NC di�érents trigraphes

existent dans la base d'apprentissage, centrés surC. Donc pour chaque position

d'état i des trigraphes� � C + � , i 2 [1: : : S], NC di�érents états devraient être

calculés. L'utilisation de clusters d'états permet la réduction du nombre de modèles

à calculer. Ainsi pour la position d'état numéroi , ni;C � Nc clusters sont sélectionnés

pour représenter tous les états de la positioni , dé�nissant ni;C di�érents modèles

d'états si;j , j 2 [1: : : ni;C ]. Un état en position i prend alors sa valeur dans l'un

dessi;j modèles. SiS � NC est le nombre d'états à calculer sans clustering, alors le

nombre �nal d'états à apprendre pour modéliser tous les trigraphes centrés sur le

caractèreC est :
SX

i =1

ni;C << S � NC (3.2)

Considérons deux exemples. Le caractèrez, qui a peu d'occurences dans l'en-
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clustering
d'états
par arbres

Ø-b+i

e-b+a

...

Ø-b+r

s1_3 s2_3

e-b+a

s1_2 s2_2 s7_2 s8_2

...

e-b+i

s1_1 s2_1 s7_1 s8_1

...

s2_4

s8_3

Ø-b+i

sT-b+a

a-b+d

e-b+a

...

Fig. 3.4 � Illustration du clustering d'états pour les trigraphes centrés sur la lettre
b.



62 Chapitre 3

semble d'apprentissage, ne possède qu'un seul cluster pourla position d'état numéro

4 des trigraphes� � z + � alors que le caractère centrale en a15 pour cette même

position. Si le nombre de gaussiennes par mélangeNG est de l'ordre de20, alors

seules20 gaussiennes seront calculées pour la position4 des trigraphes centrés en

z et 300pour ceux centrés ene. Cette modélisation permet donc de mieux gérer le

calcul de gaussiennes pour les mélanges comparativement à ce qui est proposé dans

[48, 118].

D'autre part, nous di�érons de la modélisation de Fink et Plötz [48] et Natarajan

et al. [118] dans l'utilisation d'arbres de décision pour calculer nosclusters au lieu

de nous baser sur un clustering de typedata-driven. Nous expliquons en détail notre

méthode de calcul en Section3.2.2. Cette étape nous a permis de réduire le nombre

de paramètres drastiquement.

La dernière étape de contruction de nos modèles contextuelsconsiste à regrouper

les trigraphes identiques. En e�et, étant donné que le clustering d'états entraîne une

réduction importante du nombre d'états di�érents, certains trigraphes se retrouvent

partager exactement le même cluster pour chacune des positions d'état et donc être

identiques. Cette étape permet de réduire le nombre de modèles di�érents dé�nis.

Une fois que le calcul et la mise en place des clusters d'étatssont terminés, le

système est prêt à �nir d'apprendre les modèles des caractères en contexte. (Pour

des raisons de complexité, un modèle d'état est représenté par une seule distribution

Gaussienne durant la phase d'initialisation des trigraphes et des clusters d'états.) En

utilisant l'algorithme Baum-Welch pour les étapes de ré-estimation des paramètres

des HMMs, nous augmentons de manière incrémentale le nombrede Gaussiennes

dans chaque mélange, en utilisant la même procédure que celle décrite dans la Section

2.2.1pour les monographes. Ainsi, chaque trigraphe atteint une topologie identique

à celle des monographes du système générique, c'est-à-direS états metteurs etNG

distributions Gaussiennes par état. Cela nous permettra decomparer directement

les deux approches, contextuelle et non contextuelle.

3.2.2 Arbres de décision pour clustering d'états

Le clustering par arbres de décision est une alternative au clustering guidé par

les données. Il se base sur une mesure de distance entre modèles utilisant la maximi-

sation de la vraisemblance et permet une découpe de clusterscontrôlée. Ce type de

clustering a d'abord été proposé pour la parole par Younget al. [168] où il donne des
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résultats au niveau de l'état de l'art avec un système moins complexe que d'autres

systèmes avec modèles en contexte.

Le regroupement et la séparation de clusters d'états sont conduits par un arbre

binaire dont chaque noeud correspond à une question rhétorique sur les contextes

des modèles. Dans notre cas, les questions sont dé�nies sur les caractéristiques mor-

phologiques des contextes gauche et droit des caractères. Un arbre est construit

pour chaque position d'état de tous les trigraphes correspondant à une même lettre

centrale.

Pour construire un arbre, tous les états correspondant à unemême position pour

une lettre centrale donnée sont d'abord regroupés au noeud racine, comme illustré

sur la Figure 3.5 (exemple pour le français : la Figure représente l'arbre calculé

pour la position d'état numéro deux des trigraphes centrés sur la lettre b). Ensuite,

la question binaire qui sépare le groupe en deux sous-groupes de vraisemblance

maximale est choisie et la séparation est e�ectuée, créant deux nouveaux noeuds.

Il en va ainsi de la scission de chaque noeud jusqu'à ce que l'augmentation de la

vraisemblance descende sous un seuil ou bien jusqu'à ce que plus aucune question ne

soit disponible qui puisse créer deux sous-groupes avec un taux d'occupation d'états

su�sant.

On peut formuler mathématiquement le clustering par arbresde décision de la

manière suivante. SoitP l'ensemble d'états présents dans le noeud courant.P est

associé au sous-ensembleF d'observations (vecteurs de caractéristiques)f of gf 2 F .

Par dé�nition, tous les états présents dansP sont les membres d'un même clus-

ter, ils partagent donc les mêmes moyenne� (P ) et variance �( P ). Par suite, la

vraisemblance deP générant l'ensemble desf of gf 2 F s'écrit :

L(f of gf 2 F ; P ) =
X

f 2 F

X

s2 P

log(P r(of ; � (P ); �( P ))) 
 s(of ) (3.3)

Pour plus de clarté, nous simpli�erons désormaisL(f of gf 2 F ; P ) en L(P ). Dans

l'équation 3.3, 
 s(of ) est la probabilité a posteriori que le vecteur de caractéris-

tiques of soit généré par l'états 2 P . En supposant que la densité de probabilité

représentée par (� (P ), �( P )) est une Gaussienne et de matrice de covariance diago-

nale, on peut l'estimer à partir des échantillonsf of gf 2 F et L(P ) peut être reformulé
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Q0 : le contexte gauche est-il en minuscule ?

Q1 : le lien avec le contexte
   gauche est-il sur la ligne
 de base basse?

Q2 : le contexte gauche 
contient-il un point?

Q4 : le contexte
droit contient-il
   un point?

    Q3 : le contexte droit
est-il en forme de "u"?

oui

oui

oui

oui

oui
non

non

non

non

non

Ø-b+isT-b+a
sB-b+l

e-b+a
e-b+i
m-b+l

i-b+a
i-b+l
i-b+i

o-b+a
o-b+b
o-b+i

Ø-b+r
A-b+n

  *-b+*
état n° 2

s2_4s2_1

s2_3s2_2

s2_6s2_5

Fig. 3.5 � Exemple d'arbre de décision pour le clustering d'états: l'ordre des ques-
tions et les clusters sont associés à un état donné (ici l'état numéro 2) de tous les
trigraphes � � b+ � .
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selon Younget al. [168] par :

L(P ) = �
1
2

(log[(2� )n j�( P )j] + n)�( P ) (3.4)

n est la dimension des vecteursof et �( P ) est le taux d'occupation d'états cumulé

du noeud courant :

�( P ) =
X

f 2 F

X

s2 P


 s(of ): (3.5)

La séparation deP en deux sous-groupesPq+ et Pq� est alors faite par la

questionq� qui maximise� Lq, dé�ni par :

� Lq = L(P q+ ) + L(P q� ) � L(P ) (3.6)

La scission se fait à condition que�( P q+ ) et �( P q� ) soient au-dessus du taux

minimal d'occupation � min et que � Lq soit plus grand que le seuil minimal de

croissance de variance� Lmin . Le choix des paramètres� min et � Lmin est e�ectué

sur une base de validation. Pour un monographe donné, la profondeur des arbres

lui étant associés (un arbre par numéro d'état) est étroitement liée à la variance

de la vraisemblance et au nombre d'exemples du monographes,mentionnés dans la

Section3.1.1. En e�et, on constate que lorque la variance et le nombre d'exemples

d'un monographe sont élevés, alors l'arbre de chacun de ses états est profond et

le nombre de trigraphes dé�nis et modélisés di�éremment estgrand. De même, on

observe parfois des arbres réduits à leur simple noeud racine : ils correspondent

aux états de monographes ayant peu d'exemples et regroupanttous leurs trigraphes

correspondants dans un modèle unique.

Les questionsq dé�nissant les arbres de décision pour la reconnaissance dela

parole ont été réalisées par des experts (voir [124]). A notre connaissance, personne

n'utilise de tels arbres pour l'écrit. Nous avons donc proposé des questions en rassem-

blant des caractères semblables dans di�érents contextes.L'ensemble des questions

que nous avons créées contient des questions générales, pour permettre des clusters

de grande taille mais aussi des questions précises, au cas oùdes clusters plus petits

doivent être créés et des questions intermédiaires. Les questions sont uniquement

fonctions des contextes (gauche et droit). Par exemple :

� (question générale) le contexte droit est-il une lettre majuscule ? minuscule ?
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Contient-il un ascendant ?

� (question intermédiaire) le contexte gauche contient-ilune boucle ("o", "b",

"d", etc.) ? une barre verticale ("t", "p", etc.) ?

� (question précise) est-ce que le lien avec la lettre suivante (précédente) se situe

sur la ligne de base basse ("a", "c", etc.) ? sur la ligne de base haute ("v",

"w", etc.) ?

L'ensemble des questions dé�nies pour l'alphabet latin et l'alphabet arabe se

trouvent en Annexe.

3.2.3 Reconnaissance de mots avec modèles de caractères en

contexte

Au delà de l'apport original des arbres binaires pour le calcul des clusters, l'utili-

sation d'arbres de décision apporte une fonctionnalité supplémentaire très utile lors

du décodage : elle permet de sélectionner les clusters qui serviront à modéliser les

états des trigraphes non vus lors de l'apprentissage. En e�et, nous utilisons pour

nos tests des lexiques prédéterminés mais indépendants du lexique d'apprentissage

(hormis l'utilisation du même alphabet). Par exemple, lorsdes compétitions sur la

base Rimes, deux lexiques sont donnés pour le test, chacun contenant des mots non

existants dans le lexique d'apprentissage.

Ainsi, plusieurs nouveaux mots et donc plusieurs nouveaux trigraphes appa-

raissent, qui n'ont pas été appris. Le clustering par arbrespermet de les modéliser

car il peut adapter les modèles appris à n'importe quel vocabulaire (basé sur les

mêmes monographes de départ). Si nous avions calculé nos clusters par une distance

entre les données par exemple (data-driven clustering), cela n'aurait pas été pos-

sible. En e�et, ne disposant pas de données étiquetées pour apprendre les nouveaux

trigraphes, un calcul de distance aux clusters les plus proches n'est pas envisageable.

La modélisation d'un trigraphe inconnu se fait de la manièresuivante : chaque

état du trigraphe est positionné à la racine de l'arbre correspondant au même nu-

méro d'état et à la même lettre centrale. Ensuite, chaque état parcourt son arbre

correspondant, répondant aux questions sur les contextes du nouveau trigraphe, jus-

qu'à atteindre un noeud où est positionné un cluster. Le modèle d'état représentant

le cluster est alors le modèle assigné à l'état considéré. Cette procédure est illustrée

sur la Figure 3.6 pour l'assignation d'un modèle à l'état numéro2 du trigraphe in-

connu m � b+ e. L'arbre de décision pour cette position d'état a été calculé lors de
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Q0 : le contexte gauche est-il en minuscule ?

Q1 : le lien avec le contexte
   gauche est-il sur la ligne
 de base basse?

Q2 : le contexte gauche 
contient-il un point?

Q4

    Q3 

oui

oui

non

m-b+e

s2_4s2_1

s2_3s2_2

s2_6s2_5

a-b+s
i-b+a
sT-b+l

i-b+o
e-b+r

m-b+e

...

Fig. 3.6 � Sélection de cluster pour l'état 2 du trigraphe de testm � b+ e non appris
(absent du lexique d'apprentissage mais présent dans celuidu test)
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la phase d'apprentissage et représenté sur la Figure3.5. Plaçons l'état numéro2 de

m � b+ e, non attribué, au noeud racine de l'arbre. La première question posée est :

Le contexte gauche est-il en minuscule ?. Etant donné quem est une minuscule, la

réponse est oui, donc l'état descend vers le noeud correspondant à la réponseoui,

où une nouvelle question est posée :Le lien avec le contexte gauche est-il sur la ligne

de base basse ?. Après avoir répondu à cette question, le processus est recommencé

jusqu'à ce que l'état atteigne un cluster. Dans notre cas, les réponses successives

mènent au clusters2_ 1, qui est donc le modèle choisi pour l'état numéro2 de notre

trigraphe inconnu. La procédure recommence ensuite pour les autres trigraphes.

La capacité des arbres de traiter des trigraphes non vus a ététrès utile pour

nos expériences sur le français, l'anglais et l'arabe. Les lexiques d'apprentissage et

de test étant souvent di�érents, plusieurs centaines de nouveaux trigraphes devaient

être modélisés.

Conclusion du chapitre 3

Dans ce chapitre, nous avons présenté en détail notre système original de modé-

lisation de caractères en fonction de leur contexte. Les HMMs ne modélisent plus

des caractères isolés mais des trigraphes. Les trigraphes sont la représentation d'un

caractère dépendant de ses caractères voisins : dans le mot �Monsieur �, le caractère

n entouré à gauche d'uno et à droite d'un s est le trigrapheo � n + s. L'idée de la

modélisation de caractères en fonction de leur contexte vient du constat simple que

la forme d'un caractère varie en fonction de son voisinage. On souhaite alors pouvoir

modéliser ces variations a�n d'obtenir des modèles les plusprécis possibles et donc

d'améliorer les performances de notre reconnaisseur.

La modélisation de trigraphes est cependant synonyme d'uneaugmentation consi-

dérable du nombre de modèles à calculer. En e�et, tous les trigraphes présents dans

le lexique d'apprentissage doivent être modélisés. Expérimentalement, on observe

que pour un lexique de plusieurs milliers de mots, le nombre de trigraphes à calculer

se compte aussi en milliers (cf. Chapitre 4) alors que l'alphabet contient au plus une

centaine de caractères di�érents. Cela signi�e que le nombre de paramètres HMMs

est multiplié par dix au moins par rapport à un système générique. De plus, étant

donné que la majorité des trigraphes ont peu d'exemples dansl'ensemble d'appren-

tissage, une méthode doit être trouvée pour réduire le nombre de paramètres.
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Dans notre système, nous proposons une approche originale pour la réduction du

nombre de paramètres : le clustering d'états. Ce type de clustering consiste à calculer

des clusters indépendamment pour chaque position d'état des HMMs de trigraphes

centrés sur un caractère donné ; chaque état du trigraphe centré sur le caractère

prend son modèle dans l'un des clusters correspondant à sa position et au caractère

central. L'originalité de notre approche réside dans l'utilisation d'arbres binaires de

décision pour le calcul des clusters d'états. Un arbre est dé�ni pour chaque numéro

d'état de tous les caractères centraux existants. Les noeuds des arbres sont scindés

en deux par des questions binaires sur les contextes gauche et droit pouvant être

présents dans un trigraphe et leurs feuilles sont les clusters d'état. Pour construire

les arbres, nous avons créé un ensemble de questions binaires pour le latin et l'arabe

à partir de nos connaissances et obervations morphologiques sur ces deux écritures.

L'avantage de l'utilisation d'arbres de décision pour le clustering est qu'ils per-

mettent de gérer des lexiques de décodage contenant des motset donc des trigraphes

non vus lors de l'apprentissage : par construction, il est possible d'associer à chacun

des états de ces trigraphes un cluster (il su�t de � descendre� dans l'arbre associé

à chaque position et au caractère central en répondant aux questions binaires). Le

trigraphe est alors associé à un modèle appris et peut être utilisé dans un mot du

lexique de décodage.

Nous verrons dans le prochain chapitre que les expériences conduites sur diverses

bases de données montrent l'intérêt de la modélisation de caractères en fonction

de leur contexte. Pour le français, l'anglais et l'arabe, cette modélisation améliore

systématiquement les performances du système.
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Chapitre 4

Application du système dynamique

sur le français, l'anglais et l'arabe

Introduction

Ce chapitre est consacré à l'illustration des idées développées dans les précédents

chapitres par des expériences sur des bases de données publiques : la base de cour-

riers manuscrits français Rimes [4, 63], la base en anglais IAM [110] et la base de

documents manuscrits arabes de l'évaluation OpenHart [74]. Dans chacune de ces

bases, nous présentons nos résultats pour la tâche de reconnaissance de mots iso-

lés. Nous utilisons le logiciel HTK [169] pour l'apprentissage et le décodage de nos

modèles.

La base Rimes nous sert de base de référence. A travers les expériences menées

sur cette base, nous montrons en Section4.1 comment nous avons établi et optimisé

l'extraction de caractéristiques sur les images, choisi latopologie des modèles HMMs

de caractères et surtout comment nous avons utilisé les modèles en contexte proposés

au Chapitre 3. Les résultats de notre système original pour les ensembles de test

des compétitions 2009 et 2011 sont ensuite présentés et comparés aux performances

d'autres systèmes de l'état de l'art.

Les étapes d'élaboration du système à base de HMMs contextuels sont détaillés de

manière exhaustive sur la base Rimes a�n d'illustrer notre démarche. Celle-ci étant

identique pour toutes les bases de données sur lesquelles nous avons testé notre sys-

tème, nous ne donnons que les détails essentiels de chaque étape pour la base IAM

dans la Section4.2 et pour la base OpenHart en Section4.3. Pour cette dernière,
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nous avons dû prendre en compte les spéci�cités de l'écriture arabe (qui di�ère sur

certains points de l'écriture latine) a�n de construire nosmodèles. Ces spéci�cités

sont introduites dans la Section4.3.1avant la présentation des résultats sur la base

OpenHart (Section4.3.3). Finalement, nous élargissons la portée de notre système

de reconnaissance de mots à la reconnaissance de lignes grâce à l'indroduction de

modèles de langage dans notre classi�eur arabe (Section4.3.5). Ceux-ci nous per-

mettent d'améliorer signi�cativement nos résultats sur labase OpenHart et ouvrent

la discussion sur les nouvelles possibilités d'amélioration de notre système.

4.1 Illustration de la mise en place complète du sys-

tème en contexte avec la base Rimes

Dans cette Section, nous développons en détail la mise en place d'un système

à base de HMMs en contexte pour la reconnaissance de mots manuscrits. Pour

illuster cela, nous utilisons la base de données Rimes, que nous présentons en Section

4.1.1. Dans un premier temps, un système robuste à base de HMMs classiques est

construit : les paramètres d'extraction de caractéristiques sont optimisés (Sections

4.1.2, 4.1.3et 4.1.4) et la topologie optimale des modèles est évaluée (Section4.1.5).

Une fois ce système mis en place, le système présenté au Chapitre 3, à base de HMMs

en contextes est construit, utilisant les caractéristiques et la topologie optimisée

du système HMM simple (Section4.1.6). En�n, une fois les paramètres �naux du

système choisis sur une base de validation, nous évaluons nos deux systèmes sur une

base de test (Section4.1.8) et comparons leurs résultats ainsi que leur combinaison

aux autres systèmes de l'état de l'art (Sections4.1.7, 4.1.9et 4.1.10).

4.1.1 La base de données Rimes

La base de données Rimes a été rendue disponible en 2006 [4]. Des exemples sont

donnés sur la Figure4.1. Elle rassemble plus de12500documents manuscrits écrits

par environ 1300volontaires. Elle a été créée pour répondre au besoin récurrent de

bases complètes d'images propres et de taille su�sante. Aucune contrainte n'a été

imposée aux scripteurs, les documents sont donc très variables, ce qui rend la base

réaliste. A partir des documents collectés, il est possibled'évaluer des systèmes de

reconnaissance de logo, d'analyse de structure de texte et de reconnaissance de mot,
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Fig. 4.1 � Exemple de courrier de la base Rimes et d'images de mots extraites de
ce courrier.

caractère, ligne ou paragraphe. Notre travail se concentresur la reconnaissance de

mots isolés. Des campagnes d'évaluation ont eu lieu depuis 2007, ce qui permet de

comparer nos résultats à l'état de l'art.

Pour la mise en place de notre système (choix des caractéristiques, topologie

des HMMs par exemple), nous utilisons le découpage de la basede données et la

procédure d'évaluation de la campagne Rimes-ICDAR 2011, à laquelle nous avons

participé. L'ensemble d'apprentissage est composé de51738images de mots isolés

pour un lexique de4942mots di�érents. Un ensemble de validation de7464mots

issus d'un lexique de taille1612est donné. L'ensemble de test est quant à lui composé

de7776images de mots isolés. Dans les expériences présentées ci-après, sauf précision

contraire, les résultats sont donnés indépendamment de la casse (a = A) mais une

erreur sur un accent est comptée (a 6= à).

Pour l'apprentissage des modèles indépendants du contexte, nous avons distingué

78 caractères di�érents sur la base Rimes (nous n'avons créé de modèles que pour

les caractères ayant au moins un exemple dans l'ensemble d'apprentissage) :

� les 26 lettres de l'alphabet latin en majuscule,

� les 26 lettres de l'alphabet latin en minuscule,

� caractères accentués : À, à, ç, É, é, è, ê, ë, î, ï, ô, ù, û,

� 8 chi�res : les chi�res de 0 à 9, excepté le 0 et le 5, qui partagent leur modèle

respectivement avec O (o majuscule) et S (s majuscule)
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� 4 signes de ponctuation : le trait d'union (-), l'apostrophe ('), la barre oblique

(/) et le symbole degré (°).

Le 78�eme monographe est le modèle correspondant à l'espace entre deux mots, ca-

ractérisé par des colonnes successives de pixels de � fond blanc �.

4.1.2 Extraction des caractéristiques

Nous avons présenté notre extraction de caractéristiques géométriques, statis-

tiques et directionnelles au Chapitre 2, Section2.1. Les caractéristiques présentées

dépendent de deux paramètres : la largeur de la fenêtre glissante w (en pixels) et

le décalage entre deux fenêtres consécutives� . Dans cette Section, nous évaluons

les meilleurs paramètres possibles pourw et � , pour construire un reconnaisseur

robuste.

Nous avons fait varierw entre w = 5 pixels et w = 14 pixels et � tel que

� � w=2. A�n d'accélerer la procédure et d'éliminer les valeurs dew et de � donnant

les moins bons résultats, nous avons dans un premier temps fait des expériences sur

un nombre d'images restreint : nous avons isolé une sous-base de10000images de la

base d'apprentissage et une de2000images de la base de validation. Ensuite, nous

avons procédé à des apprentissages rapides de modèles HMMs simples, où chaque

caractère est modélisé par le même nombre d'états et où les états sont représentés

par des mélanges de 5 gaussiennes. Les modèles des caractères de ponctuation ont un

nombre d'états inférieur (�xé à S = 4) et ils ont aussi un mélange de 5 gaussiennes

par état. La Table 4.1 donne les taux de reconnaissance pour chaque ensemble de

caractéristiques extrait. Le lexique utilisé pour le décodage est le lexique de la base

de validation de Rimes, de1612mots.

La Table 4.1nous montre que les fenêtres d'extraction trop larges (w > 10pixels)

donnent de moins bons résultats que les fenêtres plus étroites et que des valeurs de�

trop larges détérioraient les résulats (� � 4). Nous concentrons donc notre recherche

sur des fenêtres dont la largeur varie entrew = 5 et w = 9 pixels, pour � � 3. Pour

chaque couple (w, � ), nous renouvelons alors l'expérience e�ectuée avec le meilleur

� d'après la Table 4.1 mais cette fois-ci en utilisant les bases d'apprentissage et

de validation complètes de la base Rimes. La Table4.2 donne les résultats d'un

décodage pour un nombre d'états �xe par HMM de caractère et unmélange de 5

gaussiennes par état. Le lexique utilisé pour le décodage est toujours celui de la base

de validation, de taille 1612.
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paramètres w et � nombre d'états taux de
des HMMs reconnaisance

w = 5 � = 2 16 67.5%
w = 6 � = 2 16 66.15%
w = 6 � = 3 13 65.05%
w = 7 � = 3 13 64.0%
w = 8 � = 3 13 63.75%
w = 8 � = 4 10 58.7%
w = 9 � = 3 12 66.1%
w = 9 � = 4 10 58.45%
w = 10 � = 4 10 61.6%
w = 10 � = 5 8 60.2%
w = 11 � = 4 9 61.6%
w = 11 � = 5 8 59.0%
w = 12 � = 4 10 61.5%
w = 12 � = 6 6 52.1%
w = 13 � = 5 8 58.05%
w = 13 � = 6 6 53.65%
w = 14 � = 5 8 58.3%
w = 14 � = 7 6 52.85%

Tab. 4.1 � Comparaison de di�érentes valeurs dew et � pour l'extraction des carac-
téristiques sur unsous-ensemble de la base Rimes. Les HMMs de caractères ont
le même nombre d'états et un mélange de 5 distributions gaussiennes par état.

paramètres w et � nombre d'états taux de
des HMMs reconnaisance

w = 5 � = 2 16 68.14%
w = 6 � = 2 16 68.36%
w = 7 � = 3 13 67.02%
w = 8 � = 3 13 66.96%
w = 9 � = 3 12 69:52%

Tab. 4.2 � Comparaison de di�érentes valeurs dew et � pour l'extraction des ca-
ractéristiques sur la basecomplète Rimes. Les HMMs de caractères ont le même
nombre d'états et un mélange de 5 distributions gaussiennespar état. Ils sont appris
sur la base d'apprentissage de Rimes et testés sur la base de validation.
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caractéristiques taux de reconnaissance
géométriques et statistiques 67.19%
directionnelles 64.11%
géométriques, statistiques et directionnelles 69:52%

Tab. 4.3 � Comparaison de di�érents ensembles de caractéristiques avecw = 9, � = 3
et S = 12. Les HMMs de caractères ont le même nombre d'états et un mélange de
5 distributions gaussiennes par état. Ils sont appris sur labase d'apprentissage de
Rimes et testés sur la base de validation.

D'après les résultats obtenus,nous choisissons les paramètres w = 9 pixels,

� = 3 pixels, donnant 34 caractéristiques di�érentes. Le nombre d'états

émetteurs optimal par caractère est S = 12 et S = 4 pour la ponctuation.

Intérêt de l'ajout des caractéristiques directionnelles. Nous avons proposé

au Chapitre 2, Section2.1.1, d'ajouter aux caractéristiques géométriques et sta-

tistiques des caractéristiques directionnelles issues des SIFT. Les résultats donnés

précédemment les utilisent mais nous souhaitons montrer ici que l'ajout de carac-

téristiques directionnelles améliore les résultats du système. La Table4.3 donne les

résultats de chaque ensemble de caractéristiques pris séparément et les compare au

résultat obtenu en les assemblant, pour les mêmes conditions que celles établies

ci-dessus (w = 9, � = 3 et S = 12).

On voit que les caractéristiques directionelles seules donnent des résultats infé-

rieurs aux caractéristiques géométriques et statistiquesmais leur ajout à ces der-

nières permet au taux de reconnaissance sur la base de validation de Rimes de

passer de 67.19% à 69.52%, soit une réduction relative de mots mal reconnus de

3.5%. Un test de t-Student apparié démontre que cette di�érence de performances

est statistiquement signi�cative avec un taux de con�ance de99:9%1. Ceci légitimise

l'utilisation de l'ensemble de caractéristiques proposé au Chapitre 2, Section2.1.1.

1La valeur critique du test de Student entre les caractéristiques complètes et les caractéristiques
directionnelles seules est de10:16 et elle est de 5:28 avec les caractéristiques géométriques et
statistiques seules. Le seuil critique du test de Student pour un taux de con�ance de 99:9% et
pour un nombre d'échantillons supérieur à 1000 est de3:291, soit largement inférieur aux valeurs
trouvées.
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type de nombre de taux de
régression caractéristiques reconnaissance
pas de régression 34 69.52%
régression du1er ordre 68 73:16%
régression du1er + 2nd ordre 102 72.72%

Tab. 4.4 � Utilisation de régression sur les caractéristiques. Les HMMs de caractères
ont le même nombre d'états (12) et un mélange de 5 distributions gaussiennes par
état. Ils sont appris sur la base d'apprentissage de Rimes et testés sur la base de
validation.

4.1.3 Caractéristiques dynamiques

Nous avons proposé au Chapitre 2, Section2.1.2, d'ajouter de l'information sur

les caractéristiques en utilisant une régression. Nous avons utilisé les paramètres

optimaux pour l'extraction de caractéristiques obtenus précédemment (w = 9 et

� = 3) et un nombre d'états émetteurs �xe par caractère égal à 12 a�n d'évaluer

l'in�uence de cette régression sur les performances du reconnaisseur. Les résultats

pour un mélange de 5 gaussiennes par état est donné dans la Table 4.4.

On voit que l'ajout d'une régression du1er ordre permet au taux de reconnais-

sance de passer de 69.52% à 73.16% sur la base de validation deRimes, ce qui

représente un gain relatif de 5.2%. L'ajout en sus d'une régression du2nd ordre

apporte quant à elle une amélioration de 4.6% en relatif par rapport à un système

sans régression. Si l'amélioration obtenue pour l'ajout d'une régression du2nd ordre

est moindre, la di�érence de performances entre la régression du 1er ordre et la ré-

gression du1er et du 2nd ordre n'est pas statistiquement signi�cative2. Cependant,

l'ajout d'une régression du2nd ordre augmente le nombre de paramètres à calculer

et ralentit le processus d'apprentissage et de décodage : elle ne sera donc pas utilisée

par la suite.

A la suite de ces expériences,nous choisissons donc de conserver une ré-

gression du premier ordre sur notre ensemble de caractéristiques, ce qui

amène les vecteurs de caractéristiques à être de dimension 2 � 34 = 68 .

2La valeur critique du test de Student entre la régression du1er ordre et la régression du1er et
du 2nd ordre est de0:40. Elle est largement inférieure au seuil critique pour un taux de con�ance
de 99:9% (3:291) ainsi qu'au au seuil pour un taux de con�ance de95% (1:96).



78 Chapitre 4

4.1.4 Analyse en composantes principales

Dans le Chapitre 2, Section2.1.3, nous avons présenté le principe de réduction

de dimension des caractéristiques grâce notamment à une analyse en composantes

principales. Nous avons e�ectué cette analyse sur le même jeu de données que celui

utilisé jusqu'à présent, c'est-à-dire les bases d'apprentissage et de validation de la

campagne Rimes 2011.

Nous avons évalué les paramètres de projection de l'analyseen composantes

principales sur une sous-partie de l'ensemble d'apprensissage (30% des données, soit

plus de 15000images de mots, correspondant à5e05 vecteurs de caractéristiques

environ). Nous avons ensuite projeté les données selon les valeurs trouvées. Nous les

avons projetées sur un nombre variable de dimensions a�n de étudier l'in�uence du

pourcentage d'information utile conservée sur les performances du système.

En ce qui concerne les caractéristiques dynamiques obtenues par régression, nous

avons procédé à deux expériences : dans la première, la PCA est calculée sur lesn ca-

ractéristiques initiales, puis une fois les données projetées une régression est calculée.

C'est le procédéPCA-reg. Dans la deuxième expérience, nous calculons la PCA sur

les caractéristiques avec régression, donc2n dimensions, et mettons leur projection

en entrée du système (sans régression supplémentaire) : c'est le procédéreg-PCA.

Pour chacun des procédés, les deux systèmes issus de di�érentes projections sont

illustrés sur la Figure 4.2 et comparés à un système sans PCA. Pour chacune des

projections, le pourcentage d'information conservé est donné en abscisse et la dimen-

sion des caractéristiques est donnée par les barres verticales qui suivent les valeurs

de l'ordonnée de droite. Pour le procédéPCA-reg, le nombre �nal de dimensions est

donné, égal au double de la dimension de la projection.

Les résultats obtenus permettent de constater qu'il est possible de réduire la

dimension des vecteurs de caractéristiques en entrée du système sans trop perdre en

performance : pour le procédéreg-PCA, le système avec 13 dimensions, soit plus de

5 fois moins que le système initial, fait perdre moins de 1% demots bien reconnus au

système, ce qui est très peu au vu de la réduction du nombre de dimensions. Nous

constatons aussi qu'il est plus avantageux de calculer une régression sur les carac-

téristiques avant la PCA. Nous interprétons cela en rappelant que, si le but d'une

régression est d'ajouter de l'information sur les fenêtresavoisinantes dans la fenêtre

courante, elle ajoute unecorrélation temporelle entre les dimensions : une projection

après analyse en composantes principales permet de conserver l'information de la
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Fig. 4.2 � Application d'une ACP sur les caractéristiques avant et après régression
avec un pourcentage variable d'information conservée pourles projections. Les barres
verticales représentent les dimensions de chaque système.Les HMMs de caractères
ont le même nombre d'états (12) et un mélange de 5 distributions gaussiennes par
état. Ils sont appris sur la base d'apprentissage de Rimes et testés sur la base de
validation.
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procédé nombre de dimensions % information temps moyen de
conservées conservée décodage

pas de PCA 68 100% 590ms
PCA-reg 18 (9x2) 81.1% 500ms
reg-PCA 13 77.9% 470ms

Tab. 4.5 � Comparaison du temps moyen de décodage d'un mot entre systèmes
avec et sans PCA. Les HMMs de caractères ont le même nombre d'états (12) et un
mélange de 5 distributions gaussiennes par état. Le décodage est e�ectué avec un
lexique de1612mots sur la base de validation de Rimes.

régression tout en éliminant l'e�et de corrélation.

On constate aussi que les systèmes réduits sont plus avantageux au niveau du

temps de décodage moyen d'un mot (voir Table4.5) : il est toujours intéressant

d'accélérer le processus de décodage d'un système, surtoutlorsque celui-ci doit trai-

ter un grand nombre de données. Dans les résultats présentéspar la suite, nous

n'utiliserons cependant pas des caractéristiques avec PCAcar nous souhaitons ob-

tenir les meilleures performances possibles du système en vue de participer à des

compétitions.

4.1.5 Choix de la topologie des HMMs de caractères sans

contexte

Nous avons présenté dans le Chapitre 2, Section2.3 un processus itératif per-

mettant de choisir un nombre d'états optimal pour chaque HMMde caractère dans

un système sans contextes. Nous présentons ici les résultats de ce processus sur le

système développé dans les sections précédentes. Dans cette Section, nous établirons

aussi le nombre optimal de gaussiennes dans les mélanges à chaque état. Ce nombre

sera ensuite utilisé dans toutes nos expériences sur la baseRimes.

L'algorithme proposé donne la distribution d'états émetteurs pour les caractères

suivants :

� les majuscules, la barre oblique ainsi que les minusculesm, n, v et w ont 14

états,

� les autres minuscules ont 10 états,

� les autres modèles de ponctuation conservent leur nombre d'états initial (4).

Cette modi�cation de la topologie des caractères permet de gagner en relatif 0.3%

de mots bien reconnus sur la base de validation de Rimes, c'est-à-dire de passer de



A-L. Bianne Bernard 81

73.16% à 73.35% de reconnaissance sur cette base. Cette augmentation n'est pas

importante pour la base Rimes mais mérite d'être notée. Commenous le verrons

plus tard (Section 4.3), l'adaptation de la topologie des modèles aux caractères

apporte beaucoup à la reconnaissance de mots manuscrits arabes.

Pour �nir, nous établissons le nombre optimal de gaussiennes dans les mélanges

de chaque état. La Figure4.3 illustre l'in�uence du nombre de gaussiennes sur le

taux de reconnaissance du système sur la base de validation de la base Rimes, ainsi

que sur le temps de décodage moyen d'un mot. D'après cette �gure, nous choisissons

de �xer le nombre de gaussiennes dans chaque mélange à 32, ce qui représente un bon

équilibre entre temps de traitement et taux de reconnaissance et, surtout, un plateau

en terme d'augmentation des performances. De plus, 32 gaussiennes est un nombre

su�samment peu élevé pour nous assurer d'éviter le problèmedu sur-apprentissage

et su�samment grand pour assurer la robustesse du système.

Le taux de reconnaissance de ce système, à base de HMMs classiques ,

est alors de 81.02% pour la base de validation de Rimes. Ce chi�re est le

chi�re �nal du système présenté au Chapitre 2. Il nous servira de point de com-

paraison avec le système présenté au Chapitre 3 à base de HMMsde caractères en

contexte. Tous les paramètres utilisés jusqu'ici (paramètres d'extraction de caracté-

ristiques, topologie du modèle) sont �xés pour la suite et conservés pour être utilisés

par le système en contexte.

4.1.6 Le système avec modèles en contexte

Les Sections précédentes ont permis de mettre en place un système e�cace de

reconnaissance de mots sur la base Rimes à base de HMMs de caractères. Les carac-

téristiques extraites sont un mélange de caractéristiquesgéométriques, statistiques

et directionnelles, sur lesquelles est appliquée une régression du premier ordre. Avec

ces caractéristiques, la topologie optimale des HMMs pour chaque caractère a été

établie, ainsi que le nombre de gaussiennes dans les mélanges de chaque état. Main-

tenant que ce système stable et performant est en place, nouspouvons entamer

l'élaboration du système avec modèles en contexte, basé surcelui-ci.

Comme nous l'avons présenté au Chapitre 3, la construction du système HMM

en contexte commence par la duplication des modèles HMMs de chaque caractère,

appris indépendamment de leur contexte. Pour la duplication, les modèles de mono-

graphes avec un mélange d'une seule gaussienne par état sontutilisés. Pour chaque
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Fig. 4.3 � In�uence du nombre de gaussiennes dans les mélanges de chaque état
sur la reconnaissance et le temps de décodage par image de motpour le système à
base de HMMs classiques, appris sur la base d'apprentissagede Rimes et testé sur
la base de validation.
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caractère, son HMM est dupliqué dans chaque trigraphe dont le caractère central

lui correspond. Ensuite, les matrices de transition sont partagées de sorte qu'une

seule matrice est dé�nie pour chaque caractère (central) donné, soit 77 sur la base

Rimes (le modèle du silence n'est pas contextualisé). Deux itérations de l'algorithme

d'apprentissage sont alors e�ectuées sur cette nouvelle construction pour poser les

bases du système en contexte. Au total, la base d'apprentissage de Rimes comprend

5168trigraphes di�érents donc cette première étape a estimé lesparamètres de ces

5168trigraphes.

L'intérêt de l'approche avec modèles en contexte réside dans le fait qu'il est

possible de faire un partage de paramètres ou plus précisément un partage d'états,

décrit au Chapitre 3. Ce partage se fait à l'aide d'arbres binaires de décision qui

répartissent les états dans des clusters. Un arbre est dé�nipour chaque position

d'état de chacun des caractères centraux di�érents des trigraphes présents dans la

base Rimes (au nombre de77). La construction des arbres se fait en trouvant pour

chaque noeud la questionq� maximisant la vraissemblance� L(q) de scission du

noeud en deux feuilles. La scission s'e�ectue alors si et seulement si :

� � L(q� ) est supérieur à un seuil dé�ni nommé� Lmin . Si, quelle que soit la

question q, � L(q) < � Lmin , alors le noeud n'est pas scindé et devient un

cluster.

� pour chaque feuille, le taux d'occupation d'états est supérieur à un seuil donné

� min . Ce seuil permet d'avoir des clusters de taille su�sante et donc des états

correctement estimés.

Il nous faut alors rechercher les paramètres� Lmin et � min optimisant la répar-

tition des clusters et donc l'apprentissage des modèles en contexte. Nous avons fait

varier ces paramètres et construit autant de systèmes avec HMMs de caractères

en fonction de leur contexte que de couples évalués. Pour plus de rapidité, nous

avons choisi de �xer le nombre de gaussiennes par mélange à 5 pour e�ectuer notre

comparaison. La Figure4.4 illustre l'in�uence des valeurs de� Lmin et � min sur le

nombre �nal d'états (clusters) dé�nis par les arbres de décision et donc appris par

le système. On constate sur cette Figure que plus� Lmin ou � min est élevé, moins

le nombre total de clusters est grand, c'est-à-dire moins ily a d'états di�érents et

donc de calculs à e�ectuer. Ceci signi�e un apprentissage plus rapide certes mais

une réduction trop forte du nombre d'états risquerait d'annuler l'apport donné par

la modélisation en contexte des HMMs de caractère.

Pour chaque couple (� Lmin , � min ), nous avons alors évalué les performances du
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(cluster) est un mélange de 5 distributions gaussiennes.

système appris sur la base de validation de Rimes. Or, nous avons compté plus de

350 nouveaux trigraphes présents dans le lexique de validationet non dans celui

d'apprentissage. Grâce aux arbres de décision précédemment calculés (une forêt

d'arbres est dé�nie pour chaque couple (� Lmin , � min )), nous avons pu allouer des

modèles à ces nouveaux trigraphes, non appris (cf Section3.2.3). Ceci constitue

l'une des grandes forces du système à base de modèles en contexte : n'importe quel

lexique peut être utilisé pour l'évaluation pourvu qu'il dépende du même alphabet

que le lexique d'apprentissage. La Figure4.5 montre donc l'in�uence du nombre

d'états �xé par le couple (� Lmin , � min ) sur le taux de reconnaissance sur la base de

validation. Chaque point représente un couple (� Lmin , � min ) donné.

Comme indiqué sur la Figure4.5, nous avons choisi la paire (� L min = 1000 ,

� min = 200 ) pour notre système �nal. Ces paramètres représentent le meilleur équi-

libre entre le taux de reconnaissance (79:1% pour 5 gaussiennes sur la base de vali-

dation), le temps de calcul des clusters et celui pour le décodage. Le système choisi

dé�nit un total de 2513états di�érents. Au vu du faible nombre d'états di�érents
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par rapport aux trigraphes présents dans la base d'apprentissage, certains trigraphes

se trouvent partager exactement les mêmes états. Le nombre de trigraphes di�érents

diminue donc aussi. Pour notre système, ce nombre passe de5168à 1684sur la base

d'apprentissage.

Pour �nir, nous avons augmenté le nombre de gaussiennes dansles mélanges de

chaque état àNG = 32 (nombre optimal évalué sur les monographes).Le taux de

reconnaissance �nal de notre système en contexte sur la base de validation

de Rimes 2011 est donc de 83.32%.

4.1.7 Comparaison avec l'état de l'art - 2009

Le résultat précédemment obtenu sur la base de validation deRimes nous permet

de nous comparer aux autres systèmes de l'état de l'art. En e�et, une compétition

internationale a eu lieu en 2009 sur la base Rimes lors de la conférence ICDAR [76] et

la base de test de cette compétition est la base de validationque nous utilisons cette

année, en 2011 (voir Grosicki et El-Abed [64]). La Table 4.6 montre la performance

de notre système par rapport aux systèmes présentés lors de cette compétition, y

compris les systèmes que nous avions présentés à l'époque : le système CD 2009, à

base de modèles en contexte (les caractéristiques et l'optimisation étaient di�érents

de ceux présentés dans ce manuscrit) et lesystème combiné 2009, produit d'une

combinaison de systèmes HMMs et d'un système hybride HMM/NNélaboré par

A2iA. Les taux donnés dans la Table4.6 pour ces deux systèmes di�èrent des taux

présentés dans [64] car à l'époque nos systèmes HMMs (CI et CD) ne modélisaient

pas les accents. Nous avons donc réentraîné ces systèmesdans les mêmes conditions

que celles des systèmes HMMs utilisés pour la compétition mais en ajoutant cette

fois les accents dans notre lexique. Les taux de la Table4.6 réfèrent donc à cette

correction (voir Kermorvant et al. [80]).

Deux lexiques di�érents sont proposés pour le décodage : le lexique de la base de

validation, contenant 1612 mots et un lexique plus large de 5334 mots. Le lexique

de 1612 mots correspond exactement à tous les mots présents dans l'ensemble de

validation tandis que le lexique de 5334 mots correspond à l'ensemble du vocabu-

laire d'apprentissage et de validation. Dans les deux cas, la couverture des mots

présents dans l'ensemble des données testées est complète (pas de OOV � mots hors

vocabulaire).

Le système présenté par l'UPV (Universidad Politecnica de Valencia) (Zamora-



A-L. Bianne Bernard 87

taux de reconnaissance
système Lexique 1612 Lexique 5334
TUM 93.2% 91.0%
système combiné 2009 89.1% 85.3%
UPV 86.1% 83.2%
système CD 2011 83.3% 79.1%
SIEMENS 81.3% 73.2%
système CD 2009 80.4% 75.5%
IRISA 79.6% 74.7%
LITIS 74.1% 66.7%
ITESOFT 59.4% 50.4%

Tab. 4.6 � Comparaison des performances du système proposé à basede HMMs en
contexte avec les systèmes présentés à la compétition Rimes 2009 (base de validation
Rimes 2011)

Martínez et al. [170], España-Boqueraet al. [43]) est une combinaison basée sur des

votes de trois classi�eurs de type hybride HMM/NN. Les classi�eurs di�èrent par

le nombre d'états dans les HMMs et certains paramètres des réseaux de neurones.

En amont, une diminution du lexique de test est e�ectuée grâce à un classi�eur NN

holistique qui trie les images de mots en fonction de critères haut niveau (taille de

l'image, ratio, etc).

Le système présenté par Siemens est issu des travaux de Caesar et al. [19], Schambach

[146], Kaltenmeieret al. [79]. Il utilise le Hidden Markov Recognizer for Latin(HMR),

qui est la base du système de Siemens AG pour la lecture d'adresse. Les prétrai-

tements e�ectués sont comparables aux nôtres et les caractéristiques extraites par

fenêtres glissantes sont structurelles. Le système présenté par Siemens est aussi une

combinaison de sorties de plusieurs reconnaisseurs dont les di�érences résident dans

la topologie des modèles HMM [146].

Le système proposé par l'équipe IMADOC de l'IRISA est basé surdes HMMs à

densités continues. Le prétraitement des images est standard et les caractéristiques,

décrites dans [8], sont extraites par des fenêtres glissantes et dépendent des lignes

de base. Le nombre d'états par caractère varie en fonction deleur longueur.

Le Litis quant à lui propose un système à base de HMM multi-�ux[81]. Deux

ensembles de caractéristiques (l'un basé sur les contours,l'autre sur les densités de

pixels) sont extraits de deux fenêtres glissantes disctinctes. Chaque ensemble permet

la modélisation d'un système HMM correspondant à un �ux.
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Le système présenté par Itesoft utilise lesNon-Symmetric Half-Plane Hidden

Markov Model (NSHP-HMM) [25]. Ce modèle conjugue des champs de Markov aléa-

toires (Markov Random Field(MRF)) et un HMM, et travaille directement sur des

formes binaires. Par construction, leur système est insensible à la casse, ce qui dé-

tériore leurs résultats pour cette tâche.

Il faut noter que le résultat obtenu par notre système dépasse les performances

de la plupart des autres systèmes de la compétition basés surdes HMMs. Le sys-

tème de l'UPV a de meilleures performances (de l'ordre de 3%)mais il résulte de

la combinaison de plusieurs systèmes HMMs. Cependant nous dépassons en perfor-

mance certains systèmes combinés, comme le système de Siemens. Ce résultat est

très positif et nous permet de démontrer la capacité de la modélisation de caractères

en contextes à être utilisée pour la reconnaissante d'écriture manuscrite hors-ligne.

Il nous faut cependant compléter cette comparaison avec un dernier système

présent à la compétition ; le système gagnant, à base de Réseaux de Neurones Ré-

currents (RNN) et présenté par TUM (Technische Universität München), donne un

taux de reconnaissance remarquable, de 93.2%. Les deux principales di�érences entre

les RNNs et les HMMs sont d'une part que l'un utilise un apprentissage discrimi-

natif et l'autre génératif et, d'autre part, que les RNNs ne font pas d'hypothèse sur

l'indépendance des observations (contrairement aux HMMs)en faisant intervenir un

contexte élargi.

On voit dans la Table4.6 que nous avions aussi proposé une combinaison de sys-

tèmes pour la compétition de reconnaissance de mots. La combinaison de systèmes

est aujourd'hui l'une des méthodes les plus populaires pourobtenir les meilleurs

résultats, à condition de se baser sur des classi�eurs robustes [80, 37]. C'est pour-

quoi nous proposerons dans la Section4.1.9de combiner les sorties de nos systèmes

HMMs non seulement avec le système hybride proposé par A2iA,mais aussi avec les

RNNs. Ceci nous permet d'obtenir d'excellents résultats surla base de test Rimes

2011.

4.1.8 Evaluation sur la base de test

Les Sections précédentes nous ont permis de montrer de manière détaillée notre

protocole expérimental à l'aide de la base de validation de Rimes et d'établir deux

systèmes robustes de reconnaissance de mots manuscrits, l'un à base de HMMs

classiques, l'autre à base de HMMs de caractères dépendantsde leur contexte. Nous
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Système Ensemble Taux de reconnaissance
d'apprentissage (lexique 5744mots)

CI train ( 51739images) 75.2%
CI train+valid ( 59203images) 75.4%
CD train ( 51739images) 78.6%
CD train+valid ( 59203images) 79.2%

Tab. 4.7 � Comparaison des di�érents systèmes présentés (CI et CD), modélisant
les caractères en fonction de leur contexte ou non. Résultatssur la base de test de
Rimes 2011 contenant7776images.

pouvons maintenant évaluer ces deux systèmes sur la base de test de Rimes-ICDAR

2011, contenant7776images de mots.

La compétition 2011 ne propose qu'une expérience avec un grand dictionnaire

contenant 5744mots. Les modèles sont appris en distinguant la casse et les accents.

Le taux de reconnaissance est évalué sans prendre en compte la casse mais en res-

pectant les accents, conformément au protocole de la compétition Rimes-ICDAR

2011.

Pour rappel, le premier système (CI) modélise les caractères indépendamment de

leur contexte. Décrit dans le Chapitre 2, il présente un nombre variable d'états par

caractère et 32 distributions Gaussiennes par état. Le second système (CD) est celui

décrit dans le Chapitre 3, modélisant les caractères en fonction de leur contexte : les

trigraphes. Nous avons compté201nouveaux trigraphes présents dans la base de test

et non dans les bases d'apprentissage ou de validation. Les arbres de décision nous

ont permis de leur allouer des modèles d'états. Les paramètres du système CD ont

été �xés sur la base d'apprentissage (calcul et répartitiondes clusters, voir Section

4.1.6) mais pour l'apprentissage �nal des Gaussiennes de chaque état (après l'étape

de partage des paramètres), nous avons choisi d'ajouter lesdonnées de la base de

validation a�n d'améliorer nos performances.

Les résultats sont donnés sur la Table4.7. Pour chaque système (CI et CD),

nous montrons le taux de reconnaissance en ayant appris sur la base d'apprentissage

uniquement ou bien sur l'apprentissage et la validation.

Deux observations peuvent être tirées de la Table4.7 :

� D'une part, l'augmentation du nombre de données pour l'apprentissage permet

une amélioration des performances :0:2% pour le système CI et0:6% pour le

système CD. L'amélioration est statistiquement signi�cative pour le système
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CD avec un taux de con�ance de 95%3. Cela nous motive à poursuivre l'ajout

de données pour obtenir un meilleur apprentissage.

� D'autre part, on remarque que la modélisation des caractères en fonction de

leur contexte améliore considérablement les performances: le nombre d'erreurs

est diminué relativement de plus de 15% pour les systèmes appris sur le plus

de données. Ainsi, même si les systèmes dits 'CD' ont plus de paramètres à

calculer (2513états, au lieu de958 pour les monographes), ils obtiennent de

meilleurs résultats. Ceci est dû à la plus grande précision dans la modélisa-

tion des caractères mais aussi à la gestion de la taille des clusters d'états,

correctement paramétrée grâce à une étape de validation.

4.1.9 Combinaison de reconnaisseurs

La combinaison de classi�eurs est un moyen rapide et e�cace d'améliorer les

performances d'un système. Elle est utilisée avec succès dans un grand nombre de

domaines, tels la reconnaissance d'écriture bien sûr, maisaussi l'analyse de docu-

ment, l'imagerie médicale, la véri�cation biométrique (visage, empreintes digitales)

et la reconnaissance de la parole (voir Rahman et Fairhurst [140]).

Ayant à disposition deux systèmes distincts à base de HMMs pour la reconnais-

sance de mots isolés (l'un classique, l'autre à base de HMMs en contexte), nous avons

donc cherché à les combiner. Nous pouvons justi�er cette approche en observant les

statistiques données dans la Table4.8. Dans la première partie du tableau, le nombre

de mots de l'ensemble de test correctement ou incorrectement reconnus par les deux

classi�eurs est donné de manière conjointe (les mots mal reconnus par les deux sys-

tèmes, ceux bien reconnus par les deux systèmes ainsi que lesmots bien reconnus

par l'un et non par l'autre). On lit par exemple que478mots ont été bien reconnus

par le système CI mais ont engendré des erreurs pour le système CD. La deuxième

partie de la Table4.8 donne les taux de reconnaissance de ces deux systèmes en 1-,

10- et 50-best.

On voit sur la Table 4.8que même si les deux systèmes ont souvent tort ou raison

ensemble, ils ne sont pas d'accord sur478 + 777 = 1255mots, soit plus de16% de la

base de test. Or, chacun obtient un taux de mots bien reconnustrès élevé en10-best

et en 50-best. Ainsi, une combinaison de leurs sorties avec une réorganisation des

3Le seuil critique du test de t-Student entre les troisième etquatrième lignes de la Table 4.7 est
de 1.95.
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classi�cation des mots CI incorrect CI correct
CD incorrect 1137 478
CD correct 777 5384

taux de reco.n-best CI CD
1-best 75:4% 79:2%
10-best 94:2% 95:4%
50-best 97:5% 97:7%

Tab. 4.8 � Comparaison des performances des systèmes CI et CD sur la base de
test de Rimes 2011 en terme de nombre de mots bien ou mal classi�és par les
deux reconnaisseurs et en terme de taux de reconnaissance enn-best de chacun des
reconnaisseurs.

listes n� best pourrait permettre de récupérer la bonne réponse pour la plupart de

ces1255mots et donc d'améliorer les performances du reconnaisseur.

Pour cela, nous avons e�ectué une combinaison à base des scores des reconnais-

seurs : pour chacun d'eux, la liste desn sorties les plus probables est donnée, chaque

sortie étant associée à un score, normalisé entre 0 et 1 (la somme des scores desn

sorties fait 1). Disposant de ces deux listes de taillen, pour chaque mot présent dans

au moins l'une des deux listes, la somme des scores obtenus par chacun des systèmes

pour ce mot est calculée (le score vaut 0 pour un reconnaisseur si le mot considéré

n'est pas contenu dans san-best liste). On obtient �nalement une nouvelle liste de

sorties, de taille comprise entren et 2n. Le mot ayant le nouveau score le plus élevé

est le mot �nal reconnu.

Ce procédé nous a permis d'améliorer notre performance en passant de 79.2%

avec le système en contexte seul à 81.1% avec les deux systèmes combinés. L'amélio-

ration que nous obtenons est encourageante pour la combinaison de systèmes mais

nous espérons pouvoir encore gagner en performance en combinant nos sorties avec

celles d'autres reconnaisseurs. En e�et, d'après la Table4.8, même si la combinaison

des deux systèmes permettrait hypothétiquement de gagner jusqu'à 1255mots sup-

plémentaires bien reconnus,1137mots restent mal décodés par les deux systèmes

quoiqu'il arrive. Ainsi, encore14:6% de mots restent à reconnaître.

Dans [37], El-Abed et al. ont combiné les sorties des onze systèmes présentés

lors de la compétition ICDAR 2007 de reconnaissance d'écriture manuscrite arabe.

Leurs résultats montrent que la combinaison de systèmes estcertes le meilleur moyen

d'obtenir in �ne les meilleurs résultats mais surtout que celle-ci est d'autant plus

e�cace que les classi�eurs sont di�érents. Nous proposons donc de combiner nos
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système taux de reconnaissance
système CI 75.4%
système CD 79.2%
combinaison CI + CD 81.1%
combinaison CI + CD + graphm-A2iA 86.2%
combinaison CI + CD + graphm-A2iA + RNN 94.9%
(système o�ciel A2iA-Télécom ParisTech
pour la compétition Rimes 2011)

Tab. 4.9 � Résumé de nos résultats sur la base de test Rimes 2011.

deux systèmes à base de HMMs à d'autres systèmes, très di�érents.

Le premier système considéré pour être ajouté à la combinaison est un système

hybride HMM/NN développé par A2iA, basé sur une segmentation explicite de

mots en graphèmes [5, 80, 12]. Les probabilités d'observation sont calculées par un

réseau de neurones et la décomposition d'un caractère en graphèmes est modélisée

par un HMM de type Bakis. Le second système considéré est le système à base

de LSTM-MDRNN (RNN multidimensionnels) proposé dans [62], élaboré avec la

librairie publique donnée dans [71].

Les résultats obtenus suite à ces combinaisons sont donnés sur la Table 4.9. Cette

Table résume l'ensemble de nos résultats sur la base Rimes - ICDAR

2011. Elle permet de constater l'évolution des performances entre un système HMM

générique, un système HMM plus performant à base de modèles contextuels et la

combinaison de classi�eurs robustes et di�érents.

4.1.10 Comparaison avec l'état de l'art - 2011

Depuis la rédaction de ce manuscrit, les résultats o�ciels de la compétition de

reconnaissance de mots manuscrits français Rimes - ICDAR 2011 sont apparus (Gro-

sicki et El-Abed [65]). La Table 4.10 montre que le système combiné proposé dans

la Section précédente est arrivé en première place. Le système original à base de

HMMs contextuels est arrivé quant à lui premier parmi les systèmes non issus de

combinaisons, et troisième d'un point de vue général.

Le système proposé par Jouve est une combinaison d'un classi�eur à base de

HMMs gaussiens et d'un classi�eur de type Réseaux de NeuronesRécurrents, appris

sur la RNNLib. Le deux systèmes proposés par l'IRISA sont baséssur des HMMs à

densités continues (Guichardet al. [66]). Le prétraitement des images est standard
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système taux de reconnaissance
A2iA 94.87%
Jouve 87.47%
système CD 79.2%
IRISA(1) 78.59%
ParisTech 75.12%
IRISA(2) 74.54%

Tab. 4.10 � Comparaison des performances du système proposé à base de HMMs
en contexte et de sa combinaison avec d'autres reconnaisseurs avec les systèmes
présentés à la compétition Rimes 2011.

et les 60 caractéristiques, décrites dans [8], sont extraites par des fenêtres glissantes

et dépendent des lignes de base. Le nombre d'états par caractère varie en fonction

de leur longueur. Lors du décodage, les scores des mots sont réévalués au niveau

caractère par des SVMs. Les deux systèmes di�èrent par leur utilisation du lexique

lors du rescoring. En�n, le système de ParisTech est un système à base de HMMs

contextuels.

4.1.11 Bilan

Dans cette Section, nous avons développé en détail la mise enplace de notre

système à base de modèles HMMs en contexte et présenté nos résultats sur la base

de données Rimes. Les bases du système sont élaborées avec desHMMs de caractères

qui ne dépendent pas du contexte (topologie des modèles, choix des caractéristiques)

et une base de validation sert à optimiser la construction des arbres de décision pour

le système en contexte. Nous avons vu que le système originalque nous proposons

modélisant les HMMs de caractères en fonction de leur contexte permet de diminuer

relativement de plus de 15% le nombre de mots mal reconnus surla base de test

2011.

Lorsque nous comparons nos résultats à la compétition Rimes 2009, nous consta-

tons que notre système HMM est extrêmement compétitif par rapport aux autres

systèmes utilisant des HMMs - il arrive en troisième place, les première, deuxième et

troisième places étant occupées par des systèmes utilisantune combinaison de classi-

�eurs. Ainsi, en système seul, notre système à base de modèles en contextes dépasse

les autres systèmes HMM. Cependant, la comparaison à un autre classi�eur (basé sur

les LSTM-RNN) montre qu'il faut encore chercher à améliorer les systèmes HMMs.
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Dans le chapitre suivant, nous montrerons d'ailleurs l'unedes méthodes possibles

pour améliorer notre système. En�n, nous avons vu à la �n de cette Section que la

combinaison de classi�eurs permet d'améliorer considérablement les performances

d'un système. S'il est indispensable de construire les classi�eurs les plus robustes

possible, il est aujourd'hui incontournable de considérerla combinaison de classi-

�eurs pour construire le meilleur système possible. Grâce àce procédé, le système

proposé à base de HMMs contextuels, combiné à des reconnaisseurs di�érents (à

base de réseaux de neurones entre autres) est arrivé premierde la compétition IC-

DAR 2011 de reconnaissance de mots sur la base Rimes. (Il est aussi arrivé premier

pour la reconnaissance de lignes).

4.2 Résultats sur une autre base latine : la base

IAM

La base IAM (Marti et Bunke [110], Marti et Bunke. [107]) est aujourd'hui sou-

vent utilisée comme base de données pour l'évaluation de systèmes à l'état de l'art.

Aucune compétition o�cielle n'a eu lieu à ce jour mais, le nombre de laboratoires

utilisant cette base de données étant important, nous avonsjugé utile d'évaluer notre

système sur cette base a�n de prouver qu'il n'est pas spéci�que au français.

Nous avons travaillé sur la tâche � reconnaissance de mots isolés �. Pour l'élabo-

ration et l'évaluation de notre système, nous avons utiliséuniquement les images de

mots dont la segmentation était propre, soit74154images di�érentes, correspondant

à un vocabulaire de10212mots. La base est divisée en une base d'apprentissage de

46901images, deux bases de validation de6442et 7061 images respectivement et

une base de test de taille13750images. La base IAM étant une base de mots anglais,

nous n'avons pas modélisé de caractères accentués. Cependant, de nouveaux signes

de ponctuation ont du être modélisés :. , - " ' ( ) : ; ! ? / + . Nous avons appris un

total de 75 modèles de caractères.

Comme pour la base Rimes, nous avons dans un premier temps évalué le meilleur

ensemble de caractéristiques pour le système à l'aide d'un système appris sur la base

d'apprentissage et testé sur les bases de validation. Les valeurs optimales trouvées

sont w = 8 pixels et � = 4 pixels. Nous avons appliqué une régression sur les

caractéristiques puis évalué la meilleure topologie possible pour chaque caractère,

illustrée sur la Figure4.6.
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Fig. 4.6 � Mise en place du nombre d'états optimal pour chaque HMM de caractère
sur la base d'apprentissage de IAM.
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Système Ensemble d'apprentissage Taux de reconnaissance
CI train 66.82%
CI train+valid1+valid2 67.86%
CD train 67.91%
CD train+valid1+valid2 69.53%

Tab. 4.11 � Comparaison des systèmes présentés, modélisant les caractères en fonc-
tion de leur contexte ou non. Résultats sur la base de test de IAM contenant 13750
images.

Le taux de reconnaissance obtenu par le système sans contexte sur

les bases de validation est de 68.8%, avec un mélange de 20 gaussiennes

par état.

En nous basant sur ce premier système, nous avons construit ensuite le système

dynamique à base de HMMs en contexte, de la même manière qu'ila été présenté

pour la base Rimes. Nous avons déterminé les seuils optimaux� Lmin et � min pour

apprendre les modèles en contexte à l'aide des bases de validation. Les valeurs trou-

vées sont(� Lmin ; � min ) = (450; 50), dé�nissant un total de 3053clusters (états) et

2590modèles de trigraphes di�érents.

Une fois les seuils choisis, nous avons augmenté incrémentalement le nombre de

gaussiennes dans les mélanges dé�nissant chaque état àNG = 20 et avons évalué

le système sur les bases de validation. Avec ces modèles en contexte, nous obtenons

un taux de 70.2% de mots bien reconnus sur les bases de validation de IAM. Ceci

représente une augmentation de 2% en relatif par rapport au résultat d'un système

sans contexte appris sur les mêmes données.

Nous avons ensuite évalué nos modèles sur les13750images de la base de test

d'IAM. Pour cela, nous avons appris deux systèmes di�érents: le premier est le

système précédemment obtenu avec les seuils(� Lmin ; � min ) = (450; 50) donnant

un taux de 70.2% sur les bases de validation. Le second a été appris en ajoutant

les données des bases de validation pour l'apprentissage des clusters dé�nis par les

mêmes(� Lmin ; � min ). Les deux systèmes ont donc le même nombre de clusters

dé�nis et le même nombre de gaussiennes dans chaque mélange.Pour compléter

notre étude, nous avons aussi appris des modèles HMMs de caractère sans contexte

avec les mêmes paramètres que dé�nis plus haut mais en ajoutant les bases de

validation aux données d'apprentissage. Les résultats sont donnés sur la Table4.11.

Les résultats de la Table4.11 nous permettent d'a�rmer que l'utilisation de

modèles en contexte pour les systèmes de reconnaissance de mots à base de HMMs
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de caractères est très e�cace, quel que soit le langage. La réduction relative d'erreurs

entre les deux meilleurs systèmes - avec et sans contexte - est de 5.2%, ce qui

représente un gain non négligeable pour le système présenté. Un test de t-Student

apparié démontre que la di�érence de performances entre le système CI et le système

CD (tous deux appris sur train+valid1+valid2) est statistiquement signi�cative avec

un taux de con�ance de 99.9%4.

Le système que nous avons contruit pour la reconnaissance demots isolés sur la

base IAM est di�cilement comparable aux autres systèmes de l'état de l'art sur cette

base car notre protocole de décodage ne correspond pas au protocole habituellement

utilisé : le plus souvent, les résultats sont donnés sur les lignes de la base de test et

un modèle de langage calculé sur le LOB-corpus est utilisé. Un système cependant

donne des résultats sur une découpe de la base IAM proche la nôtre et un dictionnaire

similaire : le sytème de l'UPV [170, 43], qui a aussi participé à la compétition

Rimes 2009 [64]. Il est basé sur une combinaison de systèmes faite à partir des votes

de trois classi�eurs de type hybride HMM/NN. La combinaisonest accompagnée

d'une diminution du lexique de test avec un classi�eur NN holistique en amont du

décodage. Pour leurs expériences, Zamora-Martínezet al. [170] ont rassemblé la

base de test et une base de validation pour en faire leur ensemble de test. Ils ont

éliminé les mots mal segmentés ainsi que les mots contenant de la ponctuation et

ont obtenu le découpage suivant :41743images d'apprentissage,6313images pour la

validation, 17477images de test et un lexique contenant10199mots. Leur système

combiné obtient un taux de reconnaissance de77:9% sur leur ensemble de test. Si ce

résultat est di�cilement comparable à ce que nous obtenons avec le système proposé

à base de HMMs en contexte (système combiné, absence de ponctuation, ensemble

de tests et dictionnaire di�érents), nous avons cependant souhaité e�ectuer notre

propre combinaison de systèmes pour pouvoir comparer nos résultats à un certain

point. Nous avons combiné les sorties de trois reconnaisseurs : nos deux systèmes

HMMs (l'un indépendant du contexte et l'autre, contextuel)et un système hybride

HMM/NN à base de segmentation explicite d'un mot en graphèmes, élaboré par

A2iA [5]. Nous obtenons un taux de78:1% de mots bien reconnus [12] sur les13750

images de mots de la base de test d'IAM avec un lexique de taille 10212. Ce dernier

taux montre que nos résultats sont comparables à ceux de l'état de l'art.

4La valeur critique du test de Student entre les deux systèmesest de 4:80, soit largement
supérieure au seuil critique de3:291pour un taux de con�ance de99:9%et un nombre d'échantillons
supérieur à1000.
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Fig. 4.7 � Illustration de l'in�uence du contexte des caractèrespour l'écriture arabe.
Les trois mots ÕËAªË@, �H@XA’ �J�̄B@ðet 	á�J
’ Ë@ont été écrits par le même scripteur,
cependant les caractères laB , aaE et saM ont des formes di�érentes selon leur
contexte.

Nous avons donc montré dans cette Section que la modélisation de caractères en

fonction de leur contexte améliore les performances par rapport à un système HMM

générique et ce, quel que soit le langage utilisé (français/anglais).

4.3 Application du système sur l'écriture Arabe

Nous avons montré dans les sections précédentes que le système que nous pro-

posons à base de HMMs de caractères dépendant de leur contexte est performant

sur des bases d'écriture latine, que le langage soit le français ou l'anglais. Dans cette

section, nous généralisons ce constat à l'écriture manuscrite arabe.

Les trois mots de la Figure4.7montrent qu'il est pertinent d'utiliser des modèles

contextuels pour l'arabe. Ecrits par un même scripteur, ilsprésentent des formes

di�érentes pour les caractères• , Èet @selon le mot dans lequel ils sont écrits et

les caractères qui les entourent.

Nous verrons dans un premier temps les spéci�cités de l'écriture arabe par rap-

port à l'écriture latine que nous avons dû prendre en compte pour notre modélisation

(Section4.3.1). Ensuite nous présenterons la base OpenHart, proposée parle NIST

en 2010 dans le cadre du projet MadCat (Section4.3.3). Cette base est notre base

d'étude pour nos expériences sur l'écriture manuscrite arabe. Après avoir introduit

le système élaboré en 2010 et envoyé à la compétition OpenHart de reconnaissance

de mots arabes dans un document (Section4.3.4), nous discuterons de l'in�uence

des modèles de langage sur nos performances (Section4.3.5). En�n, nous étudie-

rons dans la Section4.3.6 l'in�uence de certaines des améliorations proposées dans

ce manuscrit sur un sous-ensemble de la base OpenHart. Ces dernières expériences

nous permettront de plani�er les recherches futures à e�ectuer sur la base Openhart

complète.
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4.3.1 L'écriture arabe

Tout comme le latin, l'arabe est une écriture cursive. Cependant, l'écriture arabe

est consonantique, ce qui signi�e que l'alphabet ne contient que très peu de voyelles

(trois) et que l'écriture utilise des signes diacritiques (traits ou points) représentant

des semi-voyelles ou voyelles courtes en remplacement. Selon leur position, les dia-

critiques peuvent radicalement changer le sens d'un caractère et donc le sens d'un

mot, ce qui rend le traitement de l'écriture manuscrite arabe di�cile. De plus, si

29 caractères di�érents sont dé�nis en arabe, la forme de certains caractères peut

changer selon leur position dans un mot : au début, au milieu ou à la �n d'un mot,

ou bien encore si ce sont des caractères isolés. En tout, 120monographesdi�érents

sont dé�nis pour l'arabe. Pour plus de détails, un bon récapitulatif des spéci�cités

de l'écriture arabe se trouve dans Amara et Bouslama [3].

L'utilisation d'un système HMM sans segmentation pour la reconnaissance de

l'arabe se justi�e par la forme que peuvent prendre certainscaractères. On observe

d'une part un fort chevauchement entre certains caractères, qui rend une découpe

presque impossible et, d'autre part, les ascendants (ou descendants) d'un caractère

qui peuvent s'étendre sur (ou sous) les autres caractères dumot auquel il appar-

tient : une segmentation aurait de fortes chances de couper le caractère de son sens

et ajouterait du bruit aux autres caractères. De plus, des coupures sont souvent

observées dans un mot en arabe, découpant le mot en pseudo-mots. Une approche à

base de fenêtres glissantes et surtout l'utilisation de modèles HMMs qui ont le pou-

voir d'absorber les variations de longueur d'un caractère sont d'autant plus justi�ées

pour cette écriture.

4.3.2 Les modèles en contexte pour l'arabe

Nous avons présenté au Chapitre 3 un système à base de modèlesde caractères

dépendants de leur contexte gauche et droit. En arabe, le sens de l'écriture étant de

droite à gauche, nous noterons par la suite, pour plus de simplicité, les caractères

encadrant une lettre comme � contexte précédent � (signe '-'dans notre notation)

et � contexte suivant � (signe '+' dans notre notation) au lie u de contextes gauche
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contexte
suivant (+)

contexte
précédent (-)

caractère
central

début de
caractère

fin de
caractère

Fig. 4.8 � Exemple de contexte précédant et suivant pour le caractèreJ
 dans le mot
ÉJ
	̄

et droit. Par exemple sur la Figure4.8 le caractèreJ
 dans le motÉJ
	̄est entouré par

	̄ (contexte précédent) et É (contexte suivant). Pour écrire les caractères arabes

aisément en ASCII, nous utilisons la translitération proposée pour la base de données

IFN-Enit [ 131]. Ainsi, sur l'exemple précédent, le trigraphe dé�ni se note : faB-

yaM+laE.

A�n de construire nos modèles HMMs contextuels, nous avons utilisé nos connais-

sances sur la forme des lettres et de leurs extrémités gaucheet droite. Nous avons

élaboré l'ensemble des questions binaires utilisées dans la construction des arbres de

clustering en suivant deux hypothèses :

� les caractères dont la partie �nale ont une forme de trait similaire auront

tendance à in�uer de la même manière sur le caractère centralsuivant

� les caractères dont la partie initiale ont une forme de trait similaire auront

tendance à in�uer de la même manière sur le caractère centralprécédent

Ainsi, les caractères arabes ayant une forme similaire [112] ont plus de chance d'être

rassemblés dans des questions. Des �ns de caractère similaires conduisent à des

regroupements dans des questions se rapportant au � contexte précédent � (P_QS)

et les débuts de caractères similaires à des questions sur le� contexte suivant �

(S_QS).
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Par exemple, les caractères	®, �®, 	­ , �‡ ont leur début (partie droite) qui se

ressemblent. Ils sont regroupés dans une question de type S_QS : { *+faM , *+kaM

, *+faE , *+kaE }. L'ensemble des questions créées pour l'écriture arabe peut être

trouvée en Annexe A.2.

4.3.3 La base OpenHart

La base OpenHart a été proposée en 2010 par NIST dans le but d'e�ectuer

une évaluation des systèmes de l'état de l'art sur une base manuscrite arabe de

très grande taille [74, 167]. Les données sont séparées en deux phases (Phase 1

et Phase 2), chacune possédant un ensemble d'apprentissage(Train_PhaseX), de

validation (DevTest_PhaseX) et de test (Eval_PhaseX). L'ensemble de test utilisé

pour la compétition est Eval_Phase2, dont les données n'ontété distribuées qu'au

moment de la compétition. Le nombre total d'images de mots contenues dans la base

OpenHart peut se compter en millions et correspond à un lexique d'une centaine de

milliers de mots :

� 758 936 images pour Train_Phase1,

� 84 405 images pour DevTest_Phase1,

� 48 342 images pour Eval_Phase1,

� 2 975 417 images pour Train_Phase2,

� 57 462 images pour DevTest_Phase2,

� 64 359 images pour Eval_Phase2,

soit un total de 3 988 921 images dans la base complète.

La qualité des images est variable : 25% des données sont écrites sur des pages

avec des lignes et 75% sur des pages blanches. De plus, si 90% des pages sont

écrites dans des conditions normales, il a été demandé à 5% des scripteurs d'écrire

rapidement et sans prendre soin de leur écriture. Quelques exemples de pages de la

base OpenHart sont donnés sur la Figure4.9. La tâche de reconnaissance proposée

s'annonce ainsi di�cile mais passionnante.

4.3.4 Présentation du système développé pour la compétitio n

OpenHart 2010

A�n de donner un aperçu de nos performances sur l'ensemble dela base Open-

Hart, nous présentons dans cette section la mise en place du système développé pour
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(a) exemple d'écriture sur une page avec des
lignes

(b) exemple d'écriture sur une page blanche

Fig. 4.9 � Exemples de pages manuscrites arabes de la base OpenHart
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la compétition OpenHart 2010 de reconnaissance de mots arabes. Pour la compéti-

tion, chaque image de page manuscrite a été fournie avec une annotation au format

XML donnant le découpage de la page en lignes et le découpage des lignes en mots.

Nous avions donc à notre disposition des images de mots isolés accompagnées de

leur localisation dans la segmentation de chaque ligne.

Le système élaboré pour la compétition 2010 a été appris sur les739849images de

mots de Train_Phase1 a�n d'accélérer l'apprentissage (nous ne disposions que d'un

mois pour élaborer un système et le soumettre). Les caractéristiques extraites sont

les caractéristiques statistiques et géométriques présentées dans la Section2.1. Les

caractéristiques directionnelles n'étaient pas encore incluses dans notre extraction.

Le nombre d'états par HMM a été �xé à 12 pour l'ensemble des caractères excepté

pour les caractères de ponctuation (4 états émetteurs) : l'adaptation de la topologie

à la longueur des caractères n'était pas encore incluse dansnotre système.

Le dictionnaire utilisé pour le décodage est le lexique constitué des 20000mots

les plus fréquents dans la base OpenHart. Il couvre 80% des mots présents dans le

lexique de l'ensemble de validation DevTest_Phase1. Une première évaluation nous

a permis de calculer quele taux de reconnaissance du système générique est

de 35.0% sur les 81948images de DevTest_Phase1.

Nous avons ensuite procédé à la modélisation de caractères en fonction de leur

contexte. Nous avons compté22183trigraphes dans l'ensemble d'apprentissage de

Phase1. L'utilisation des seuils(� Lmin = 500; � min = 200) nous a permis de générer

un total de 4950clusters d'états. De même que pour le latin, nous avons observé que

la diminution du nombre total d'états dé�nis conduit à des modèles de trigraphes

identiques car ils partagent pour chaque position d'état exactement les mêmes clus-

ters. Au total 3217trigraphes di�érents sont dé�nis à partir des 4950clusters.

Lors du décodage des trigraphes avec le lexique de20000mots, les arbres calculés

lors de l'apprentissage sont utilisés pour assigner des clusters aux états des trigraphes

non vus lors de l'apprentissage. Au total15897trigraphes sont comptés dans ce

dictionnaire dont plus de 2000 n'ont pas été appris. On voit bien, dans ce cas,

l'utilité du calcul des clusters d'état par arbres de décision. Finalement, le taux

de reconnaissance du système en contexte est de 38:4% sur l'ensemble

DevTest_Phase1, ce qui représente un gain relatif de 9.7% par rapport

au système générique.

Les taux obtenus montrent clairement que l'utilisation de modèles HMMs de

caractères dépendants de leur contexte améliore les performances. Cependant, com-
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parativement aux taux obtenus sur d'autres bases de données(Rimes, IAM) et qui

oscillent entre 70% et 85% (cf Sections4.1.6, 4.1.8et 4.2), le pourcentage �nal d'er-

reurs sur cette base semble élevé (plus de 60% des mots de la base de test sont

mal reconnus). Nous avons donc proposé d'améliorer nos performances à l'aide de

modèles de langage.

4.3.5 De l'utilisation de modèles de langage pour la recon-

naissance de lignes manuscrites arabes

Les modèles de langage visent à modéliser statistiquement un langage donné.

Ils associent une probabilité à une séquence de mots consécutifs permettant de sa-

voir a priori si la séquence est probable ou non. En général, pour la reconnaissance

de la parole ou de l'écriture, on utilise desn-grammes, c'est-à-dire des probabilités

d'enchaînement de deux, trois,: : : ou n mots [156]. Le calcul des probabilités peut

se faire entre autres par un simple comptage du nombre d'occurrences de chaque

expression dans un ensemble de données. Il existe d'autres techniques d'évaluation

des probabilités (avec des réseaux de neurones par exemple [10, 149]) et il est aussi

possible de grouper des mots dans des classes et d'évaluer uniquement les tran-

sitions entre classes [17, 85] mais une étude comparative des modèles de langage

utilisés en reconnaissance de la parole et de l'écrit n'est pas l'objet de ce travail.

Nous utiliserons donc dans nos expériences desn-grammes basés sur les comptages

d'occurrences d'expressions, réputés pour leur simplicité de mise en oeuvre et leurs

bonnes performances. L'outil SRILM [154] a servi a élaborer nos modèles de langage.

L'utilisation des modèles de langage en reconnaissance d'écriture s'inscrit généra-

lement dans le cadre de la reconnaissance de lignes. A�n d'être reconnues, les lignes

peuvent être segmentées et plusieurs options de segmentation peuvent être proposées

pour chaque ligne. Pour chaque option de segmentation, l'ensemble des pseudo-mots

découpés est traité dans le reconnaisseur et les lignes formées sont ensuite évaluées

par le modèle de langage. Cette stratégie étant dépendante d'une étape préliminaire

de segmentation de ligne, elle est souvent sujette à erreurs. Dans le cas de la base

de données MADCAT, nous avons à disposition la véritable segmentation des lignes

en mots, annotation e�ectuée par des opérateurs. Nous souhaitons pro�ter de cet

avantage pour observer directement l'in�uence des modèlesde langage sur notre

décodage.

La procédure de décodage avec modèles de langage que nous avons utilisée pour
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notre système envoyé à la compétition OpenHart 2010 est décrite maintenant. Dans

un premier temps nous avons choisi un dictionnaire pour le décodage. Celui-ci est le

lexique contenant les20000mots les plus fréquents dans la base OpenHart présenté

dans la section précédente. Pour chaque mot du dictionnaire, nous avons ensuite

compté tous les unigrammes, bigrammes et trigrammes associés à ce mot sur une

base de données prédé�nie. La base peut être soit la base d'apprentissage soit une

base externe. Nous avons choisi la base de données Arabic GigaWord [130] pour nos

expériences, base composée de documents contenant 850 millions de mots collectés

principalement sur des journaux. Lors du comptage, lesn-grammes associés à des

mots hors vocabulaire n'ont pas été pris en compte (le vocabulaire est dit fermé).

Une méthode de lissage de type Kneser-Ney est appliquée sur les trigrammes incon-

nus du test. Une fois le dictionnaire et le modèle de langage �xés, nous avons décodé

l'ensemble des mots du test avec notre système à base de HMMs contextuels présenté

dans la section précédente. Le décodage est lancé en 50-best, c'est-à-dire que pour

chaque image de mot, les 50 meilleures sorties sont données avec un score de recon-

naissance. Les scores sont normalisés entre 0 et 1 et sommentà 1 pour chaque image

de mot. Ligne par ligne et mot par mot, les sorties 50-best sont ensuite enchaînées

pour reconstituer des options de reconnaissance de ligne. Finalement, le modèle de

langage repondère l'ensemble des scores obtenus selon la probabilité d'occurrence de

chaquen-gramme. La pondération est guidée par unlanguage model scaling factor

qui permet la combinaison e�cace des scores de reconnaissance avec les probabilités

desn-grammes. Sa valeur optimale est trouvée à l'aide d'une basede validation. La

pondération e�ectuée par le modèle de langage permet de faire remonter en première

place des mots dont le score était initialement très bas maisqui correspondent à une

expression plus probable que celle induite par la reconnaissance sur le mot isolé.

Nous avons évalué l'in�uence des modèles de langage sur notre reconnaisseur

de mots manuscrits arabes à base de HMMs contextuels. Nous rappelons que, sans

modèle de langage, le taux de reconnaissance du système avecmodèles en contexte

est de 38.4% sur l'ensemble DevTest_Phase1.Avec le même dictionnaire et un

modèle de langage utilisant des trigrammes, nous obtenons 53.4% de mots

bien reconnus sur DevTest_Phase1 avec le système original de HMMs

contextuels, c'est-à-dire que nous observons un gain de 39% en relatif , ce

qui est très important.

Ce taux se con�rme sur l'ensemble de test de la compétiton OpenHart 2010

(Eval_Phase2). Nous avons obtenu un taux de 54.0% de mots bien reconnus avec le
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système ensemble taux de
de test reconnaissance

HMMs non DevTest 35.0%
contextuels Phase 1
HMMs non DevTest
contextuels Phase 1 50.0%
+ ML trigrammes
HMMs DevTest 38.4%
contextuels Phase 1
HMMs DevTest
contextuels Phase 1 53.4%
+ ML trigrammes
HMMs non Eval
contextuels Phase 2 44.9%
+ ML trigrammes
HMMs Eval
contextuels Phase 2 54.0%
+ ML trigrammes
combinaison
CI + CD + Eval 62.3%
hybride + Phase 2
+ ML trigrammes

Tab. 4.12 � Récapitulatif des performances des systèmes élaboréspour la compéti-
tion OpenHart 2010 (ML signi�e modèle de langage).

système à base de HMMs en contexte accompagnés du modèle de langage présenté

ici. Le meilleur système de la compétition est une combinaison de nos deux sys-

tèmes HMMs (générique et contextuel) et d'un système hybride HMM/NN élaboré

par A2iA [113]. La combinaison, associée au même modèle de langage à base de

trigrammes, a obtenu un taux de reconnaissance de 62.3%.

La Table 4.12donne le récapitulatif des performances des systèmes élaborés pour

la compétition OpenHart 2010.

4.3.6 Evaluation du système sur un sous-ensemble de la base

OpenHart

Comme nous l'avons évoqué dans la Section4.3.4, nous avons manqué de temps

au moment de la compétition OpenHart 2010. Nous n'avons doncpas pu élaborer

des modèles optimaux pour nos systèmes à base de HMMs (générique et contextuel).
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Nous souhaitons cependant explorer les améliorations proposées dans ce manuscrit

et évaluer leur in�uence sur la reconnaissance de l'écriture arabe : utilisation d'un

ensemble de caractéristiques plus large et d'une topologievariable des modèles ainsi

qu'un calcul précis des seuils de clustering.

Etant donné la taille gigantesque de la base OpenHart, nous proposons dans

cette section de travailler sur une sous-partie des donnéesa�n d'accélérer les pro-

cédures d'apprentissage et de décodage. Nous avons extraitde manière aléatoire

150000 images de mots de Train_Phase1 et Train_Phase2 (75000 sur chacun)

pour apprendre nos modèles HMMs et50000images de DevTest_Phase1 et Dev-

Test_Phase2 (25000sur chacun) pour les évaluer :10000images sont utilisées pour

la validation et 40000pour le test.

Les caractéristiques extraites sont les caractéristiquesstatistiques, géométriques

et directionnelles présentées au Chapitre 2, Section2.1, excepté le parcours des

fenêtres glissantes qui pour l'arabe est de droite à gauche et non de gauche à droite.

De même que pour les bases latines, la taille de fenêtre optimale et le décalage entre

deux fenêtres sont optimisés sur la base de validation (w = 9 pixels et � = 4 pixels)

et une régression est calculée sur les caractéristiques. Lenombre moyen d'états par

HMM est d'abord évalué à12 puis la procédure d'attribution d'un nombre d'états

spéci�que pour chaque caractère présentée au Chapitre 2, Section 2.3 est lancée.

Pour le décodage, nous appliquons le lexique utilisé pour lacompétition Open-

Hart 2010 (contenant les20000mots les plus fréquents de la base).

Adaptation de la topologie des HMMs aux caractères. Pour un mélange

de 20 gaussiennes par caractère, la di�érence entre les deuxtypes de topologies

(constante ou variable) est de3:4% : les HMMs de caractère avec 12 états obtiennent

37.7% de mots bien reconnus et ceux à la topologie variable 41.1%. Ces résultats

montrent bien l'importance de l'adaptation de la topologiedes HMMs pour l'écriture

arabe.

Optimisation des seuils de clustering. Nous avons ensuite procédé à la mo-

délisation de caractères en fonction de leur contexte. Nousavons compté13655tri-

graphes dans nos données d'apprentissage. L'optimisationdes seuils� Lmin et � min

pour la construction des arbres a été e�ectuée à l'aide de la base de validation : le

couple optimal (� Lmin = 500; � min = 500) génère un total de3706clusters d'états

dé�nissant 1335 trigraphes di�érents. De même que lors de la compétition, nous
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avons pu observer l'utilité du clustering par arbres de décision lors de la phase de

test : plus de3000nouveaux trigraphes devaient être modélisés. Le taux de recon-

naissance des modèles HMM contextuels sur l'ensemble de test proposé est ainsi de

43:6%, soit une augmentation relative de6:1% par rapport au système générique

sans contexte.

Cette étude sur un sous-ensemble de la base OpenHart nous a permis d'assurer la

validité de notre approche. Nous envisageons donc dans un futur proche d'appliquer

les améliorations proposées (ajout de caractéristiques directionnelles, adaptation du

nombre d'états à la longueur du caractère) à l'ensemble de labase OpenHart. Nous

expérons ainsi augmenter nos performances sur la reconnaissance de mots isolés et

observer l'impact de cette augmentation sur la reconnaissance de lignes avec modèles

de langage.

Conclusion du chapitre 4

Ce chapitre d'expériences a permis d'illustrer sur trois bases de données di�é-

rentes l'apport de la modélisation de caractères en fonction de leur contexte pour

des classi�eurs de type HMMs. L'ensemble de nos résultats est résumé dans la Table

4.13.

Nous avons pu constater que, quel que soit l'alphabet utilisé et les caractéristiques

de la base de données de travail, la modélisation de caractères en fonction de leur

contexte permet d'obtenir de meilleurs performances qu'une modélisation simple de

HMMs de caractères. Ainsi, une réduction d'erreurs de près de 4% est observée sur

la base de test Rimes 2011 et, pour l'ensemble de test de la baseIAM, elle est de

1.6% en absolu. Sur la base de données arabe OpenHart, qui présente une tâche de

reconnaissance plus di�cile, la modélisation en contexte apermis de gagner 3.4%

de mots bien reconnus sur l'ensemble de validation DevTest_Phase1.

Les expériences présentées dans ce chapitre ont aussi permis d'apercevoir des

techniques pour améliorer les performances de notre système sans devoir modi�er la

modélisation. Nous avons ainsi constaté que la combinaisonde sorties de classi�eurs

permet de gagner 5.8% de mots bien reconnus sur la base de testde Rimes 2009 et

jusqu'à 15% sur le test 2011. En�n, l'utilisation de modèlesde langage de typen-

grammes a augmenté de 15% le taux de reconnaissance de notre système contextuel

sur la base OpenHart. Ces deux techniques, brièvement évoquées dans ce manuscrit,
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base de système taille de l'ens. taille du ensemble taux de
données d'apprentissage lexique de test reconnaissance
Rimes HMMs non test

contextuels 51,739 1612 2009 81.0%
(CI)

Rimes HMMs test
contextuels 51,739 1612 2009 83.3%
(CD)

Rimes combinaison test
CI + CD + 51,739 1612 2009 89.1%
hybride

Rimes HMMs non 59,203 test
contextuels 5744 2011 75.4%

Rimes HMMs 59,203 test
contextuels 5744 2011 79.2%

Rimes combinaison
CI + CD + 59,203 5744 test 94.4%
hybride + 2011
RNNs

IAMdb HMMs non 60,404 10212 test 67.9%
contextuels

IAMdb HMMs 60,404 10212 test 69.5%
contextuels

OpenHart HMMs non DevTest
contextuels 739,849 20000 Phase 1 50.0%
+ trigram LM

OpenHart HMMs DevTest
contextuels 739,849 20000 Phase 1 53.4%
+ trigram LM

OpenHart HMMs non Eval
contextuels 739,849 20000 Phase 2 44.9%
+ trigram LM

OpenHart HMMs Eval
contextuels 739,849 20000 Phase 2 54.0%
+ trigram LM

OpenHart combinaison
CI + CD + 739,849 20000 Eval 62.2%
hybride + Phase 2
+ trigram LM

Tab. 4.13 � Récapitulatif de l'ensemble de nos résultats sur les trois bases de données
étudiées (Rimes, IAM et OpenHart)
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font partie intégrante des pistes de recherche pour nos travaux à venir.

Avant de les utiliser, nous tenons toutefois à poursuivre l'amélioration de notre

modélisation de caractères. En e�et, meilleur est le classi�eur, plus e�cace sera son

utilisation lors d'une combinaison ou d'un décodage avec modèles de langage. A

cette �n, nous présentons dans le prochain chapitre l'une des pistes envisagées pour

l'amélioration de notre système : l'adaptation des modèlesHMM au scripteur.
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Chapitre 5

Adaptation des modèles HMMs au

scripteur

Introduction

Nous avons présenté dans les chapitres précédents un système original de re-

connaissance de mots manuscrits à base de HMMs en contexte etavons prouvé

l'e�cacité de notre approche sur diverses bases de données et di�érents langages.

Dans ce chapitre, nous introduisons une autre façon d'améliorer les performances de

notre reconnaisseur : l'adaptation au scripteur. Adapter un système à un scripteur

spéci�que signi�e modi�er les paramètres du système de façon à garder son allure

générale tout en l'ajustant aux paramètres spéci�ques au scripteur. Cette approche

poursuit notre idée générale de construire des modèles de plus en plus précis. La pré-

cision ici est représentée par les spéci�cités du scripteur, qui sont ajoutées au modèle.

La di�érence est que la modi�cation des modèles construits lors de l'apprentissage

s'e�ectue dans ce cas lors de la reconnaissance.

L'adaptation d'un système au scripteur est une alternativetrès e�cace pour

répondre au schéma idéal qui serait d'apprendre les paramètres du système sur un

grand nombre de données du scripteur considéré. Indermühleet al. [77] expliquent

qu'il faut un minimum de 1000 mots pour que l'apprentissage de modèles sur les

données d'un scripteur spéci�que donne les mêmes résultatsqu'un apprentissage

général suivi d'une adaptation. Ce chi�re équivaut à au moins une dizaine de pages

transcrites écrites par le scripteurpour l'apprentissage, sans compter les données à

tester. Pour une tâche comme la reconnaissance de courrier entrant d'une entreprise,
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ce scénario n'est pas concevable mais il peut être utilisé pour la reconnaissance

d'archives, comme des tables de recensement, écrites par une même personne au �l

des années. Etant donné que nous travaillons sur des bases dedonnées pour lesquelles

un scripteur a écrit en moyenne 5 pages de texte manuscrit (cfSection5.3), nous ne

pouvons utiliser ce type d'apprentissage.

Il existe deux manières d'aborder l 'adaptation : soit on modi�e les paramètres

du système déjà appris pour les adapter au scripteur, soit onmodi�e les données

du scripteur pour qu'elles s'ajustent au système. Dans nos travaux, nous utilisons

le premier type. On dit alors qu'on calcule unetransformation des paramètres du

système pour les adapter au scripteur.

Que ce soit dans le domaine de la parole ou de l'écrit, deux techniques d'adapta-

tion au locuteur / scripteur se distinguent : l'adaptation MAP (Maximum a Poste-

riori ) et l'adaptation MLLR ( Maximum Likelihood Linear Regression). Quelle que

soit la technique utilisée, il existe deux manières d'adapter un modèle au scrip-

teur : soit on dispose de données étiquetées (transcriptions) pour chaque scripteur

à adapter et dans ce cas l'adaptation est dite supervisée, soit on ne dispose pas des

transcriptions et dans ce cas on dit que l'adaptation est nonsupervisée. Nous avons

choisi le deuxième scénario, qui est plus conforme aux données sur lesquelles nous

travaillons. Dans [115], les deux classes de techniques ont été uni�ées et les di�érents

modes d'adaptation ont été explorés pour la reconnaissancede la parole.

L'adaptation au scripteur est une technique encore peu utilisée en reconnaissance

d'écriture manuscrite. La raison principale est l'absencede volumes conséquents de

données monoscripteur dans les bases de données publiques actuelles. Vinciarelli

et Bengio [161] par exemple comparent plusieurs techniques d'adaptation(MAP,

MLLR, les deux combinées) et montrent que si l'adaptation de type MLLR obtient

avec peu de données des résultats convenables (qui stagnentrapidement), l'adap-

tation MAP nécessite plusieurs centaines de mots pour atteindre des performances

comparables à un système appris directement sur les donnéesdu scripteur. Des tech-

niques ont cependant été proposées pour répondre à ce problème et ont été utilisées

avec succès. L'utilisation destyles d'écriture par exemple permet de supprimer le

problème du manque de données par scripteur en regroupant ceux ayant une écriture

similaire. L'adaptation se fait ensuite en utilisant le style d'écriture appris le plus

proche du scripteur à adapter. Fink et Plötz [49] utilisent ainsi l'apprentissage de

modèles de style pour la reconnaissance de lignes. Dans leurs travaux, Nosaryet al.

[123, 122] utilisent des invariants de scripteurs (formes élémentaires redondantes
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dans l'écriture, spéci�ques pour chaque scripteur) pour leur adaptation.

Dans ce chapitre, nous présentons notre travail sur l'adaptation de modèles

HMMs en contexte au scripteur. Pour cette étude, nous avons choisi des tech-

niques d'adaptation largement utilisées pour la reconnaissance de la parole. Ces

techniques ont prouvé leur e�cacité sur des modèles HMMs de triphones dont les

états sont partagés, c'est pourquoi nous souhaitons les appliquer à nos modèles de

trigraphes : l'adaptation MAP et l'adaptation MLLR. Les prin cipes de ces deux tech-

niques d'adaptation sont expliqués dans les Sections5.1.1(MAP) et 5.1.2(MLLR).

Dans la Section5.2, notre procédure d'adaptation non supervisée est ensuite dé-

taillée, puis les résultats de nos expériences sur la base IAM sont présentés dans

la Section5.3. Dans cette dernière section, nous discuterons aussi autour des amé-

liorations possibles des techniques proposées, qui serontau coeur de nos travaux

futurs.

5.1 Techniques d'adaptation des modèles HMM au

scripteur

Nous disposons d'un côté d'un modèle HMM avec les paramètres� , appris sur

des données multi-scripteur (ce sont les modèles de HMMs de caractères en contexte

présentés au Chapitre 3) et, de l'autre côté, d'observationsO correspondant au scrip-

teur auquel on souhaite s'adapter (O est l'ensemble des vecteurs de caractéristiques

extraits des images de mots qu'il a écrits). On cherche à modi�er � a�n d'obtenir

un nouveau modèle adapté avec pour paramètres�̂ , qui maximisent la probabilité

a posteriori p(�̂ jO) :

�̂ = argmax
�

p(� jO) (5.1)

En utilisant le théorème de Bayes,p(� jO) peut s'écrire :

p(� jO) =
p(Oj� )p(� )

p(O)
(5.2)

où p(Oj� ) est la vraissemblance du HMM avec les paramètres� et p(� ) est la dis-

tribution a priori des paramètres� . A partir de cette formule, on peut choisir de

procéder à deux techniques d'adaptation di�érentes. Soit on a un a priori sur la dis-

tribution de � (on dit alors quep(� ) est non uniforme) : dans ce cas une adaptation
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Bayesienne est e�ectuée par la technique du Maximum a Posteriori (MAP, Gauvain

et Lee [55, 56]), décrite en Section5.1.1. Cet a priori permet d'assurer une stabilité

des modèles adaptés et donc de nécessiter moins de données pour calculer correcte-

ment �̂ . Dans l'autre cas, on estime quep(� ) est uniforme :p(� ) est constant. On

pratique alors une adaptation par maximisation de la vraisemblance avec une ré-

gression linéaire, en anglaismaximum likelihood linear regression(MLLR, Digalakis

et al. [29], Leggetter et Woodland [92]). A l'inverse de l'adaptation MAP, l'adapta-

tion MLLR nécessite peu de données. De plus, elle ne requiertaucun a priori sur

�̂ . Ce type d'adaptation est décrit dans la Section5.1.2.

Adapter un système à un scripteur, lorsque le système est basé sur des HMMs

Gaussiens, se fait en modi�ant les moyennes et/ou les variances des distributions

gaussiennes. Selon le type d'adaptation, les transformations sont di�érentes. Dans

la suite, nous noterons� m la moyenne de la gaussienne numérom. Pour plus de

clarté, nous ne précisons pas de quel mélange (et donc de quelétat) fait partie

la gaussiennem mais il est implicite que celle-ci prend sa valeur dans l'ensemble

des gaussiennes de tous les états partagés dé�nis dans notresystème de HMMs en

contexte. Au total, M gaussiennes sont présentes dans le système. De même,� m est

la matrice de covariance de la gaussiennem. Nous rappelons que� m est diagonale.

L'ensemble des observations du scripteur à adapter est notéO et est de longueurT :

O = o(1); o(2); : : : o(T). Il correspond à l'ensemble des vecteurs de caractéristiques

extraits des images de mots écrits par le scripteur considéré.

5.1.1 Adaptation MAP

Reprenant la formule de Bayes (équation [5.2]), l'adaptation de type Maximum

a Posteriori [55] cherche une solution à :

@
@�

p(Oj� )p(� ) = 0 (5.3)

c'est-à-dire que l'on cherche à minimiser le risque Bayesien sur les données d'adap-

tation O, sachant que l'on connaît la distributiona priori de � , p(� ).

Gauvain et Lee [55] proposent quep(� ) soit le produit d'une loi de Dirichlet [78]

� qui modélise la distribution a priori des poids des gaussiennes dans les mélanges

� et de densités de probabilité Wishart-normales [27] � qui modélisent les para-

mètres des gaussiennes des mélanges (moyenne, variance ; une loi Wishart-normale
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par gaussienne). De par sa dé�nition, cette probabilité permet à l'algorithme EM

de calculer les paramètres des modèles adaptés.

En général pour l'adaptation MAP, seule la moyenne des gaussiennes du modèle

est adaptée ([161, 77]). La formulation de l'adaptation des moyennes est obtenueen

appliquant l'algorithme EM à la distribution a priori proposée [55] :

�̂ m =
1

Nm + �

TX

t=1


 m (t)o(t) +
�

Nm + �
� m (5.4)

� est un poids que l'on donne à l'a priori sur � , 
 m (t) est la probabilité d'être dans

la gaussiennem lorsqu'on observeo(t) et Nm est la vraisemblance d'occupation de

la gaussiennem :

Nm =
TX

t=1


 m (t) (5.5)

Plus � est fort, plus �̂ m sera proche de� m , c'est-à-dire du modèle initial indépendant

du scripteur. En revanche, si� est égal à zéro, alors seules les observations du

scripteur sont utilisées pour le calcul dê� m . Similairement, si Nm est faible, alors

la valeur de �̂ m sera plus in�uencée par le modèle initial que par les donnéesdu

scripteur.

5.1.2 Adaptation MLLR

L'approche de l'adaptation de typemaximum de vraisemblance et régression

linéaire est de dire que� est non informatif et que, en conséquence,p(� ) est constant

[114, 92]. Ainsi la solution cherchée n'est plus celle de l'équation5.3 mais celle de :

@
@�

p(Oj� ) = 0 (5.6)

L'hypothèse suivante est alors faite : il existe une fonction de régression per-

mettant d'aller de l'espace général (modèles indépendantsdu scripteur) à un espace

spéci�que au scripteur (modèles adaptés). Les paramètres de cette régression (et̂� )

sont estimés par maximum de vraisemblance. Dans [116, 114] il a été proposé pour

la première fois d'adapter les paramètres d'un HMM par régression. A�n de calculer
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les paramètres de l'adaptation, on maximise donc la fonction auxiliaire Q(� ; �̂ ) :

Q(� ; �̂ ) =
MX

m=1

TX

t=1


 m (t)
h
K m + log(j�̂ m j) + ( o(t) � �̂ m )T �̂ m

� 1
(o(t) � �̂ m )

i

(5.7)


 m (t) est la probabilité d'être dans la gaussiennem lorsqu'on observeo(t) et K m

est une constante qui ne dépend que de la gaussiennem.

La fonction auxiliaire Q(� ; �̂ ) est optimisée par plusieurs itérations de l'algo-

rithme EM, jusqu'à ce que la di�érence entre les paramètres d'un système adapté et

ceux de l'itération précédente soit inférieure à un seuil� faible prédé�ni. A chaque

itération de l'algorithme EM, 
 m (t) est recalculé sur les nouvelles valeurs de�̂ et �̂

puis ceux-ci sont de nouveau optimisés. Les paramètres du modèle�̂ �nal sont ainsi

ceux qui maximisent la vraisemblance pour les données d'adaptation.

L'adaptation MLLR est aujourd'hui le type d'adaptation le plus utilisé pour

les systèmes à base de HMMs dans le domaine de la parole, notamment grâce à

la simplicité et l'e�cacité de son approche : les paramètres(moyenne, variance)

du modèle adapté sont calculés par une transformation linéaire des paramètres du

modèle initial [114]. De plus, l'adaptation MLLR est réputée pour fonctionner avec

un nombre réduit de données, ce qui est toujours avantageux pour un système de

reconnaissance à utiliser en temps réel.

Il existe plusieurs types de transformation MLLR : la transformation peut être

calculée indépendamment sur les moyennes et les matrices decovariance des gaus-

siennes du modèle (adaptation avec biais) mais il est aussi possible de forcer les

moyennes et les covariances à partager le calcul de leur transformation (adaptation

contrainte, Digalakis et al. [29], Gales [52]). Ces deux techniques sont présentées

ci-dessous.

Adaptation classique avec biais : Dans sa forme la plus simple, l'adaptation

MLLR [ 92] transforme � m de la façon suivante :

�̂ m = A� m + b

= W � m (5.8)

W est la matrice de transformation, de taillen(n + 1) (n est la taille du vecteur

de caractéristiques) etb est un biais, qui se matérialise par un1 dans la moyenne
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augmentée� m :

� m =

2

6
6
6
6
6
6
4

1

� 1
m

� 2
m

: : :

� n
m

3

7
7
7
7
7
7
5

En ce qui concerne la covariance (diagonale)� m , on calcule :

�̂ m = H � m H T (5.9)

où H est la matrice de transformation.

Notons qu'il est possible de choisir de n'adapter que les moyennes des gaussiennes

du système HMM a�n de réduire le nombre de calculs à e�ectuer.On suppose dans

ce cas que les observations du scripteur sont décalées par rapport au modèle mais

que leur allure est sensiblement identique.

Adaptation contrainte (CMLLR) : Dans le cas de l'adaptation CMLLR [29,

52], la moyenne et la variance partagent une même transformation, c'est-à-dire qu'on

retrouve

�̂ m = A� m + b (5.10)

mais que le calcul dê� m change :

�̂ m = A � m A T (5.11)

Les preuves de l'existence de solution pour la maximisationde Q(� ; �̂ ) ont été

largement développées et peuvent se trouver dans [92], ainsi que le déroulement

précis des opérations mathématiques, dans Gales [51].

5.1.3 Les classes de régression

Dans la Section précédente (5.1.2), nous avons supposé que les moyennes (et/ou

variances) des gaussiennes du modèle étaient transforméespar une matrice de trans-

formation unique. Etant donné le nombre de gaussiennes di�érentes dé�nies dans

notre système (pour la base IAM :20 gaussiennes dans chaque mélange *3; 053

états = 61; 060gaussiennes), il paraît di�cile de concevoir qu'une seule transforma-
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état 1 état 2 état S...

classes de gaussiennes
(classes de régression)

...

Fig. 5.1 � Illustration des classes de régression. Les gaussiennes appartenant à des
états di�érents sont regroupées.

tion peut correctement ajuster toutes les gaussiennes. C'est pourquoi desclasses de

régressionont été introduites, qui permettent de classer les gaussiennes du modèle

dans di�érents groupes (R classes) et de calculer une matrice de transformationWr

pour chaque grouper 2 [1::R] (Gales [50]).

Les gaussiennes sont regroupées indépendamment de leur appartenance à un état

ou à un modèle de caractère. Ainsi deux gaussiennes d'un mêmemélange et donc

d'un même état peuvent se retrouver dans deux classes di�érentes, comme illustré

sur la Figure 5.1.

Les classes sont calculées sur les données d'apprentissage(indépendantes du

scripteur) avec desarbres de classe de régressiondont la profondeur est choisie

à l'avance. Les arbres sont construits de manière à regrouper les gaussiennes les

plus proches ensemble. Pour un noeud donné, on calcule ses enfants de la manière

suivante :

� la moyenne et la variance globale de l'ensemble des gaussiennes contenues dans

le noeud sont calculées,

� le dédoublement est e�ectué en créant deux nouvelles moyennes égales à la

moyenne globale décalée d'une partie de la variance,

� la distance euclidienne de chaque gaussienne du noeud aux nouvelles moyennes

est calculée et chaque gaussienne est associée à sa moyenne la plus proche,

� les noeuds enfants sont créés, chacun contenant les gaussiennes lui ayant été

associées,

� la moyenne et la variance de l'ensemble des gaussiennes contenues dans chacun
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1

3

4 5 6 7

2

Fig. 5.2 � Illustration d'un arbre de régression. La profondeur de l'arbre par défaut
est 2 et le nombre �nal de classes est réduit à 3.

des noeuds sont calculées et ainsi de suite jusqu'à l'obtention de la profondeur

souhaitée.

L'utilisation d'arbres pour le calcul des classes se justi�e par le fait qu'en cas de

manque de données du scripteur à adapter il est possible de regrouper des feuilles

et des noeuds en remontant l'arbre et que ces regroupements conservent le prin-

cipe utilisé pour séparer les classes. Ainsi le nombre réel de transformations Wr

utilisées pour adapter un scripteur donné varie en fonctiondes données disponibles

pour l'adaptation. Un exemple de réduction d'arbre est illustré sur la Figure 5.2.

Pour chaque feuille de l'arbre, le nombre d'observations associées aux gaussiennes

contenues dans le cluster est évalué. C'est-à-dire, pour lecluster r :

� r =
TX

t=1

X

m2 cluster r


 m (o(t)) : (5.12)

(
 m (t) est la probabilité d'être dans la gaussiennem lorsqu'on observeo(t)). Si � r

est inférieur à un seuil� choisi, alors la feuille est rattachée à son parent et celui-ci

devient un nouveau cluster.� est un seuil dé�ni de manière unique pour tous les

� r et sa valeur optimale est calculée sur un ensemble de validation. La réduction

est poursuivie jusqu'à ce que chaque classe dé�nie par l'arbre de régression compte

su�samment de données. Dans l'exemple de la Figure5.2, les classes 6 et 7 n'ont pas

assez de données donc elles sont regroupées dans le noeud 3 etpartagent la même

matrice de transformation. En revanche, si la classe 4 a su�samment de données,

ce n'est pas le cas de la classe 5, qui est rattachée à son noeudparent, le noeud 2.

Les classes �nales dé�nies sont donc : 2, 3 et 4.



120 Chapitre 5

données du
scripteur de

test "S"

décodage 1
adaptation au

scripteur S
décodage 2

système HMM-contextes
indépendant du scripteur

transcriptions pour
le scripteur de test

système HMM-contextes
** adapté au scripteur S **

sortie finale
du reconnaisseur

lettre

Messieurs

notre

clôturer

encore

lettre

Monsieur

votre

clôturer

encore

Fig. 5.3 � Principe de l'adaptation non supervisée utilisée dansnotre système.

5.2 Application à la reconnaissance de mots manus-

crits : approche non supervisée

Comme nous l'avons précisé dans l'introduction de ce chapitre, nous utiliserons

une adaptation non supervisée pour adapter nos modèles aux scripteurs de test. Au

vu des données que nous utilisons, cette forme d'adaptationest la plus réaliste :

chaque scripteur de test ayant un ensemble restreint de données lui correspondant,

nous ne pouvons pas diviser cet ensemble en deux parties, l'une pour adapter et

l'autre pour tester. De plus, il est aussi plus cohérent d'envisager que dans une

application réelle nous ne disposerons pas d'annotationvérité-terrain des scripteurs

testés.

Le principe d'adaptation que nous utilisons est schématisésur la Figure 5.3. La

partie la plus à gauche est la partie du système explicitée jusqu'ici : des modèles

HMMs contextuels de caractères sont appris et un décodage est e�ectué sur des

données de test, donnant une transcription avec plus ou moins d'erreurs. L'objectif

d'adapter le système est donc, dans la mesure du possible, decorriger les éventuelles
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erreurs. Pour cela, une fois que l'on dispose de transcriptions pour le scripteur de test

à adapter, la transformation du modèle est calculée (caseadaptation au scripteur

S) pour obtenir les modèles modi�és (casesystème HMM-contextuels adaptés au

scripteur S). Une fois que le système adapté est en place, les données du scripteur S

sont de nouveaudécodées et de nouvelles transcriptions sont obtenues. Cesdernières

sont la sortie �nale du système pour le scripteurS.

5.3 Expériences sur la base IAM

Dans cette section, nous évaluons les diverses techniques d'adaptation discutées

en Section5.1 sur la base de données de mots isolés IAM, présentée en Section 4.2.

Nous n'avons pu e�ectuer d'adaptation au scripteur ni sur labase Rimes, étant

donné que certains scripteurs de l'ensemble de test ont des données dans l'ensemble

d'apprentissage (les résultats seraient faussés) ni sur labase OpenHart.

La base de test IAM comporte13; 750 images de mots, réparties sur 128 scrip-

teurs. La répartition est montrée sur la Figure5.4. On voit que la grande majorité

des scripteurs a moins de 100 images leur correspondant, ce qui est peu pour adapter.

Etant donné que l'adaptation MLLR est avantageuse lorsqu'il y a moins de données,

nous avons commencé nos expériences avec ce type d'adaptation. Les résultats sont

discutés dans la Section5.3.1. Nous avons ensuite e�ectué une adaptation de type

MAP pour chacun des scripteurs et les résultats obtenus sontdiscutés en Section

5.3.2. Un résumé de nos expériences et une discussion sur cette étude préliminaire

sont ensuite proposés en Section5.3.3

5.3.1 Adaptation MLLR sur IAM

Nous avons procédé à deux types d'adaptation MLLR [92], présentés dans la sec-

tion précédente : l'adaptation classique avec biais et l'adaptation contrainte. Nous

avons considéré l'adaptation classique dans un premier temps et avons procédé à

deux expériences : une première expérience avec une matricede transformation glo-

bale pour toutes les gaussiennes du système et une seconde avec des transformations

calculées selon les classes de régression. Nous avons �xé à64 le nombre maximal de

classes de régression possible pour les gaussiennes (correspondant à une profondeur

d'arbre égale à5) et avons calculé l'arbre des classes de régression sur l'ensemble

d'apprentissage (composé de46901images, cf Section4.2). A�n de garantir un calcul
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Fig. 5.4 � Répartition des données de test sur les 128 scripteurs detest (en nombre
d'images de mots par scripteur).

robuste pour la matrice de transformation de chaque classe,nous avons �xé le seuil�

à � = 1; 000. Dans les deux cas (transformation globale ou transformation par classe

de régression), la transformation MLLR n'est calculée que pour les moyennes des

gaussiennes : pour cette première expérience, nous avons choisi l'adaptation dans sa

forme la plus simple.

D'après nos expériences, l'adaptation MLLR des moyennes (dans le cadre d'une

adaptation non supervisée au scripteur) dégrade les performances du reconnaisseur.

Le taux de reconnaissance initial du système à base de HMMs encontexte sur la

base de test IAM est de69:5% (cf Table4.11) alors qu'une adaptation MLLR globale

des moyennes donne un taux de reconnaissance de28:2%. L'utilisation de classes de

régression améliore l'adaptation : le taux de mots bien reconnus passe de28:2% à

50:0%. Mais ce taux reste très inférieur au taux initial.

Nous avons donc dans un second temps cherché à modi�er à la fois la moyenne et

la variance des gaussiennes du système. Pour cela, nous avons utilisé l'adaptation de

type CMLLR (adaptation contrainte) avec classes de régression. Les classes sont les

mêmes64 classes que celles utilisées pour l'adaptation MLLR classique (elles sont
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calculées sur les données d'apprentissage).

Etant donné que nous utilisons des caractéristiques dynamiques (calcul d'une

régression sur les caractéristiques), il existe deux possibilités pour le calcul de la

matrice de transformationA , partagée par les moyennes et variances d'une même

classe de régression (cf. Equations5.10et 5.11). Soit la matrice A est complète, soit

c'est une matrice diagonale par blocs, divisée de façon à séparer la transformation

des dimensions originales de celle des dimensions issues dela régression sur les

caractéristiques. C'est-à-dire queA est de la forme :

A =

0

B
B
B
B
B
B
B
B
B
B
@

a1;1 � � � a1;n
...

. . .
... 0

an;1 � � � an;n

an+1 ;n+1 � � � an+1 ;2n

0
...

. . .
...

a2n;n +1 � � � a2n;2n

1

C
C
C
C
C
C
C
C
C
C
A

(5.13)

où n est la dimension des vecteurs de caractéristiques avant le calcul des caractéris-

tiques dynamiques (n = 33 pour la base IAM).

Les résultats de l'adaptation CMLLR non supervisée sur la base de test IAM sont

encourageants. Sur128scripteurs,125ont pu être adaptés avec la méthode CMLLR :

les données des3 autres scripteurs n'étant pas en nombre su�sant, leur nombre de

classes de régression a été réduit à zéro et donc aucune matrice d'adaptation n'a été

calculée. En ce qui concerne l'adaptation CMLLR avec matrice de transformationA

complète,85scripteurs sur125ont été adaptés mais sans changement dans leur taux

de reconnaissance,13 ont vu leurs performances se dégrader avec l'adaptation et27

ont connu une amélioration grâce à l'adaptation. Globalement, le taux de mots bien

reconnus pour cette adaptation est de69:62%, soit une réduction relative du nombre

d'erreurs de0:3%. L'adaptation CMLLR avec matrice de transformation par blocs

semble améliorer les performances globales du système : surles 125 scripteurs, 73

scripteurs ont été adaptés sans changement sur leur sortie,14 ont vu leurs résultats

se dégrader et38 ont connu une amélioration, donnant un taux de reconnaissance

�nal de 69:93%. Cela représente une réduction d'erreur en relatif de1:3%.

En conclusion, il semble qu'il est plus avantageux d'e�ectuer une transformation

sur les moyennes et les variances des gaussiennes (adaptation CMLLR) plutôt que

sur les moyennes uniquement et que les matrices de transformation diagonales par
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bloc donnent de meilleurs résultats que les matrices complètes.

5.3.2 Adaptation MAP sur IAM

Nous avons dans un deuxième temps évalué l'in�uence d'une adaptation de type

MAP [55] sur les scripteurs de test de la base IAM. Comme nous nous y attendions,

l'adaptation MAP a très peu in�ué sur les performances du système : sur les128

scripteurs de test, seuls4 ont vu leurs résultats se modi�er. Chacun de ces quatre

scripteurs possède plus de300images de mots. Parmi ces4 scripteurs,3 ont vu une

amélioration de performance (gain d'une image de mot bien reconnue pour chacun)

et 1 a eu un mot en moins bien reconnu. La di�érence globale surl'ensemble des

13; 750 images de test des128 scripteurs est donc de3 � 1 = 2 images de mots

mieux reconnus. Clairement, ce résultat n'est pas statistiquement signi�catif (même

s'il montre une légère amélioration du système).

5.3.3 Discussion

La Table 5.1 résume nos expériences d'adaptation non supervisée au scripteur

sur la base de test IAM. Pour chaque type d'adaptation proposé, nous indiquons le

nombre de scripteurs e�ectivement adaptés, la performancedu système adapté par

rapport au système initial (nombre de scripteurs pour lequel l'adaptation améliore,

détériore ou ne change rien aux résultats), ainsi que le tauxde reconnaissance du

système adapté sur l'ensemble des scripteurs de test.

On voit clairement sur la Table 5.1 que l'adaptation au scripteur semble être

une technique e�cace d'amélioration d'un système de reconnaissance à condition de

correctement choisir sa méthode. Dans notre cas, le faible nombre de données par

scripteur de test élimine l'utilisation de l'adaptation MAP, qui ne change (presque)

rien au système. On voit aussi que l'adaptation MLLR des moyennes détériore les

performances.

L'adaptation CMLLR quant à elle améliore les résultats. Ainsi la méthode CMLLR

avec matrice de transformation diagonale par blocs permet de réduire le taux global

d'erreurs du système de1:3% relativement, ce qui est intéressant.

Les résultats que nous obtenons sont cohérents avec d'autres systèmes de recon-

naissance d'écriture manuscrite utilisant une adaptationnon supervisée au scripteur.

Par exemple Rodríguez-Serranoet al. [144] obtiennent une amélioration maximale

de 1:2%en utilisant l'adaptation de type MAP pour la détection de mot-clé dans un
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type nb. de système système système % reconnaissance
d'adaptation scripteurs adapté = adapté > adapté < global

adaptés initial initial initial
pas - - - - 69.53%
d'adaptation
MLLR sans 128/128 0 0 128 28.20%
régression
MLLR avec 128/128 0 0 128 50.02%
régression
CMLLR avec 125/128 88/125 27/125 13/125 69.62%
régression
CMLLR avec 125/128 76/125 38/125 14/125 69:93%
régression
diag. par blocs
MAP 128/128 124 3 1 69.54%

Tab. 5.1 � Comparaison des techniques d'adaptation MLLR, CMLLR etMAP sur
la base de test IAM pour une adaptation au scripteur non supervisée

document (l'adaptation MLLR améliore son système de moins de 1%). De même,

Ait-Mohand et al. [1] notent une amélioration de moins de2%avec l'utilisation d'une

adaptation à la police de caractère dans une tâche de reconnaissance de document

imprimé. Ces deux systèmes ayant un lexique de test de moins de 100 mots pour

leurs expériences (soit 100 fois moins que le lexique utilisé pour le test de la base

IAM) et un large nombre de données pour l'adaptation, les améliorations qu'ils ont

obtenues sont comparables aux nôtres.

Comme nous l'avons indiqué dans l'introduction de ce chapitre, il existe d'autres

techniques d'adaptation. Ainsi, Nosaryet al. [122] utilisent une adaptation itérative

basée sur les caractéristiques graphiques des scripteurs (invariants d'un scripteur).

Sur un ensemble de 15 scripteurs de test, ils obtiennent une amélioration globale

modeste (sic) de leurs performances. Dans [49], Fink et Plötz proposent une estima-

tion de style d'écriture pour améliorer leurs performancessur la base de lignes de

IAM. Ils montrent que leur système donne une amélioration d'environ 2%, mais ces

résultats restent comparables à ceux obtenus avec une adaptation MAP ou MLLR.

En considérant les données dont nous disposons, nous pensons qu'il serait inté-

ressant de poursuivre notre travail sur l'adaptation au scripteur avec l'adaptation

de type CMLLR. Celle-ci est en e�et largement utilisée en parole (adaptation ou

identi�cation du locuteur) et son utilisation est même quali�ée de standard dans la
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plupart des systèmes à base de HMMs. Ces dernières années, plusieurs améliorations

ont d'ailleurs été proposées pour l'adaptation au locuteurpar CMLLR. Leur but est

de faire fonctionner l'adaptation pour un nombre très faible de données (moins de

5 secondes de parole, soit une vingtaine de mots). Ainsi l'utilisation de matrices

d'adaptation diagonales par blocs, utilisée dans nos expériences, a été proposée par

Gales [52].

Dans [34, 32], Dreuw et al. proposent d'utiliser le score de reconnaissance de leur

système indépendant du scripteur a�n de déterminer quellesdonnées utiliser pour

l'adaptation. Ils alignent les transcriptions obtenues par ce système aux données

et ne conservent que les mots (et, dans une deuxième étape, que les observations)

dont le score est supérieur à un seuil choisi. Ces données sélectionnées sont ensuite

utilisées pour le calcul des matrices de transformation. Ceci leur permet de réduire

de plus de5% leur taux d'erreur sur la base IFN-Enit. Nous avons expérimenté

cette proposition sur la base de test IAM, avec l'adaptationde type CMLLR dont

les transformations sont diagonales par blocs. Notre sélection de données s'e�ectue

au niveau mot. Les résultats de ces expériences sont donnés dans la Table5.2. Les

scores de reconnaissance ont été normalisés entre zéro et un. Les seuils choisis sont

limités entre 0:25 et 0:5 : le seuil minimal permet de voir une di�érence avec une

adaptation CMLLR sur toutes les données et le seuil maximal laisse su�samment

de données pour adapter les scripteurs les plus proli�ques.De même que dans la

Table 5.1, nous indiquons pour chaque seuil le nombre de scripteurs e�ectivement

adaptés (certains ont trop peu de données sélectionnées pour l'adaptation) et les

performances du système adapté par rapport au système initial, indépendant du

scripteur. La troisième colonne de la Table permet de voir, sur les 13750images

initiales, combien ont été conservées pour l'adaptation detous les scripteurs de test

en fonction du seuil.

Nous voyons sur la Table5.2 que la stratégie qui consiste à choisir les données

pour l'adaptation permet de garantir que l'adaptation CMLLR non supervisée donne

un taux de reconnaissance global au moins égal au taux du système initial. Au mieux,

le gain sur l'ensemble des scripteurs (en comptant ceux n'ayant pas été adaptés) est

de0:3%. Ce gain est pourtant inférieur au gain obtenu en utilisant toutes les données

(0:4%). Une prochaine étape serait alors de sélectionner les données à adapter au

niveau des observations directement, au lieu de sélectionner des images de mots

entiers, comme le proposent Dreuwet al. [34, 32]. Cependant, quelle que soit la

stratégie de sélection, cette méthode implique une diminution du nombre de données



A-L. Bianne Bernard 127

seuil sur nb. de nb. de mots système système système % reco.
le score de scripteurs utilisés adapté = adapté > adapté < global
reco. init. adaptés pour adapter initial initial initial
0.25 118/128 11260 59/118 35/118 24/118 69.83%
0.3 103/128 9082 46/103 35/103 22/103 69.73%
0.35 75/128 7061 40/75 23/75 12/75 69.70%
0.4 56/128 5390 26/56 16/56 14/56 69.54%
0.45 42/128 4105 16/42 13/42 13/42 69.53%
0.5 28/128 3159 5/28 15/28 8/28 69.73%

Tab. 5.2 � In�uence du seuil sur le score de reconnaissance de la sortie du système in-
dépendant du scripteur pour le choix des données d'adaptation sur les performances
de l'adaptation CMLLR non supervisée.

disponibles pour l'adaptation. D'autres techniques doivent alors être appliquées en

plus a�n de répondre à ce problème

Dans Leiet al. [93], Huanget al. [75] il est proposé d'utiliser une méthode Baye-

sienne (maximum a posteriori) pour donner une valeur a priori aux matrices de

transformation (méthode fMAPLR). Si la méthode fMAPLR a été largement utili-

sée dans le domaine de la reconnaissance de la parole ces dernières années, une nou-

velle méthode nommée CMLLR-basiset proposée par Visweswariahet al. [163, 162]

et Povey et Yao [136] l'a désormais devancée en devenant à ce jour la méthode la

plus performante pour l'adaptation au locuteur. Cette stratégie consiste à calculer

à l'avance des matrices de transformation CMLLRde base(en anglaisbasis) telles

que l'adaptation d'un scripteur de test se servira de combinaisons linéaires de ces

matrices pour calculer ses transformations. La méthode CMLLR-basis permet non

seulement un gain en rapidité d'adaptation mais aussi des performances compéti-

tives pour l'adaptation au locuteur avec un nombre de données très limité. Dans

nos futurs travaux, nous prévoyons d'inclure les CMLLR-basisdans notre stratégie

d'adaptation au scripteur.

Conclusion du chapitre 5

Nous avons présenté dans ce chapitre une étude pour l'adaptation d'un système

de reconnaissance de mots manuscrits à un scripteur spéci�que. Nous avons pré-

senté et expérimenté les deux techniques les plus populaires d'adaptation, qui sont

l'adaptation par maximum de vraisemblance (MLLR) et l'adaptation par maximum
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a posteriori (MAP). Pour nos expériences, nous avons choisiune approche non su-

pervisée de l'adaptation au scripteur car cela concorde avec les données que nous

possédons et car cette approche est réaliste. Nous nous sommes donc servis des trans-

criptions des données des scripteurs de test fournies par ledécodage du système à

base de HMMs en contexte pour apprendre les transformationsde nos modèles.

Les résultats que nous avons obtenus sur la base de test IAM sont encourageants.

Si l'adaptation MAP ne change pas (ou très peu) les résultatset si l'adaptation

MLLR des moyennes détériore les performances du système, l'adaptation de type

CMLLR permet un gain relatif de 1:3% de mots bien reconnus.

Cette amélioration de performances est intéressante, pourtant elle reste limitée.

Cela peut s'expliquer par plusieurs raisons. D'abord, le système initial, à base de

modèles en contexte, génère des transcriptions contenant environ 30% d'erreurs.

Etant donné que ces transcriptions sont utilisées pour l'adaptation, on peut supposer

que les erreurs empêchent l'algorithme de donner les meilleurs résultats possible.

Ensuite, le nombre de données disponibles par scripteur estfaible ; il ne permet pas

un calcul robuste de transformations des modèles, surtout avec les transformations

classiques que nous utilisons.

A�n de répondre à ces problèmes, nous pouvons dans un premiertemps choisir

les données d'adaptation pour chaque scripteur, avec un critère prédé�ni. Ainsi

Dreuw et al. [34, 32] appliquent un seuil sur le score de reconnaissance de chaque

mot (voire chaque état) de leur système indépendant du scripteur. Ce seuil permet

de discerner les données à utiliser pour l'adaptation non supervisée en choisissant

celles au score de con�ance le plus haut. Ceci leur permet de réduire de plus de

5% leur taux d'erreur. Cette méthode pourtant implique une diminution du nombre

de données disponibles pour l'adaptation. D'autres techniques doivent alors être

appliquées en plus a�n de répondre à ce deuxième problème. Dernièrement, des

techniques utilisant des matrices d'adaptation CMLLR prédé�nies ont prouvé leur

e�cacité pour l'adaptation au locuteur avec peu de données (Visweswariahet al.

[163, 162], Povey et Yao [136]). Ces deux axes de recherche constituent notre travail

à venir sur l'adaptation scripteur.
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Conclusion

Nous avons présenté dans ce document notre travail sur la reconnaissance de

mots manuscrits cursifs à base de modèles de Markov cachés etd'une modélisation

originale de caractères en fonction de leur contexte. Nous avons montré que cette

modélisation peut se généraliser à plusieurs types de langages cursifs et s'adapter

aux données de développement.

Pour construire notre système, nous nous sommes basés sur les HMMs. Large-

ment utilisés pour la reconnaissance de la parole depuis lesannées 1980 [139], ils

sont aujourd'hui une méthode incontournable pour la reconnaissance hors-ligne de

l'écriture. Cet attrait s'explique par plusieurs raisons,développées dans le premier

chapitre de ce manuscrit. D'abord, l'utilisation de modèles de Markov permet la

prise en compte de l'aspect séquentiel des données. Pour cela, les images de mots en

entrée du système sont transformées en séquence de vecteursde caractéristiques. Les

caractéristiques extraites peuvent être de haut niveau (par exemple le nombre de

caractères contenus dans l'image, sa hauteur ou son ratio largeur/hauteur) ou de bas

niveau (par exemple le nombre de pixels d'écriture) et l'extraction peut s'e�ectuer

de manière holistique ou alors à la suite d'une segmentationde l'image. Pour notre

extraction de caractéristiques, nous avons choisi une approche sans segmentation

de l'image, qui parcourt celle-ci dans le sens de lecture avec des fenêtres glissantes

au lieu de la découper explicitement en caractères ou sous-parties de caractères.

L'approche par fenêtres glissantes permet d'éviter les problèmes de segmentation et

le balayage séquentiel de l'image qu'elle implique est parfaitement adapté à l'uti-

lisation de HMMs. L'approche séquentielle est d'autant plus intéressante pour la

reconnaissance d'écriture manuscrite que, de par leurs propriétés, les HMMs per-

mettent d'absorber les disparités entre les données. Ainsi, les HMMs de type Bakis

utilisés dans nos travaux autorisent depuis un état donné deboucler sur l'état, de

passer à l'état suivant ou encore de sauter un état. Ceci nouspermet de gérer la géo-

métrie variable des caractères présents dans les ensemblesd'apprentissage et de test.
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En�n, des algorithmes performants pour l'apprentissage etle décodage des HMMs

ont été développés et utilisés avec succès au �l des années. Les HMMs sont donc une

approche à la fois simple et robuste pour la reconnaissance d'écriture manuscrite.

Notre approche vise à modéliser les caractères d'un alphabet avec des HMMs. Elle

di�ère d'une approche holistique dans le sens où elle peut permettre la construction

et le décodage de n'importe quel mot, même non appris, à partir du moment où il

utilise les caractères de l'aphabet modélisé.

Nous avons construit dans un premier temps un système générique à base de

HMMs où un caractère est modélisé par un HMM et avons exploré quelques pistes

pour le rendre le plus robuste possible. Nous avons dans un premier temps travaillé

sur les caractéristiques. Comme nous l'avons présenté en Section 1.2, dans la littéra-

ture beaucoup de caractéritiques di�érentes existent (à vrai dire il en existe autant

que de systèmes HMMs) et une uniformisation telle qu'elle existe en parole avec les

MFCCs ne semble pas être à l'ordre du jour. Nous avons donc fait en sorte de ne

pas, nous aussi, ajouter un nouvel ensemble de caractéristiques à la littérature mais

plutôt d'exploiter au mieux l'existant dans notre système1. A cette �n, nous avons

distingué trois courants principaux parmi les caractéristiques bas niveau existantes :

les caractéristiques statistiques, les caractéristiquesgéométriques et les caractéris-

tiques directionnelles (dérivées des SIFT [99]). Nous proposons dans notre système

la combinaison de ces trois types de caractéristiques (voirChapitre 2, Section2.1.1).

Cette combinaison permet de prendre en compte toutes les spéci�cités des carac-

tères contenus dans l'image et d'extraire le maximum d'informations dans la fenêtre

courante.

Une seconde amélioration a été proposée au niveau des caractéristiques : l'ajout

d'une régression du premier ordre (voir Chapitre 2, Section2.1.2). Dans ce cas,

on cherche à récupérer des informations sur les fenêtres avoisinantes. La régression

permet de représenter la dynamique des données et la corrélation existante entre les

pixels de la fenêtre courante et ceux des fenêtres voisines.L'ajout d'une régression

permet par exemple de gagner 5.2% de mots bien reconnus sur labase Rimes par

rapport à un système sans régression.

Nous avons proposé une troisième et dernière amélioration pour notre système

générique à base de HMMs : la construction de modèles HMMs dont la longueur

varie selon le caractère à modéliser. Cette approche, utilisée dans d'autres systèmes

de l'état de l'art, permet de gagner en performance et surtout de construire des

modèles plus robustes. Elle est surtout utile en arabe, où lalongueur des caractères
1http ://xkcd.com/927/
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de l'alphabet est très variable (le caractère
�
@isolé et la forme centrale de	à sont

courts alors que les formes �nales de€ et 	• peuvent être très longues) et où

les ligatures entre caractères font varier fortement leur longueur mais doivent être

absorbées par les modèles. Cette modélisation variable permet de gagner 4% de mots

bien reconnus sur une base de test de la base Openhart par rapport à un système

générique où tous les caractères sont modélisés par des HMMsà topologie identique.

En résumé, nous avons élaboré dans la première partie de ce manuscrit un sys-

tème générique de reconnaissance de mots manuscrits à base de HMMs de caractères

et l'avons optimisé sur plusieurs aspects (caractéristiques extraites et topologie des

modèles). Ce système obtient des performances comparablesà l'état de l'art (voir

Chapitre 4, Sections4.1.5, 4.1.7, 4.1.8, 4.2 et 4.3).

Nous avons par la suite souhaité poursuivre nos recherches avec une stratégie de

calcul de modèles de plus en plus précis. En observant les di�érentes formes qu'un

caractère peut prendre en fonction de sa place dans un mot ou des caractères qui

l'entourent, nous avons observé que les variations pouvaient être très grandes même

au sein d'un ensemble de mots écrits par un même scripteur. Par exemple, il est

aisément observable que le commencement du caractèreu est di�érent selon qu'il

est précédé d'unv ou d'un l. Nous avons alors proposé une modélisation inédite

à notre connaissance dans les systèmes de reconnaissance d'écriture manuscrite :

la modélisation d'un caractère en fonction de son contexte.Cela se traduit par

l'apprentissage de modèles de caractères dépendants des caractères le précédant et

le suivant : les trigraphes. Cette modélisation, présentéeau Chapitre 3, est au coeur

de nos travaux.

L'apprentissage de modèles de trigraphes se traduit par un très grand nombre de

paramètres à calculer : pour chaque caractère, toutes les combinaisons de contextes

présentes dans l'ensemble d'apprentissage doivent être modélisées. Or, certains tri-

graphes n'ont que très peu d'exemples et leur apprentissagene pourrait pas s'e�ec-

tuer correctement. Nous avons alors proposé d'e�ectuer un partage de paramètres

HMMs a�n de réduire le nombre �nal de paramètres à calculer. Il est possible de
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partager les paramètres à plusieurs niveaux : au niveau des gaussiennes (HMMs semi-

continus), au niveau des modèles (partage de modèles entiers) ou, à mi-chemin, au

niveau des états. C'est ce dernier type de partage que nous avons choisi. Nous procé-

dons à un regroupement d'états tel que les états d'une même position dans le HMM

et correspondant à un même caractère central sont regroupésdans un ou plusieurs

clusters mais séparés des autres états.

A�n de calculer nos clusters, nous avons proposé d'utiliserdes arbres binaires

de décision. Ceux-ci sont basés sur des questions originales portant sur la mor-

phologie des caractères. Un arbre est dé�ni pour chaque position d'état de chaque

HMM de caractère présent dans le système générique (sans modélisation contex-

tuelle). Les feuilles d'un arbre dé�nissent les clusters pour une position d'état d'un

caractère central donné. Les arbres sont calculés sur les données d'apprentissage et

sont contrôlés par deux paramètres (le nombre minimal de données pour calculer le

modèle d'état d'un cluster et l'augmentation minimale de vraisemblance entre un

cluster et lui-même divisé en deux sous-clusters), assurant l'élaboration de clusters

d'états robustes et correctement modélisés. Nous avons choisi les arbres de décision

pour notre clustering car ceux-ci permettent l'utilisation de lexiques indépendants

du lexique d'apprentissage lors de la phase de test, contrairement à un clustering

basé sur les données. Pour un nouveau trigraphe (non appris), une simple descente

d'arbre pour chacun de ses états permet de lui allouer des clusters et donc de créer

un modèle HMM pour le trigraphe.

Nous avons évalué notre approche à base de HMMs contextuels sur trois bases

de données di�érentes. Une base en français (Rimes [4, 70]), une en anglais (IAM

[110]) et une base de mots manuscrits arabes (OpenHart [74]). Chacune de ces

bases a ses propres spéci�cités. La base Rimes et la base IAM ont un nombre de

données d'apprentissage et de test comparables (60000/ 10000mots environ) mais

leurs dictionnaires di�èrent (le lexique de test de IAM est 2à 5 fois plus grand que

celui de Rimes). La base OpenHart quant à elle propose un très grand nombre de

données (plusieurs centaines de milliers d'images de mots). Nous avons restreint son

vocabulaire de test à20000mots.

Pour chacune de ces bases de données, nous avons d'abord élaboré un système

HMM générique optimal a�n d'obtenir l'extraction de caractéristiques et la topologie

des modèles les mieux adaptées. Celles-ci étant �xées pour chaque base, elles sont

ensuite utilisées pour la construction du système avec HMMscontextuels. Au coeur

de l'élaboration des HMMs dépendants du contexte se trouve le calcul des arbres
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binaires pour la répartition des états des trigraphes dans les clusters. Ce calcul est

optimisé sur une base de validation. Les arbres sont alors �xés pour chaque base de

données et, par la suite, ni l'ajout de données supplémentaires pour l'apprentissage

des modèles ni le changement de lexique lors de la phase de test ne les modi�ent.

Au contraire, les clusters calculés par les arbres sont la base qui permet de procéder

à ces changements sans dégrader les performances du système.

Nous avons ainsi vu au cours d'expériences développées au Chapitre 4 que la

modélisation de caractères en fonction de leur contexte permet d'obtenir des ré-

sultats nettement supérieurs à des HMMs génériques. Ainsi sur la base de test de

Rimes 2011, la modélisation de trigraphes permet de réduire de 15.4% relativement

le nombre de mots mal reconnus. Sur la base IAM, la réduction relative est de 5.2%

et, sur l'ensemble de test DevTest1 de la base OpenHart, 9.7%de mots bien recon-

nus sont gagnés relativement par rapport à un système générique à base de HMMs

de caractères indépendants de leur contexte.

La comparaison de notre système à l'état de l'art des systèmes HMMs nous

montre qu'il est le meilleur système présenté seul et qu'il est compétitif face à

d'autres systèmes issus de combinaisons de classi�eurs. A�n d'ailleurs de nous com-

parer à ces combinaisons nous avons proposé notre propre combinaison pour la

compétition 2009 de reconnaissance de mots sur la base Rimes.Notre combinaison

allie les sorties des deux systèmes HMMs présentés danc ce manuscrit (un générique

et un contextuel) et un système hybride HMM/NN développé parA2iA. En 2009,

cette combinaison a permis à notre système de devenir le meilleur système à base de

HMMs [64, 80, 12]. Il reste cependant en deuxième place derrière le système àbase de

réseaux de neurones récurrents (RNNs) proposé par l'université de Munich [62, 61].

Il se présente alors à nous deux possibilités. Une première consiste à poursuivre la

combinaison de systèmes en intégrant les RNNs à notre systèmecombiné. La combi-

naison de systèmes est en e�et à ce jour le moyen le plus sûr d'obtenir les meilleurs

résultats possibles pour une tâche de reconnaissance. Appliquée astucieusement, la

combinaison de sorties de classi�eurs garantit l'augmentation des performances par

rapport à n'importe quel système présenté seul [37]. Nous avons considéré cette

option pour notre participation à la compétition Rimes 2011 de reconnaissance de

mots. Grâce à cela, nous avons atteint un taux exceptionnel de 94.4% de mots bien

reconnus sur la base de test avec un vocabulaire de plus de5000mots. L'autre scé-

nario possible consiste à chercher à améliorer notre système à base de HMMs a�n

que, seul, il gagne en performance et soit comparable aux RNNsentre autres.
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De fait, plusieurs améliorations sont possibles pour les systèmes HMMs de recon-

naissance d'écriture. Un état de l'art des dernières avancées dans la recherche sur la

reconnaissance de la parole avec des systèmes HMMs permet d'apercevoir la plupart

de ces améliorations. (La reconnaissance d'écriture est ene�et en retard par rapport

à la parole dans l'utilisation e�cace des HMMs.) Une de ces améliorations est par

exemple l'adaptation des modèles HMMs au scripteur. Celle-ci a été introduite dans

le dernier chapitre de notre manuscrit (Chapitre 5). L'étude e�ectuée dans ce cha-

pitre a permis de constater que des améliorations étaient possibles même dans un

contexte di�cile (adaptation non supervisée avec un nombrede données restreint et

à partir d'un système ayant plus de 30% d'erreurs). Les expériences e�ectuées sur la

base IAM ont permis de diminuer relativement le taux d'erreurs de 1.2% avec une

adaptation de type CMLLR alors que le nombre de données pour chaque scripteur

de test est faible. L'utilisation de techniques d'adaptation pour des tâches de recon-

naissance d'écriture sur des archives (principe de scripteur unique pour un grand

nombre de données) pourrait ainsi permettre d'obtenir un système très performant.

Ce premier type d'amélioration est l'une des pistes de recherche que nous suivons

dans nos travaux actuels. D'ailleurs, l'utilisation massive de techniques d'adaptation

dans le monde de la parole nous rend optimiste quant à l'avenir de ces méthodes

pour la reconnaissance d'écriture manuscrite. Dernièrement, des méthodes d'adap-

tation au locuteur ont atteint des performances inégalées avec pourtant des données

en faibles quantités et bruitées [93, 75, 163, 162, 136]. L'utilisation de ces méthodes

dans nos systèmes et l'élaboration de méthodes spéci�ques àl'écriture est un axe

d'amélioration prometteur.

L'observation des autres techniques de l'état de l'art et l'analyse de leurs avan-

tages ont toujours été un moyen judicieux pour comprendre comment améliorer un

système. Ainsi, étant donné leurs très bons résultats sur labase Rimes, il serait ju-

dicieux d'observer de plus près le fonctionnement des RNNs a�n de comprendre leur

réussite [62, 61]. En e�et, si le réseau LSTM permet la modélisation de séquences

pour les réseaux de neurones, leur utilisation n'est pas la seule explication des per-

formances obtenues. Par exemple, l'extraction des caractéristiques utilisée dans le

système à base de RNNs est di�érente de la nôtre. Ils n'utilisent pas une fenêtre

glissante mais parcourent l'image selon quatre directionsdi�érentes (les quatre dia-

gonales) et utilisent des perceptrons multi-couches pour leur extraction. Cela leur

permet entre autres de ne pas avoir de paramètres à optimiserpour chaque base

de données et d'automatiser l'extraction de caractéristiques. Ces multiples parcours
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leur permettent aussi d'utiliser des réseaux LSTM bidirectionnels. Cela pourrait être

traduit par des HMMs en deux dimensions ou bien par une adaptation de l'algo-

rithme d'apprentissage des modèles à un parcours multidirectionnel dans les états

des HMMs.

En�n, une dernière possibilité pour améliorer notre système HMM réside dans

l'utilisation de modèles de langage pour la reconnaissancede lignes et de para-

graphes. Quels qu'ils soient, les classi�eurs ont tous des performances très bonnes

en 2, 5 ou 10-best. L'utilisation de modèles de langage permet de faire remonter à la

première place des mots initialement mal reconnus et de diminuer drastiquement le

nombre d'erreurs. Nous avons présenté brièvement l'intérêt des modèles de langage

pour la reconnaissance de lignes manuscrites arabes sur la base Openhart dans le

Chapitre 4, Section4.3.5. Pour nos expériences nous avons utilisé les très répandus

n-grams [156] et ceux-ci nous ont permis de gagner relativement jusqu'à 39% de

mots bien reconnus sur cette tâche di�cile. Le calcul que nous avons e�ectué pour

élaborer notre modèle de langage se base sur des comptages d'occurrences d'expres-

sions dans une base de données. Cette méthode très simple permet donc de gagner

en performance. Mais elle présente de nombreux problèmes dus à la rareté (en an-

glais, sparsity) de certainsn-grammes. Récemment, de nouveaux types de calculs

de probabilité qui résolvent ce problème de sparsité ont étéproposés pour l'élabo-

ration de modèles de langage : les NN-LM (modèles de langage àbase de réseaux

de neurones [10, 149]) et les modèles M (modèles de langage exponentiels basés sur

des classes de mots [23, 17]). Ils ont été utilisés avec succès dans le traitement de

la parole [42, 148, 24, 129] et nous projetons avec enthousiasme de les utiliser pour

nos futurs travaux de reconnaissance de lignes et de paragraphes manuscrits.

Il existe donc encore beaucoup de possibilités pour rendre les systèmes HMMs

de reconnaissance d'écriture plus performants. Dans notremanuscrit, nous avons

proposé une amélioration originale pour la reconnaissancede mots manuscrits : la

modélisation de caractères en fonction de leur contexte (les trigraphes). Nous envi-

sageons pour la suite de nos recherches d'explorer d'autrespistes, telle l'adaptation

au scripteur introduite dans le dernier chapitre de ce manuscrit ou encore l'utilisa-

tion de modèles de langages pour la reconnaissance de ligneset de paragraphes. Ces

améliorations permettront d'obtenir un système robuste dans le cadre du traitement

et de la classi�cation de documents.
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Annexe A

Annexe : questions rhétoriques pour

la construction des arbres de décision

Les questions présentées dans cette annexe sont toutes originales et ont été créées

en prenant en compte la morphologie des caractères de l'alphabet. Nous présentons

d'abord les questions élaborées pour le latin et ensuite celles élaborées pour l'écriture

arabe.

Chaque question binaire est de la forme :

"NomDeLaQuestion" {contexte1, ..., contexteN}

Le logiciel utilisé pour l'apprentissage des modèles (HTK [169]) ayant un com-

portement non robuste face aux caractères accentués présents dans le français et ne

pouvant prendre en compte des caractères arabes, nous avonstranslitéré au format

ASCII les caractères des alphabets latin et arabe pour éviter des erreurs de trans-

codage. Pour l'arabe, la translitération utilisée est celle proposée pour la base de

données IFN-Enit [131]. Pour le latin, les correspondances sont les suivantes :

� A1...Z1 réfèrent à a...z

� A0...Z0 réfèrent à A...Z

� E2, E3, E4, E5, E6 correspondent à é, è, ê, ë et�E

� n0...n9 referent to 0...9

� sA, sB, sT, sN correspondent respectivement à', /, -, %

Les contextes situés entre les accolades sont ceux pour lesquels la réponse à la

question posée (NomDeLaQuestion) est oui. Par exemple, les contextes droitsb, f ,

h, k, l et 8 (*+B1, *+F1, *+H1, *+K1, *+L1 et *+n8) sont les seuls qui répondent

positivement à la question"R_LC_loopascender" signi�ant est-ce que le contexte
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droit, qui est un caractère minuscule, inclut un ascendant en forme de boucle ?. Le

nom des questions dé�nies pour le latin est donné selon les contextes auxquels la

question se réferre :

� R_et L_ correspondent respectivement à une question sur un contexte droit et

gauche,

� LC_et UC_réfèrent à des contextes minuscule et majuscule respectivement,

� NUM_correspond à des questions portant sur des contextes numériques.

Pour l'arabe, les questions sont simplement numérotées.

A.1 Questions pour l'écriture latine

nom de la contextes pour lesquels

question la réponse est oui

--------------------------------------------------- -------------------------

QS "R_isnotchar" {*+sA,*+sB,*+sT,*+sN}

QS "R_lowercase" {*+n1,*+n8,*+A1,*+B1,*+C1,*+D1,*+E1, *+F1,

*+G1,*+H1,*+I1,*+J1,*+K1,*+L1,*+M1,*+N1,*+O1,*+P1,* +Q1,*+R1,*+S1,*+T1,

*+U1,*+V1,*+W1,*+X1,*+Y1,*+Z1,*+C2}

QS "R_uppercase" {*+n2,*+n3,*+n4,*+n6,*+n7,*+n9,*+A0, *+B0,

*+C0,*+D0,*+E0,*+F0,*+G0,*+H0,*+I0,*+J0,*+K0,*+L0,* +M0,*+N0,*+O0,*+P0,

*+Q0,*+R0,*+S0,*+T0,*+U0,*+V0,*+W0,*+X0,*+Y0,*+Z0,* +A6,*+E6}

QS "R_LC_descender" {*+F1,*+G1,*+J1,*+P1,*+Q1,*+Y1,*+ Z1,*+C2}

QS "R_LC_ascender" {*+n1,*+n8,*+B1,*+D1,*+F1,*+H1,*+K 1,*+L1,

*+T1}

QS "R_LC_small" {*+A1,*+C1,*+D1,*+E1,*+I1,*+M1,*+N1,* +O1,

*+Q1,*+R1,*+S1,*+U1,*+V1,*+W1,*+X1,*+Z1}

QS "R_LC_accent" {*+A3,*+A4,*+E2,*+E3,*+E4,*+E5,*+I4, *+I5,

*+O4,*+U3,*+U4}

QS "R_LC_loopsmall" {*+n8,*+A1,*+C1,*+D1,*+G1,*+E1,*+ O1,*+Q1,

*+A3,*+A4,*+E2,*+E3,*+E4,*+E5,*+O4,*+C2}

QS "R_LC_loopascender" {*+n8,*+B1,*+F1,*+H1,*+K1,*+L1 }

QS "R_LC_loopdescender" {*+F1,*+G1,*+J1,*+Y1,*+Z1}

QS "R_LC_barascender" {*+n1,*+B1,*+F1,*+H1,*+K1,*+L1, *+T1}

QS "R_LC_bardescender" {*+F1,*+P1}
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QS "R_LC_nushape" {*+M1,*+N1,*+R1,*+U1,*+V1,*+W1,*+Y1}

QS "R_LC_complexwithinbaseline" {*+A1,*+B1,*+E1,*+K1, *+O1,*+R1,*+S1,*+X1,

*+Z1,*+A3,*+A4,*+E2,*+E3,*+E4,*+E5,*+O4}

QS "R_LC_starthigh" {*+n1,*+V1,*+W1,*+X1,*+Z1}

QS "R_LC_point" {*+I1,*+J1}

QS "R_LC_accentaigu" {*+E2}

QS "R_LC_accentgrave" {*+A3,*+E3,*+U3}

QS "R_LC_accentcirconflexe" {*+A4,*+E4,*+I4,*+O4,*+U4 }

QS "R_LC_accenttrema" {*+E5,*+I5}

QS "R_UC_verticalbar" {*+A0,*+B0,*+E0,*+F0,*+H0,*+K0, *+L0,*+P0,

*+R0,*+U0,*+A6,*+E6}

QS "R_UC_middlehorizontalbar" {*+n6,*+n7,*+A0,*+B0,*+ E0,*+F0,*+H0,*+K0,

*+P0,*+R0,*+S0,*+A6,*+E6}

QS "R_UC_uphorizontalbar" {*+n7,*+E0,*+F0,*+I0,*+J0,* +M0,*+T0,*+Z0,

*+E6}

QS "R_UC_bottomhorizontalbar" {*+n4,*+n2,*+E0,*+I0,*+ L0,*+Z0,*+E6}

QS "R_UC_upcurve" {*+n3,*+n2,*+F0,*+H0,*+K0,*+P0,*+R0 ,*+U0,

*+V0,*+W0,*+X0,*+Y0}

QS "R_UC_bottomcurve" {*+n3,*+A0,*+F0,*+H0,*+I0,*+J0, *+K0,*+M0,

*+N0,*+P0,*+R0,*+S0,*+A6}

QS "R_UC_bottomloop" {*+n2,*+B0,*+D0,*+L0,*+Q0,*+Z0}

QS "R_UC_bigloop" {*+C0,*+G0,*+O0,*+Q0}

QS "R_UC_descender" {*+G0,*+J0,*+Y0}

QS "R_UC_uplefttobottomrightbar" {*+V0,*+W0,*+X0,*+Y0 }

QS "R_UC_bottomlefttouprightbar" {*+n7,*+n4,*+n2,*+A0 ,*+X0,*+Z0,*+A6}

QS "R_UC_accent" {*+A6,*+E6}

QS "R_NUM_isn3" {*+n3}

QS "R_NUM_isn6" {*+n6}

QS "R_NUM_isn9" {*+n9}

QS "L_isnotchar" {sA-*,sB-*,sT-*,sN-*}

QS "L_lowercase" {n8-*,n9-*,A1-*,B1-*,C1-*,D1-*,E1-*, F1-*,

G1-*,H1-*,I1-*,J1-*,K1-*,L1-*,M1-*,N1-*,O1-*,P1-*,Q 1-*,R1-*,S1-*,T1-*,

U1-*,V1-*,W1-*,X1-*,Y1-*,Z1-*,A3-*,A4-*,C2-*,E2-*,E 3-*,E4-*,E5-*,I4-*,
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I5-*,O4-*,U3-*,U4-*}

QS "L_uppercase" {n1-*,n2-*,n3-*,n4-*,n6-*,n7-*,A0-*, B0-*,

C0-*,D0-*,E0-*,F0-*,G0-*,H0-*,I0-*,J0-*,K0-*,L0-*,M 0-*,N0-*,O0-*,P0-*,

Q0-*,R0-*,S0-*,T0-*,U0-*,V0-*,W0-*,X0-*,Y0-*,Z0-*,A 6-*,E6-*}

QS "L_LC_descender" {F1-*,G1-*,J1-*,P1-*,Q1-*,Y1-*,Z1 -*,C2-*}

QS "L_LC_ascender" {n8-*,n9-*,B1-*,D1-*,F1-*,H1-*,K1- *,L1-*,

T1-*}

QS "L_LC_small" {A1-*,B1-*,C1-*,E1-*,H1-*,I1-*,K1-*,M 1-*,

N1-*,O1-*,P1-*,R1-*,S1-*,U1-*,V1-*,W1-*,X1-*,Z1-*}

QS "L_LC_accent" {A3-*,A4-*,E2-*,E3-*,E4-*,E5-*,I4-*, I5-*,

O4-*,U3-*,U4-*}

QS "L_LC_loopsmall" {n8-*,A1-*,B1-*,O1-*,P1-*,A3-*,A4 -*,E2-*,

E3-*,E4-*,E5-*,O4-*}

QS "L_LC_loopascender" {n8-*,B1-*,F1-*,H1-*,K1-*,L1-* }

QS "L_LC_loopdescender" {F1-*,G1-*,J1-*,Y1-*,Z1-*}

QS "L_LC_barascender" {n9-*,D1-*,F1-*,L1-*}

QS "L_LC_bardescender" {F1-*,J1-*,Q1-*,Y1-*}

QS "L_LC_nushape" {M1-*,N1-*,U1-*}

QS "L_LC_complexwithinbaseline" {A1-*,B1-*,E1-*,K1-*, O1-*,S1-*,R1-*,X1-*,

Z1-*,A3-*,A4-*,E2-*,E3-*,E4-*,E5-*,O4-*}

QS "L_LC_linklow" {A1-*,C1-*,D1-*,E1-*,F1-*,G1-*,H1-* ,I1-*,

J1-*,K1-*,L1-*,M1-*,N1-*,P1-*,Q1-*,R1-*,S1-*,T1-*,U 1-*,X1-*,Y1-*,A3-*,

A4-*,E2-*,E3-*,E4-*,E5-*,I4-*,I5-*,U3-*,U4-*}

QS "L_LC_linkhigh" {B1-*,O1-*,R1-*,S1-*,T1-*,V1-*,W1- *,X1-*,

Z1-*,O4-*}

QS "L_LC_point" {I1-*,J1-*,I4-*,I5-*}

QS "L_LC_accentaigu" {E2-*}

QS "L_LC_accentgrave" {A3-*,E3-*,U3-*}

QS "L_LC_accentcirconflexe" {A4-*,E4-*,I4-*,O4-*,U4-* }

QS "L_LC_accenttrema" {E5-*,I5-*}

QS "L_UC_middlehorizontalbar" {n6-*,n7-*,A0-*,n3-*,B0 -*,E0-*,F0-*,G0-*,

H0-*,P0-*,S0-*,A6-*,E6-*}

QS "L_UC_uphorizontalbar" {n7-*,E0-*,F0-*,I0-*,J0-*,n 1-*,M0-*,T0-*,

Z0-*,E6-*}

QS "L_UC_bottomhorizontalbar" {n2-*,n4-*,E0-*,I0-*,L0 -*,Z0-*,E6-*}
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QS "L_UC_bottomcurve" {A0-*,H0-*,K0-*,L0-*,n1-*,M0-*, R0-*,U0-*,

Y0-*,Z0-*,A6-*}

QS "L_UC_upcurve" {n6-*,F0-*,H0-*,K0-*,N0-*,T0-*,X0-* }

QS "L_UC_uploopfromleft" {C0-*,E0-*,n1-*,M0-*,S0-*,Z0 -*,E6-*}

QS "L_UC_uploopfrombottom" {O0-*,V0-*,W0-*}

QS "L_UC_halfcircleup" {n2-*,n3-*,B0-*,P0-*,R0-*}

QS "L_UC_halfcirclebottom" {n6-*,n3-*,B0-*,S0-*}

QS "L_UC_uplefttobottomrightbar" {A0-*,K0-*,Q0-*,R0-* ,X0-*,A6-*}

QS "L_UC_bottomlefttouprightbar" {n7-*,K0-*,V0-*,W0-* ,X0-*,Y0-*,Z0-*}

QS "L_UC_bigloop" {D0-*,O0-*,Q0-*}

QS "L_UC_descender" {n4-*,G0-*,J0-*,Y0-*}

QS "L_UC_accent" {A6-*,E6-*}

QS "L_NUM_isn2" {n2-*}

QS "L_NUM_isn9" {n9-*}

A.2 Questions pour l'écriture arabe

nom de la contextes pour lesquels

question la réponse est oui

--------------------------------------------------- -------------------------

QS "Q1" {*+seM,*+seE,*+naM,*+taM,*+taE,*+baM,*+baE,*+ thM,*+thE,*+shM,

*+shE}

QS "Q2" {*+seB,*+seA,*+naB,*+taB,*+taA,*+baB,*+baA,*+ thB,*+thA,*+shB,

*+shA}

QS "Q3" {*+teE,*+heE}

QS "Q4" {*+teA,*+heA}

QS "Q5" {*+alE,*+eeE,*+yaE}

QS "Q6" {*+alA,*+eeA,*+yaA}

QS "Q7" {*+laM,*+keE}

QS "Q8" {*+laB,*+keA}

QS "Q9" {*+ayB,*+ghB,*+hhA}

QS "Q10" {*+ayM,*+ghM}
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QS "Q11" {*+ayE,*+ghE}

QS "Q12" {*+ayA,*+ghA}

QS "Q13" {*+aaE,*+amE,*+aeE,*+ahE}

QS "Q14" {*+aaA,*+amA,*+aeA,*+ahA}

QS "Q15" {*+toM,*+dzM,*+saM,*+deM,*+toE,*+dzE,*+saE,* +deE}

QS "Q16" {*+toB,*+dzB,*+saB,*+deB,*+toA,*+dzA,*+saA,* +deA}

QS "Q17" {*+raE,*+zaE}

QS "Q18" {*+raM,*+zaM}

QS "Q19" {*+waE,*+whE}

QS "Q20" {*+waA,*+whA}

QS "Q21" {*+faM,*+kaM,*+faE,*+kaE}

QS "Q22" {*+faB,*+kaB,*+faA,*+kaA}

QS "Q23" {*+jaB,*+haB,*+khB}

QS "Q24" {*+jaM,*+haM,*+khM}

QS "Q25" {*+jaE,*+haE,*+khE}

QS "Q26" {*+jaA,*+haA,*+khA}

QS "Q27" {*+daA,*+dhA}

QS "Q28" {*+daE,*+dhE}

QS "Q29" {waE-*,whE-*,raE-*,zaE-*,waA-*,whA-*,raA-*,z aA-*}

QS "Q30" {waE-*,whE-*,raE-*,zaE-*,waA-*,whA-*,raA-*,z aA-*,naE-*,naA-*,

laE-*,laA-*}

QS "Q31" {seB-*,seM-*,naB-*,naM-*,taB-*,taM-*,baB-*,b aM-*,thB-*,thM-*,

shB-*,shM-*}
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QS "Q32" {aaE-*,amE-*,aeE-*,ahE-*}

QS "Q33" {aaA-*,amA-*,aeA-*,ahA-*}

QS "Q34" {alA-*,eeA-*,yaA-*,alE-*,eeE-*,yaE-*}

QS "Q35" {jaB-*,haB-*,khB-*}

QS "Q36" {jaM-*,haM-*,khM-*}

QS "Q37" {jaE-*,haE-*,khE-*}

QS "Q38" {jaA-*,haA-*,khA-*}

QS "Q39" {ayB-*,ghB-*}

QS "Q40" {ayM-*,ghM-*}

QS "Q41" {ayE-*,ghE-*}

QS "Q42" {ayA-*,ghA-*}

QS "Q43" {daA-*,dhA-*,daE-*,dhE-*}

QS "Q44" {saM-*,deM-*,saB-*,deB-*}

QS "Q45" {toM-*,dzM-*,toB-*,dzB-*}

QS "Q46" {naE-*,naA-*,seE-*,seA-*,shE-*,shA-*,saE-*,s aA-*,deE-*,deA-*,

laE-*,laA-*}
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